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Forord

Det er med stor glede og lettelse at vi presenterer denne masteroppgaven. Mas-

teroppgaven markerer avslutningen av p̊a en utfordrende, men givende reise som

studenter p̊a masterprogrammet Økonomi og administrasjon med hovedprofil Busi-

ness Analytics ved Norges teknisk-naturvitenskapelige universitet (NTNU). Studiet

har vært spennende, lærerikt og sosialt, men ogs̊a til tider krevende. Vi h̊aper og

tror at vi n̊a har tilegnet oss god og nyttig kunnskap som vi kan ta med oss ut i

arbeidslivet.

Først og fremst ønsker vi å rette en stor takk til v̊ar veileder, Ranik RaaenWahlstrøm,

for hans uvurderlige støtte, veiledning og engasjement gjennom hele prosessen. Uten

hans raske tilbakemeldinger og gode synspunkter i diskusjoner ville oppgaven vært

en helt annen.

En spesiell takk g̊ar til venner og familie, som har vært der for oss gjennom hele

studietiden. Dere har støttet og oppmuntret oss gjennom b̊ade oppturer og nedturer,

som har vært av stor betydning for oss.

Innholdet i denne oppgaven st̊ar for forfatternes regning.
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Sammendrag

Å kunne predikere konkurs er hensiktsmessig for flere aktører i finanssektoren, og

konkursprediksjon har over mange ti̊ar vært et sentralt emne å undersøke blant aka-

demikere, finansinstitusjoner og bedrifter. I senere år har det blitt utviklet nye og

mer komplekse maskinlæringsmetoder som har vist seg å ha svært god prediksjons-

evne. P̊a en annen side kjennetegnes disse komplekse maskinlæringsmetodene med

lav iboende tolkbarhet, og presenteres i litteraturen som The Black Box Problem

(svarte bokser). Som et resultat av denne utfordringen, brukes de komplekse me-

todene sjelden i praksis, hvor det er de enklere maskinlæringsmodellene med høy

iboende tolkbarhet som foretrekkes.

I denne masteroppgaven ser vi derfor nærmere p̊a problemstillingen ≪Hvordan kan

xAI øke tolkbarheten av komplekse maskinlæringsmodeller for konkursprediksjon,

og hvor aktuelt er det å ta i bruk dette i finanssektoren?≫. Dette gjør vi ved å ta

i bruk maskinlæringsmetoden XGBoost, som er en trebasert ensemble metode, for

konkursprediksjon. For å f̊a et godt bilde p̊a fordelene ved å bruke XGBoost, s̊a

velger vi å sammenligne modellenes ytelse med logistisk regresjon, som er en enklere

maskinlæringsmetode med god iboende tolkbarhet. V̊are modeller trenes og testes

p̊a et datasett som representerer norske sm̊a- og mellomstore bedrifter i perioden

2006-2019. XGBoost-modellene viser seg i v̊are resultater å gjøre det bedre enn

de logistiske regresjonsmodellene i samtlige perioder med en gjennomsnittlig AUC

lik 90% out-of-sample, mot logistiske regresjonsmodeller med en gjennomsnittlig

AUC lik 87%. XGBoost har ogs̊a gjennomg̊aende lavere Brier Score enn logistisk

regresjon. XGBoost-modellene har derfor bedre prediksjonsevne enn de logistiske

regresjonsmodellene p̊a v̊are data.

Videre forsøker vi å øke XGBoost-modellenes tolkbarhet ved å anvende Shapley

Additive Explanations-rammeverket (SHAP), som er en form for Explainable AI.

Først tar vi i bruk SHAP for å gjøre globale forklaringer, hvor vi finner at modellenes

generelle logikk er i tr̊ad med økonomisk teori som øker modellenes p̊alitelighet.

Deretter tar vi i bruk SHAP for lokale forklaringer, hvor SHAP gjør det mulig å tolke

hvilke variabler som p̊avirker en enkeltbeslutning og hvilken effekt variablene har

p̊a prediksjonen. Totalt sett finner vi at SHAP gjør det mulig tolke b̊ade p̊a globalt

og lokalt niv̊a, samtidig som modellens prediksjonsevne opprettholdes. Derfor anser

vi SHAP-rammeverket som en effektiv løsning p̊a utfordringen knyttet til svarte

bokser, og dermed å gjøre komplekse maskinlæringsmodeller mer anvendbare for

konkursprediksjon i finanssektoren.
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Abstract

Being able to predict bankruptcy is relevant for multiple actors in the financial

sector, and bankruptcy prediction has been a central topic of investigation among

academics, financial institutions, and businesses for many decades. In recent years,

new and more complex machine learning methods have been developed, showing

excellent predictive capabilities. However, these complex machine learning methods

are characterized by low inherent interpretability and are referred to as The Black

Box Problem”in the literature. As a result of this challenge, these complex methods

are rarely used in practice, where simpler machine learning models with high inherent

interpretability are preferred.

In this master’s thesis, we therefore examine the research question ≪How can xAI

enhance the interpretability of complex machine learning models for bankruptcy pre-

diction, and how relevant is it to adopt this in the financial sector?≫. We accomplish

this by using the machine learning method XGBoost, which is a tree-based ensemble

method, for bankruptcy prediction. To gain a good understanding of the advanta-

ges of using XGBoost, we choose to compare the performance of the models with

logistic regression, which is a simpler machine learning method with good inherent

interpretability. Our models are trained and tested on a dataset representing Norwe-

gian small and medium-sized enterprises from 2006 to 2019. In our results, XGBoost

models outperform logistic regression models in all periods, with an average out-of-

sample AUC of 90%, compared to logistic regression models with an average AUC of

87%. XGBoost also consistently exhibits lower Brier Score than logistic regression.

Therefore, XGBoost models demonstrate better predictive capabilities than logistic

regression models on our data.

Furthermore, we attempt to enhance the interpretability of XGBoost models by ap-

plying the Shapley Additive Explanations framework (SHAP), which is a form of

Explainable AI. First, we use SHAP to provide global explanations, finding that

the models’ general logic aligns with economic theory, thus increasing their reliabi-

lity. Next, we employ SHAP for local explanations, allowing us to interpret which

variables influence an individual decision and the effects these variables have on

the prediction. Overall, we find that SHAP enables interpretability at both global

and local levels while maintaining the models’ predictive performance. Therefore,

we consider the SHAP framework an effective solution to the challenge of black box-

es and making complex machine learning models more applicable for bankruptcy

prediction in the financial sector.
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1 Introduksjon

1.1 Tema og aktualisering

N̊ar en bedrift g̊ar konkurs har dette store konsekvenser for alle involverte parter.

Kreditorer p̊avirkes i stor grad ved at bedrifter har utest̊aende gjeld de ikke evner

å betale, og de risikerer derfor å g̊a med tap. Til tross for at kreditorer i dag som

oftest anvender ulike modeller for sannsynlighetsberegninger for mislighold av for-

pliktelser i sin utl̊ansstrategi, vil det alltid være til stede en risiko for uventede tap

som er umulig å beregne p̊a forh̊and. Slike uventede tap kan være grunnlag for at

store verdier g̊ar tapt for kreditorene. Ved begjæring av konkurs vil ogs̊a avtaler og

kontrakter knyttet til virksomheten termineres, og dermed føre til økonomiske og

operasjonelle ringvirkninger for alle involverte. Dette gjelder leverandører, kunder

og samarbeidspartnere som rammes av økonomiske tap n̊ar bedriften ikke evner å

betale sine utest̊aende forpliktelser, samt tap av viktige samarbeidsavtaler. Videre

vil ansatte miste kontraktene sine ved konkurs, som er særlig problematisk for hver

enkelt ansatt i et presset arbeidsmarked.

Å kunne forutsi konkurs er av vesentlig interesse for en rekke aktører i finanssekto-

ren, i form av investorer, kreditorer, finansmarkedet og samfunnet som helhet siden

konkurser fører til tap for alle parter i større eller mindre grad (Alaka mfl., 2017;

Van Gestel mfl., 2003). Grafen til venstre i figur 1 viser at ikke-finansielle selskapers

l̊anegjeld hos bankene har økt betydelig fra 2007 til 2017. Dessuten kan man se

at antall bedrifter som g̊ar konkurs per år holder seg relativt stabilt. Jo større l̊an

bankene l̊aner ut, jo større blir deres tapspotensial.

Figur 1: Utvikling i l̊anegjelden til ikke-finansielle institusjoner hos banker og antall

konkurser i Norge pr. år (Statistisk-sentralbyr̊a, 2022a,b).
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Konkurs er med andre ord et fenomen som gir alvorlige konsekvenser for en rekke

aktører innenfor finanssektoren. Det er derfor, til tross for at konkursprediksjon er

et velstudert fagomr̊ade, fortsatt viktig med utvikling og nye funn i litteraturen. I

Norge blir kunstig intelligens (KI) brukt i økende grad (Lervik, 2022), hvor enklere

maskinlæringsmetoder og andre statistiske metoder er mest brukt. Dette ser vi blant

annet i SEBRA-modellen som Norges Bank og Finanstilsynet anvender for å predi-

kere sannsynlighet for konkurs og mislighold for norske bedrifter. SEBRA-modellen

tar i bruk en generalisert logistisk regresjonsmodell med god iboende tolkbarhet, og

relativt god prediksjonsevne (Bernhardsen og Larsen, 2007).

Komplekse maskinlæringsmodeller er i svært liten grad brukt for å predikere konkurs

og annen mislighold i dag, som et resultat av at disse metodene ofte er vanskelige å

tolke (Lervik, 2022). Dette er til tross for at komplekse modeller ofte har bedre pre-

diksjonsevne, og at en marginal økning i prediksjonsevnen kan gi signifikant økning

i bankers lønnsomhet (Trinkle og Baldwin, 2007). Vanligvis omtales tolkbarhets-

utfordringene knyttet til de komplekse modellene som ≪The Black Box Problem≫.

Dette refererer til manglende transparens knyttet til beslutningene som gjøres av de

komplekse modellene. Dette gjør det utfordrende å ta i bruk disse metodene innenfor

finanssektoren, da sektoren er sterkt regulert av blant annet General Data Protec-

tion Regulation (GDPR) som krever transparens og logiske forklaringer knyttet til

automatiserte beslutninger (EUR-Lex, 2016). Det er likevel viktig å nevne at GDPR

kun gjelder privatpersoner og ikke hele bedrifter, men at reguleringen gir et bilde p̊a

viktigheten av transparens og tolkbarhet, og hvorfor enklere modeller ofte blir tatt

i bruk i praksis.
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Figur 2: Her vises hvordan ulike maskinlæringsmetoder plasserer seg i forhold til predik-

sjonsevne og tolkbarhet (Arrieta mfl., 2020; Ciatto mfl., 2020)

I figur 2 presenteres hvordan ulike maskinlæringsmetoder innenfor maskinlæring

plasserer seg i forhold til tolkbarhet og prediksjonsevne. Her ser vi at dyplæring,

derunder nevrale nettverk, og Extreme Gradient Boosting (XGBoost) plasserer seg

høyt p̊a prediksjonsevne, men ligger relativt lavt p̊a tolkbarhet. P̊a andre siden av

spekteret ligger de enkle modellene med høyere tolkbarhet og lavere prediksjonsevne,

herunder blant annet logistisk regresjon.

Som en løsning p̊a tolkbarhetsutfordringene knyttet til bruk av komplekse maskin-

læringsmetoder, presenteres Explainable AI (xAI) (Castelvecchi, 2016). xAI sikter

p̊a å øke tolkbarheten til maskinlæringsmodeller, samtidig som det er rettet fokus

p̊a å opprettholde modellens prediksjonsevne. En sentral teknikk innenfor xAI er

SHapley Additive exPlanations (SHAP), som blir presentert av Lundberg og Lee

(2017). Denne teknikken gjør det mulig å undersøke variabelviktighet for modeller

gjennom global forklaring, s̊a vel som å tolke hvordan enkeltbeslutninger er gjen-

nomført i modellen ved hjelp av SHAP-verdier. I denne studien tar vi i bruk SHAP

som et verktøy for å øke tolkbarheten til XGBoost-modeller.

Per 2023 utgjør små og mellomstore bedrifter (SMB) i overkant av 99% av alle

private virksomheter p̊a tvers av alle næringer i Norge (Statistisk-sentralbyr̊a, 2023).

I 2019 hadde 95% av alle bedrifter mindre enn 50 ansatte (Næringsdepartementet,

2019). Videre viste tall i en rapport fra DNB og NyAnalyse i 2018 at SMB sto

for en verdiskapning p̊a 700 milliarder kroner, som representerer 42% av landets

verdiskapning, samt 62% av norsk næringslivs sysselsetting (Sivam mfl., 2018). Til
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tross for at SMB utgjør en s̊a stor andel av alle virksomheter, er det gjort f̊a studier

i forbindelse med konkursprediksjon av disse. De fleste studier gjøres p̊a store og

børsnoterte bedrifter, da det er mer tilgjengelig informasjon om disse bedriftene enn

hva som er tilfelle for SMB (Paraschiv mfl., 2021). Det vil være fordelaktig b̊ade

for banker og SMB å trene opp gode og nøyaktige konkursprediksjonsmodeller, da

dette vil kunne bidra til å redusere bankenes tapsrisiko, samtidig som det gir bedre

muligheter for finansiering for SMB med gode l̊anebetingelser (Tobback mfl., 2017).

1.2 Forskningsspørsm̊al

P̊a bakgrunn av at norske bedrifters gjeld øker og konsekvensene som følger av

konkurs, anser vi det som viktig å kunne forutsi hvilke bedrifter som kommer til å

g̊a konkurs i fremtiden. I følge tidligere litteratur viser det seg at mer komplekse

modeller øker prediksjonsevnen, men at dette g̊ar p̊a bekostning av tolkbarheten.

Målet med denne studien er derfor å undersøke om hvorvidt SHAP-rammeverket

kan brukes til å tolke konkursprediksjonene som komplekse maskinlæringsmodeller

gjør. Vi har dermed følgende problemstilling:

Hvordan kan xAI øke tolkbarheten av komplekse maskinlæringsmodeller for

konkursprediksjon, og hvor aktuelt er det å ta i bruk dette i finanssektoren?

For å undersøke problemstillingen predikerer vi først konkurs ved bruk av logistisk

regresjon, som er den vanligste metoden for konkursprediksjon, hvor vi gjennomfører

variabelseleksjon ved bruk av Least Absolute Shrinkage and Selection Operator

(LASSO). Videre sammenligner vi denne med den mer komplekse maskinlæringsme-

toden XGBoost, for å etablere at sistnevnte predikerer bedre, i tr̊ad med presenta-

sjonen i figur 2. Dermed viser vi hvordan en modell med høy prediksjonsevne og lav

iboende tolkbarhet allikevel kan tolkes med xAI. Vi undersøker deretter om hvorvidt

SHAP-rammeverket kan brukes for tolkning av komplekse maskinlæringsmodeller i

finanssektoren. Vi velger å undersøke XGBoost i stedet for dyplæring, som i figur

2 presenteres som den metoden med høyest prediksjonsevne. Dette valget er i stor

grad basert p̊a det faktum at prediksjon med dyplæring i kombinasjon med SHAP

krever svært mye datakraft, som anses som lite hensiktsmessig innenfor tidsrammen

og ressursene vi har tilgjengelig for denne studien.

Med denne studien gir vi flere bidrag til litteraturen og praktikere. For det første gir

vi en presentasjon av hvordan anvendelse av SHAP-rammeverket som tolkningsme-
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tode kan øke mer komplekse maskinlæringsmetoders tolkbarhet, og hvorvidt dette

kan tas i bruk i praksis i finanssektoren. For det andre bidrar studien med å bekrefte

at mer komplekse maskinlæringsmodeller generelt sett gir bedre prediksjonsevne en

enklere modeller. For det tredje bidrar studien med økt litteratur innen konkurspre-

diksjon som fagomr̊ade, ogs̊a i Norge. Som tidligere nevnt i kapittel 1.1 er det gjort

flest studier p̊a store og børsnoterte bedrifter innenfor konkursprediksjon. Vi bidrar

derfor ogs̊a med funn knyttet til SMB som det er begrenset litteratur p̊a. Uansett er

hovedbidraget i studien presentasjonen og diskusjonen rundt hvordan finanssektoren

kan ta i bruk SHAP-rammeverket som forklaring p̊a de svarte boksene som følger

med komplekse maskinlæringsmodeller.

1.3 Oppgavens struktur

I kapittel 2 presenterer vi studiens teoretiske bakgrunn og tidligere litteratur knyttet

til konkursprediksjon. Først presenteres bruk av kunstig intelligens i finanssektoren

i dag, før vi ser p̊a tidligere studier av konkursprediksjon. Videre g̊ar vi igjennom

trebaserte modeller og tolkningen av mer komplekse maskinlæringsmetoder. Til slutt

presenteres variablenes sentrale rolle for konkursprediksjon.

Kapittel 3 gir en detaljert beskrivelse av datasettet som brukes i studien. Først

presenteres dataene og definisjonen av konkurs. Videre gis en nærmere forklaring p̊a

datasettets variabler og hvordan datasettet er behandlet. Til slutt presenteres det

behandlede datasettet.

I kapittel 4 forklares først oppdelingen av treningssett og testsett og h̊andteringen

av ubalansert data. Videre presenteres maskinlæringsmetodene logistisk regresjon

og XGBoost, samt hvordan disse tolkes. Til slutt utleder vi hvordan vi evaluerer

modellene med AUC og Brier score.

Kapittel 5 presenterer resultatene av studien som legger grunnlag for diskusjon.

Først presenteres resultatene og en drøfting av variabelseleksjon for logistisk regre-

sjon. Deretter presenteres modellenes prediksjonsevne og en sammenligning av ma-

skinlæringsmetodene. Til slutt presenteres og diskuteres resultatet av SHAP knyttet

til global og lokal forklaring.

Til slutt i kapittel 6 legges det frem en konklusjon basert p̊a v̊are funn, før vi ser p̊a

svakheter ved studien. I siste delkapittel presenteres forslag til videre forskning.
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2 Litteraturgjennomgang og teoretisk bakgrunn

I dette kapittelet skal vi i hovedsak g̊a igjennom tidligere litteratur som er gjort

innenfor konkursprediksjon, samt andre studier som er relevant for denne studien.

2.1 Bruk av kunstig intelligens i finanssektoren

Komplekse maskinlæringsmodeller har vist seg som svært effektive til å løse ulike

problemstillinger for store datamengder innenfor datavitenskap og kunstig intelli-

gens, og anses å potensielt kunne bidra til å øke bedrifters lønnsomhet (Brynjolfs-

son mfl., 2011). I tr̊ad med den økte digitaliseringen i næringslivet og samfunnet

forøvrig, brukes kunstig intelligens (KI) i større grad som et sentralt element i bedrif-

ters overordnede forretningsstrategi med m̊al om økt verdi og lønnsomhet (Arrieta

mfl., 2020). Derfor anses ofte finansielle prognoseverktøy som eksempelvis predik-

sjonsmodeller for konkurs som en verdifull ressurs for finansinstitusjoner, bedrifter

og dets interessenter.

2.1.1 Tradeoff mellom tolkbarhet og nøyaktighet

Son mfl. (2019) presenterer to kriterier for at en modell for konkursprediksjon skal

anses som effektiv: (1) modellen må være nøyaktig i sine prediksjoner, og (2) model-

len må være tolkbar. P̊a en annen side er det ofte en avveiing mellom hvor godt en

modell kan predikere og hvor enkelt det er å tolke modellens prediksjoner (Dovsilovic

mfl., 2018). Denne avveiingen er ofte basert p̊a graden av kompleksitet i modellen.

En mer kompleks modell som gir bedre prediksjonsevne kan være vanskelig å tolke og

forklare, i forhold til en enklere modell med d̊arligere prediksjonsevne. Det er derfor

viktig å finne en balanse mellom tolkning og prediksjonsevne, avhengig av formålet

med modellen og bruksomr̊ade (Wanner mfl., 2021). I visse situasjoner vil tolkning

være viktigere enn prediksjonsevne, mens i andre situasjoner kan prediksjonsevnen

være av større betydning. I for eksempel helsevesen, forsvar og finansbransjen er

tolkbarhet en viktig faktor for å kunne bygge tillit til modellen og dens resultater,

da bakgrunn for beslutninger er sentralt og p̊avirker b̊ade privatpersoner og orga-

nisasjoner. Om man har en modell med spesielt nøyaktige prediksjoner, men det er

vanskelig å tolke hvordan modellen har kommet til sine resultater, kan det være ut-

fordrende for fagpersoner å ha tillit til modellen og foreta beslutninger p̊a bakgrunn

av resultatene. Generelt tyder det p̊a at det ofte prefereres enklere maskinlæringsal-
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goritmer som logistisk regresjon med høy grad av iboende tolkbarhet (Rudin, 2019).

Dette er til tross for at man som oftest oppn̊ar høyere prediksjonsevne ved bruk av

mer avanserte maskinlæringsmetoder (Wanner mfl., 2020).

Det er likevel viktig å være klar over at en enkel modell med god iboende tolkbar-

het ikke nødvendigvis er mindre nøyaktig enn en mer kompleks modell (James mfl.,

2013). I visse tilfeller kan faktisk enkle modeller gi tilnærmet like gode resultater

som en mer kompleks modell, og dermed være å foretrekke. Dette utartes gjerne i

situasjoner hvor man har lite data tilgjengelig. P̊a den andre siden ses gjerne tenden-

sen til at komplekse modeller har høyere prediksjonsevne p̊a store og mer komplekse

datasett, da disse modellene har komplekse sammenhenger mellom variabler og indre

funksjoner (Wanner mfl., 2021).

Det er med andre ord ingen ≪one-size-fits-all≫-løsning innenfor denne tematikken.

Innenfor finanssektoren er det ulike anvendelser av finansielle prognoseverktøy, hvor

det ogs̊a er ulikt behov for nøyaktighet og tolkbarhet. For banker som l̊aner ut penger

vil det være størst fokus p̊a nøyaktighet, da de risikerer å tape penger ved en even-

tuell konkurs eller mislighold av gjeld. Samtidig er det mindre relevant å se hvordan

modellen har foretatt enkeltbeslutninger. For ulike bedrifter er det derimot av inter-

esse å se hvilke faktorer som p̊avirker prediksjonen, for å finne hvilke beslutninger

som bør tas for å redusere konkurssannsynligheten. Bedriftene har dermed et større

fokus p̊a tolkbarheten av prediksjonen. Bracke mfl. (2019) formulerer tre sentrale

spørsmål for bedrifters interessenter, knyttet til tolkning av prediksjonsmodeller:

• Hva er det som generelt driver forklaringene?

• Hvilke variabler, med hvilken effekt, er av betydning for de individuelle pre-

diksjonene?

• Hvordan fungerer modellen, og kan dette enkelt forklares?

Paraschiv mfl. (2021) presenterer to typer kostnader som konsekvens av feilpredik-

sjon av konkurs: (1) predikerer at en bedrift ikke g̊ar konkurs selv om den faktisk

g̊ar konkurs, og (2) predikerer at en bedrift g̊ar konkurs selv om den faktisk ikke

g̊ar konkurs. For førstnevnte vil kostnaden ved feilprediksjon være at bankene l̊aner

ut penger til bedrifter som g̊ar konkurs og misligholder gjelden, og dermed taper

faktiske penger som er l̊ant ut. Den andre typen kostnad dreier seg i større grad om

potensielle inntekter som g̊ar tapt, som resultat av at potensielle bankkunder velger

å g̊a til andre banker. Flere studier finner at det er kostnaden knyttet til den første
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feilprediksjonen som oftest har størst negativ konsekvens for bankene (Stein, 2005;

Balcaen og Ooghe, 2006; Agarwal og Taffler, 2007). En prediksjonsmodell kan ikke

eliminere begge disse typene feilprediksjon, og derfor vil en liten økning i predik-

sjonsnøyaktigheten, i f.eks. evalueringskriteriet AUC, kunne ha stor p̊avirkning p̊a

bankens lønnsomhet (Trinkle og Baldwin, 2007).

2.1.2 KI i finanssektoren i dag

Lervik (2022) forteller i sin studie at det har vært en sterk økning i satsing p̊a kuns-

tig intelligens (KI) i den norske finanssektoren de siste 3-5 årene, og at den norske

finanssektoren leder an med høy bruk av KI-teknologi sammenlignet med europe-

isk finansnæring. Han finner videre at de fleste aspekter av banksektoren har tatt

i bruk kunstig intelligens teknologi i en eller annen form, hvor komplekse modeller

brukes i mindre grad. Bankene forklarer at hovedgrunnene til dette er knyttet til

utfordringene til modellenes tolkbarhet, samt sikkerheten knyttet til rettferdig be-

handling av kunder. Det nevnes derfor at anvendelse av xAI anses som avgjørende

for mer utstrakt bruk av KI i den norske finanssektoren. Kompetansen knyttet til

bruk og vedlikehold av KI-systemer nevnes ogs̊a som en hindring for bruk av mer

komplekse former av KI i finanssektoren, samt at det er arbeidskrevende å bygge

opp en nødvendig teknisk infrastruktur. Videre legges det ogs̊a vekt p̊a mangelen p̊a

data av god kvalitet, samt forst̊aelsen for hvordan store mengder data kan brukes

og utnyttes p̊a en god og hensiktsmessig måte (Lervik, 2022).

Finanssektoren er videre svært regulert av lover og reguleringer som setter krav om

høy transparens og ansvarlighet. Det er svært viktig at beslutninger som tas kan

forklares enkelt, og at man har innsikt i hvordan og p̊a hvilket grunnlag en beslut-

ning er tatt (EUR-Lex, 2016). Komplekse maskinlæringsmodeller er derimot som

nevnt vanskelige å tolke og forst̊a, og kan være utsatt for feil som er vanskelig å opp-

dage og justere. En annen konkret regulering som krever transparens og åpenhet i

beslutningsprosesser er det internasjonale regulatoriske rammeverket Basel 3. Det-

te rammeverket er utarbeidet for å øke stabiliteten og robustheten i finanssektoren

gjennom fastsettelse av krav til banker om blant annet kapital, likviditet og gjelds-

grad (BIS, 2011). En av bestemmelsene i rammeverket er at det skal gjennomføres

omfattende risikovurdering, og at resultatene av risikovurderingen skal dokumente-

res og rapporteres. I tillegg krever avtalen at banker må ha tilstrekkelig kvalitet og

mengde av data for å kunne gjennomføre gode risikovurderinger og beslutninger.

Dette krever god datakvalitet, som kan dokumenteres og verifiseres. Avtalen krever
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med andre ord større åpenhet og transparens i beslutningstaking og risikovurde-

ring, som i mindre grad gjør det mulig å ta i bruk komplekse og mindre tolkbare

maskinlæringsmodeller.

Videre er personvernreguleringen gjennom GDPR sentral. Kapittel 3 i GDPR regu-

lerer beslutninger som p̊avirker privatpersoner, hvorav spesielt artikkel 22 er sentral.

Artikkelen gir individet rett til ikke å bli gjenstand for beslutninger som er basert

p̊a automatisk behandling. Videre utledes det i artikkelen at individet har rett p̊a en

forklaring p̊a logikken bak en enkeltbeslutning, og hvilken betydning og konsekvenser

dette har for vedkommende (EUR-Lex, 2016).

Som nevnt er det en utfordring i finanssektoren at dataene som brukes ofte er kom-

plekse og ustrukturerte. Dette bunner i at innsamling og analyser av større mengder

data fra ulike kilder ofte kommer i ulike format, og at en standardisering av dataene

ofte krever avansert datateknologi og kompetanse p̊a omr̊adet. I tillegg anses økono-

mi som et komplekst fagomr̊ade med en rekke faktorer som p̊avirker en rekke ulike

variabler (Arthur, 2009). Det er derfor utfordringer knyttet til at det er vanskelig å

fange opp og identifisere disse i økonomiske prediksjonsmodeller, hvorav politiske og

makroøkonomiske forhold (Stock og Watson, 1992). Det er med andre ord vanskelig

å utvikle modeller som klarer å predikere fremtidige hendelser p̊a en nøyaktig og

realistisk m̊ate. Maskinlæringsmodellene trenger store mengder data for å fungere

effektivt, og finanssektoren har ofte ikke tilstrekkelig data til å trene og teste mer

komplekse modeller (Lervik, 2022).

2.2 Konkursprediksjon

Konkursprediksjon har vært et aktivt forskningsomr̊ade i flere ti̊ar. I begynnelsen

fokuserte en rekke forskere hovedsakelig p̊a å undersøke finansielle indikatorer, som

inntjening, likviditet og gjeld, for å predikere konkurs (Beaver, 1966; Altman, 1968;

Ohlson, 1980; Zmijewski, 1984). Allerede p̊a 1960-tallet forsøkte Beaver (1966) å

identifisere faktorer som kan brukes for å predikere konkurs med en univariat modell.

De første modellene som kom til bruker som oftest diskriminantanalyse. Dette ser vi

blant annet i Altman (1968), som presenterte en multippel diskriminant analyse, for

å unng̊a inkosistensutfordringene som følger med en univariat modell. I etterkant

av denne studien ble multippel diskriminantanalyse (MDA) hyppig brukt i flere

studier for konkursprediksjon, hvorav blant annet Deakin (1972), Edmister (1972)

og Altman mfl. (1977). Denne metoden var i mange år den mest brukte metoden
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innenfor konkursprediksjon (Altman og Sabato, 2007).

P̊a en annen side blir det gjennomg̊aende p̊apekt i flere studier at de grunnleggende

antakelsene om normalfordelte variabler og gruppespredningsmatriser i MDA ofte

brytes ved konkursprediksjon (Altman og Sabato, 2007). Logistisk regresjon ble

imidlertid først tatt i bruk innenfor konkursprediksjon av Ohlson (1980), og har

over tid vært den mest foretrukne metoden for konkursprediksjon (Shi og Li, 2019).

Populariteten forklares av en kombinasjon av god tolkbarhet, god prediksjonsevne

og mindre restriktive antagelser enn MDA (Paraschiv mfl., 2021).

I følge Shi og Li (2019) er de mest bukte maskinlæringsmetodene for konkurspre-

diksjon MDA, logistisk regresjon og nevrale nettverk. MDA og logistisk regresjon er

relativt enkle statistiske klassifiseringsmetoder, som samtidig gir rimelig gode kon-

kursprediksjoner (Jones mfl., 2015). Shumway (2001) presenterer at diskrete hazard-

modeller, som er en type logistisk regresjon, er mer nøyaktig enn MDA. Denne

metoden tar i bruk flere årsregnskaper for hver bedrift i modellen, og ikke bare

årsregnskap for foreg̊aende år (Shumway, 2001). I nyere tid har b̊ade nevrale nett-

verk og s̊a kalte ≪new age≫ statistiske modeller økt i popularitet (Jones mfl., 2017),

som et resultat av at disse modellene er mer komplekse og fanger ikke-lineariteter

(Kumar og Ravi, 2007). Nevrale nettverk ble tatt i bruk til konkursprediksjon i

1990 med gode resultater (Laitinen og Kankaanpaa, 1999). ≪New age≫ modellene

inkluderer blant annet en rekke ensemble metoder som Random Forest, Gradient

Boosting og AdaBoost (Jones mfl., 2017). Jones mfl. (2017) anbefaler heller å ta

i bruk disse modellene for konkursprediksjon, fordi de predikerer betydelig bedre

enn b̊ade MDA og logistisk regresjon. Disse funnene støttes av Alaka mfl. (2017)

som finner at b̊ade nevrale nettverk og trebaserte ensemble modeller presterer bedre

og er mer nøyaktige enn logistisk regresjon. Til tross for at studier viser at disse

modellene har bedre prediksjonsevne, blir metodene ikke brukt hos banker da det

oppst̊ar problemer knyttet til å tolke modellens fremgangsmåte og resultater, som

strider mot personvernsreguleringen GDPR (EUR-Lex, 2016).

I og med at finanssektoren ofte bruker logistisk regresjon til konkursprediksjon blir

metoden ogs̊a hyppig brukt i studier til å sammenlignes opp mot andre estimerings-

teknikker (Bernhardsen og Larsen, 2007). Dette kan vi eksempelvis se i Min og Jeong

(2009), Zhang mfl. (1999) og Premachandra mfl. (2009). I de fleste studiene ser man

at logistisk regresjon gjør gode prediksjoner med relativt god tolkbarhet, men at de

mer avanserte maskinlæringsmetodene gjør det jevnt over bedre, dog med mindre

tolkbarhet.
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Majoriteten av studier p̊a konkursprediksjon er gjennomført p̊a store og børsnoterte

bedrifter i USA. I Norge er det derimot gjort relativt f̊a studier p̊a konkurspredik-

sjon. Bernhardsen og Larsen (2007) utvikler i sin studie en prediksjonsmodell for

konkurs med data fra SEBRA-databasen ved å bruke en generalisert form for logis-

tisk regresjon. Modellen brukes i dag av den norske sentralbanken, Norges Bank, og

finanstilsynet for å predikere konkurs. Til forskjell fra majoriteten av tidligere stu-

dier p̊a konkursprediksjon, baserer modellen seg p̊a små- og mellomstore bedrifter

(Bernhardsen og Larsen, 2007). SEBRA-modellen gir en nøyaktighet p̊a i overkant

av 82%. I nyere tid tar Paraschiv mfl. (2021) utgangspunkt i norske SMB, hvor

de presenterer konkursprediksjon ved hjelp av feature selection metoder, kombinert

med modellestimering ved bruk av logistisk regresjon og nevrale nettverk.

Kolari og Shin (2006) finner at utl̊an til små bedrifter har en sterk positiv effekt

p̊a banklønnsomhet, til tross for at de finner at utl̊an til SMB er mer risikabelt

enn til større bedrifter. Det er derfor hensiktsmessig for banker å utvikle kredittri-

sikomodeller som er spesifikt rettet mot SMB, med hensikt å minimere fremtidige

potensielle tap (Altman og Sabato, 2007). Altman og Sabato (2007) estimerer en

kredittrisikomodell spesifikt for SMB, ved hjelp av fem finansielle variabler og logis-

tisk regresjon. I studien finner de at den logistiske regresjonsmodellen har en pre-

diksjonsnøyaktighet p̊a nesten 30% høyere enn en standard MDA-modell (Altman

og Sabato, 2007).

2.3 Trebaserte modeller

Trebaserte modeller, eller beslutningstrær, bruker en trestruktur for å gjøre beslut-

ninger for klassifiseringsproblemer (James mfl., 2013). Beslutningstreet bygges opp

fra en rot-node, som representerer det opprinnelige problemet som skal løses, og ut

i en serie av interne noder som utfører forskjellige tester p̊a input-dataene. Hver

intern node representerer en beslutning, hvor det gjennomføres en test p̊a en be-

stemt egenskap. Ut fra disse testresultatene fortsetter modellen videre til to eller

flere viderekoblede noder. Avslutningsvis ender beslutningstreet i en terminalnode,

som representerer den endelige klassifiseringsbeslutningen, og dermed løsningen p̊a

det opprinnelige problemet (Breiman, 2017).

Beslutningstrær brukes for b̊ade regresjon- og klassifiseringsproblemer, og ble først

introdusert av Breiman (2017) som CART (klassifikasjons- og regresjonstrær). CART

viser seg å være effektive innenfor blant annet konkursprediksjon, særlig n̊ar det kom-
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mer til identifikasjon av viktige faktorer som p̊avirker konkursrisikoen (Kumar og

Ravi, 2007). Videre er CART-modeller nyttige for utvikling av risikoprofiler knyttet

til bedrifter, og dermed predikere konkursrisiko basert p̊a finansielle data (Olson

mfl., 2012). Olson mfl. (2012) presenterer en sammenligningsstudie av ulike ma-

skinlæringsmetoder innenfor konkursprediksjon, hvor blant annet beslutningstrær,

støttevektormaskiner og nevrale nettverk sammenlignes, hvor beslutningstrær anses

som relativt mest nøyaktig p̊a de gjeldende dataene (Olson mfl., 2012).

Breiman (2017) fremhever modellenes tolkbarhet som den største fordelen ved bruk

av CART, men presiserer samtidig at dette typisk skjer p̊a bekostning av modellens

prediksjonsevne. I utgangspunktet regnes enkle beslutningstrær som relativt mind-

re kompliserte modeller. Som nevnt i kapittel 2.1.1 tenderer enkle modeller å ha

svakere ytelse enn mer kompliserte modeller. Som en løsning p̊a ytelsesproblemet

for beslutningstrær, blir ensemble metoder presentert (Jones mfl., 2017). Disse har

vist seg spesielt effektive i konkursprediksjon. Ensemble metoder kombinerer flere

beslutningstrær for å oppn̊a bedre ytelse enn ved bruk av et enkelt beslutningstre

(Tsai mfl., 2014). Den grunnleggende idéen bak bruk av ensemble metoder er å

kombinere styrker og svakheter fra ulike modeller, slik at man reduserer risiko for

overtilpasning og oppn̊ar bedre resultater enn de individuelle modellene. Vi skiller

generelt mellom tre typer ensemble metoder (James mfl., 2013):

• Bagging (Bootstrap aggregating): En teknikk som tar i bruk flere uavhengige

modeller som er trent p̊a forskjellige delmengder (subset) av treningssettet. De

individuelle modellene kombineres deretter ved bruk av gjennomsnitt, median

eller andre aggresjonsfunksjoner.

• Boosting: En teknikk som fokuserer p̊a å bruke flere individuelle modeller for

å forbedre samlet ytelse. Dette gjøres ved å trene en serie individuelle modeller,

hvor hver modell forsøker å korrigere feilene til foreg̊aende modell. Hver modell

f̊ar dermed større vekt p̊a eksempler som tidligere modeller har feilklassifisert.

Den endelige prediksjonen er en kombinasjon av alle de individuelle modellene.

• Random Forest: En teknikk som bruker en kombinasjon av beslutningstrær

som har blitt trent p̊a en tilfeldig delmengde av dataene, og tilfeldig seleksjon

av funksjoner. Denne kombinasjonen gjør at Random Forest reduserer risikoen

knyttet til overtilpasning, samtidig som modellens ytelse øker.

Boosting er en populær form for ensemble metode som følge av måten den evner å

forbedre ytelsen til svake modeller ved å kombinere flere svake modeller til én ster-
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kere modell (Dietterich, 2000). En sterkere modell evner i større grad å generalisere

problemer. I tillegg reduserer boosting risikoen for overtilpasning ved at de vekter

datapunkter som feilklassifiseres for hver iterasjon, og dermed tvinger modellen til

å fokusere p̊a å lære å klassifisere disse datapunktene i den neste iterasjonen (Bauer

og Kohavi, 1999). Fokuset p̊a å trene svakere modeller og kombinere disse, har til

hensikt å føre til høyere nøyaktighet og bedre prediksjon i modellen.

Det finnes ulike metoder innenfor boosting. Den mest brukte er AdaBoost som

trener en rekke svake klassifikatorer p̊a ulike delmengder av treningsdataene. Disse

vektes og kombineres til en endelig klassifikasjon (Schapire, 2013). Videre er ogs̊a

metoden Gradient Boosting populær. Metoden tar ogs̊a utgangspunkt i en rekke

svake klassifikatorer, men bruker i stedet en form for gradientoptimalisering for å

justere vekter til hver modell med mål om å minimere prediksjonsfeil, i stedet for

å tillegge vekt til hvert beslutningstre Friedman (2001). Videre har det kommet til

ulike utvidelser av Gradient Boosting, eksempelvis XGBoost og LightGBM.

I senere tid har det blitt introdusert nye trebaserte metoder for å forbedre modellers

prediksjonsevne ytterligere. Metoden XGBoost ble introdusert av Chen og Guestrin

(2016), hvor Gradient Boosting tas i bruk for å forbedre prediksjonsnøyaktigheten

ved å trene flere beslutningstrær sekvensielt. Metoden viser gode prediksjonsresul-

tater i flere studier knyttet til konkursprediksjon, og et stort antall studier oppn̊ar

høyere ytelse ved anvendelse av XGBoost (Papik og Lenka, 2023). Blant disse er

Zikeba mfl. (2016) med en AUC p̊a 96%, Carmona mfl. (2019) med en AUC p̊a 98%

og Qian mfl. (2022) med en AUC p̊a 93%.

2.4 The Black Box Problem og Explainable AI

Problemet med svarte bokser (The Black Box Problem) refererer til utfordringen

med å forst̊a hvordan komplekse systemer kommer til sine beslutninger og resultater

(Burrell, 2016). Noen typer maskinlæringsmodeller er et slikt komplekst system, og

anses som vanskelig å forst̊a og forklare p̊a grunn av deres kompleksitet og manglen-

de transparens i sine interne beslutningsprosesser (Zednik, 2021). De svarte boksene

gjør det vanskelig å forklare og tolke maskinlæringsmodellens handlingsmønster.

Utfordringen med dette er at det er vanskelig å tolke maskinlæringsmodellen, og

hvorvidt resultatene som produseres av den er p̊alitelige og riktige (von Eschenbach,

2021). Mangelen p̊a innsikt i hvordan modellene tar beslutninger gjør det ogs̊a vans-

kelig å utføre forbedringer og justeringer i modellene for å oppn̊a bedre resultater.
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Utfordringen utspiller seg spesielt for bruksomr̊ader hvor transparens og validering

er avgjørende, som for eksempel innenfor banksektoren (Zerilli mfl., 2019). Innen

konkursprediksjon er dette svært sentralt i form av at det er essensielt å forst̊a

hvorfor en bedrift blir predikert til konkurs eller ikke.

xAI er en tilnærming som forsøker å nøytralisere utfordringene knyttet til svarte bok-

ser ved å gjøre maskinlæringsmodeller mer transparente og forst̊aelig for mennesker

(von Eschenbach, 2021). Dette omfatter blant annet modelltolkning, datavisualise-

ring og bruk av standardiserte metoder for forklaring av modellen og dens resultater

(Adadi og Berrada, 2018). Videre gir det brukerne mulighet til å kontrollere og

validere modellene, som igjen bidrar til økt tillit og anvendelighet.

Formålet med bruk av xAI er å ta i bruk metoder for å løse problemet med svarte

bokser, samtidig som at det ikke g̊ar p̊a bekostning av prediksjonsevnen til ma-

skinlæringsmodellen (Arrieta mfl., 2020). Hovedmålet er med andre ord å ta i bruk

metoder for å enklere kunne forklare maskinlæringsmodellers beslutninger med hen-

sikt å skape forst̊aelse og tillit hos mennesker, samtidig som et høyt niv̊a av pre-

diksjonsevne opprettholdes (Arrieta mfl., 2020). Dette kan gjøres ved å ta i bruk

teknikker som illustrerer hvilke variabler og funksjoner som anses som viktige for å

ta enkeltbeslutningen.

2.5 Tolkning

Generelt skiller litteraturen mellom to typer tolkbarhet innenfor maskinlæring, som

avhenger av n̊ar tolkbarheten oppn̊as (Du mfl., 2019): (1) intrinsisk tolkbarhet, og

(2) post hoc tolkbarhet. Intrinsisk tolkbarhet sikter til maskinlæringsmodeller som

er tolkbare i seg selv, hvor modellen kan gi forklaringer p̊a hvordan en beslutning

er tatt, uten å ta i bruk spesifikke tolkningsteknikker. Denne formen for tolkbarhet

kommer gjerne som et resultat av en enkel modellstruktur. Eksempler p̊a modeller

med høy intrinsisk tolkbarhet inkluderer lineære modeller som logistisk regresjon

og enkle beslutningstrær, hvor beslutningsprosessen kan forklares p̊a en enkel og

intuitiv måte (Molnar mfl., 2022).

Post hoc tolkbarhet sikter derimot til evnen til å forklare hvordan en modell har

tatt en beslutning, eller utført en prediksjon, i etterkant av at beslutningen eller

prediksjonen er gjennomført (Lipton, 2018). Dette oppn̊as ved å ta i bruk tolkbar-

hetsmetoder etter at modellen er trent, ved at man tar i bruk en modell nummer to

for å forklare den opprinnelige modellen (Du mfl., 2019). Formålet med dette er å
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f̊a innsikt i hva som p̊avirket modellens beslutning, og å gjøre det enklere å forst̊a

og stole p̊a modellens beslutninger. Innenfor post hoc tolkbarhet skiller vi mellom

to typer forklaringer: global og lokal.

2.5.1 Global forklaring

En global forklaring forsøker å gi en generell oversikt over modellens handlingsmønster

ved å identifisere de interne funksjonene (f.eks. variabler) som modellen anser som

viktige for å foreta beslutninger (Zhou mfl., 2021). Global forklaring kan derfor gi

informasjon om hvilke funksjoner som generelt er viktig for modellen, og hvordan

disse p̊avirker beslutninger innenfor klassifiseringen. Form̊alet ved bruk av global

forklaring er at maskinlæringsmodellen skal trenes til å lære mønstre og tendenser

som fortløpende kompileres inn i modellens struktur og hyperparametere (Du mfl.,

2019). Globale forklaringsmodeller gir dermed innsikt i modellens generelle hand-

lingsmønster og logikk, og identifiserer betydningen av de interne funksjonene og

hvordan disse p̊avirker modellens prediksjoner. Siden banker og andre finansinstitu-

sjoner oppfattes å være tilbakeholdene med å ta i bruk komplekse konkurspredik-

sjonsmodeller, er derfor bruk av globale forklaringsmodeller et verktøy for å gjøre

modellene transparente og anvendelige i større grad.

2.5.2 Lokal forklaring

En lokal forklaring forsøker å forklare enkeltbeslutninger eller enkeltklassifiseringer

i modellen (Zhou mfl., 2021). Det vil si at for en enkelt input-funksjon gir den en

forklaring p̊a hvordan modellen har foretatt en beslutning. Lokale forklaringer anses

som spesielt nyttige i tilfeller der modellen har tatt en uventet beslutning, eller

n̊ar brukeren ønsker forklaring p̊a en beslutning som har blitt foretatt (Lundberg

mfl., 2020). Innenfor konkursprediksjon brukes lokale forklaringsmodeller for å forst̊a

hvordan en modell har tatt en konkret beslutning om den gjeldende observasjonen

er konkurs eller ikke. Det kan derfor sies at lokal forklaring kan gi innsikt i hvilke

variabler som p̊avirker konkurssannsynligheten for en spesifikk bedrift. Videre vil

ogs̊a lokale forklaringsmodeller kunne identifisere svakheter ved modellen som kan

forbedre ytelsen til modellen, og dermed bidra til å redusere feilmargin og forbedre

nøyaktigheten. Dette øker igjen forst̊aelse og tillit til konkursprediksjonsmodellen,

og bidrar dermed til bedre beslutningsprosesser i næringslivet.
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2.5.3 Tolkbarhetsmetoder

I litteraturen er spesielt to tolkningsmetoder mye anvendt: Local Interpretable Model-

agnostic Explanations (LIME) og SHaply Additive ExPlanations (SHAP). LIME

anses som en lokal post-hoc tolkbarhetsmetode, som tar sikte p̊a å forklare hvordan

en modell foretar beslutninger. Dette gjøres gjennom lokale tolkninger av bestemte

enkeltprediksjoner, ved å gjøre endringer p̊a enkelte variabler for å se effekten p̊a

prediksjonen og dermed avklare hvor viktig variabelen er for den helhetlige predik-

sjonen (Molnar mfl., 2022). Det bør derimot nevnes at LIME er mindre egnet for

globale forklaringer av prediksjonsmodeller (Molnar mfl., 2022). LIME-rammeverket

har vist seg å være effektivt for lokal tolkning av flere maskinlæringsmetoder, hvor

blant annet Park mfl. (2021) tar i bruk LIME for å forklare variabelviktighet i alle

datapunktene i sine modeller med XGBoost og LightGDM. De konkluderer videre

med at bruk av LIME-rammeverket evner å trekke ut variabelviktighet p̊a en slik

måte at det er mulig å observere de viktigste variablene i modellen. LIME har ogs̊a

vist seg effektiv i forklaring av dype nevrale nettverk, i for eksempel Chou (2019) sin

studie, hvor det utvikles en hybridmodell av enkle beslutningstrær og dype nevrale

nettverk for å balansere nøyaktighet og tolkbarhet mellom modellene. Resultatene

av studien var prediksjonsnøyaktighet p̊a respektive 80% og 87% for henholdsvis

dype nevrale nettverk og beslutningstre, men at total nøyaktighet ble forbedret til

91% av hybridmodellen (Chou, 2019).

Schalck og Yankol-Schalck (2021) gjennomfører en studie p̊a konkursprediksjon p̊a

franske SMB, hvor de finner at XGBoost gir god prediksjonsevne. De bruker videre

SHAP for å tolke resultater og variabelviktighet. Dessuten er det gjort flere studier

knyttet til bruk av SHAP i forbindelse med bedrifters kredittverdighet. Tran mfl.

(2022) finner at bruk av SHAP har vist seg å være effektiv for å trekke ut hvilke

variabler som p̊avirker prediksjonsutfallet, og er et praktisk bidrag til kredittvurde-

ringsinstiusjoner for å forutsi sannsynligheten for finansiell ustabilitet for vietname-

siske bedrifter. Bussmann mfl. (2021) tok i bruk en XGBoost-modell for å kartlegge

kredittrisikoen til søreuropeiske SMB, hvor konklusjonen ved bruk av SHAP var at

prediksjonsevnen kunne forbedres ved økt forst̊aelse av hvilke variabler som p̊avirker

kredittrisikoen. Babaei mfl. (2021) studerer ogs̊a SMB, og eliminerer variabler med

lave forklarende SHAP-verdier. Studien konkluderer med at prediksjonsevnen bedres

med et mindre antall variabler fra regnskapet (Babaei mfl., 2021). Derimot finner

Slack mfl. (2020) at man enkelt kan lage misvisende SHAP-tolkninger med forsett,

og at dette er en klar utfordring knyttet til å ta i bruk SHAP som forklaringsteknikk

for komplekse maskinlæringsmetoder i praksis.
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2.6 Variabler

Det er vesentlig hvilke variabler som benyttes i modeller for konkursprediksjon.

Det er blant annet disse som danner grunnlaget for hvor godt prediksjonsmodellen

predikerer. Å identifisere variabelviktigheten er derfor essensielt. I kapittel 2.6.1 g̊ar

vi derfor gjennom tidligere bruk av regnskapsbaserte variabler. Videre er det ikke

alltid at alle variablene i datasettet er like viktige og skaper støy i modellen, derfor

presenteres metoder for variabelseleksjon i 2.6.2.

2.6.1 Bruk av regnskapsbaserte variabler

En bedrifts finansielle situasjon p̊avirkes av flere forskjellige faktorer, slik som mak-

roøkonomi, politiske beslutninger, de ansattes velvære, endrede innkjøpspriser eller

etterspørsel. Som en naturlig følge av dette blir ogs̊a en bedrifts konkurssannsynlig-

het p̊avirket av ulike faktorer. Hvilke variabler som er av størst viktighet kan variere

betydelig mellom datautvalgene (Balcaen og Ooghe, 2006), dessuten kan dette ogs̊a

p̊a samme måte variere mellom ulike land (Filipe mfl., 2016). P̊a grunn av disse

forskjellene er det vanskelig å finne et standardsett med variabler som kan brukes

universelt p̊a alle populasjoner. For å løse denne utfordringen er det vanlig å bruke

regnskapsbaserte nøkkeltall som et mål p̊a en bedrifts økonomiske situasjon (Balcaen

og Ooghe, 2006). Dette er fordi at alle bedrifter gjennomfører regnskapsføring, og

at dette til en viss grad er relativt standardisert. Likevel forekommer det forskjeller

p̊a selve regnskapsføringen og størrelsesdefinisjoner p̊a bedrifter i ulike land. Inter-

national Financial Reporting Standard (IFRS) hjelper til p̊a dette omr̊adet slik at

regnskaper kan bli mer sammenlignbare. Dessuten, slik som i finansiell analyse, er

det hensiktsmessig å transformere regnskapsvariablene om til finansielle nøkkeltall

slik at dataene blir normalisert og at ogs̊a bedrifter blir i større grad komparati-

ve. Dette er et vanlig prinsipp som gjøres ved konkursprediksjon (Paraschiv mfl.,

2021). I tillegg fremhever Agarwal og Taffler (2008) tre styrker ved bruk av finansi-

elle nøkkeltall: (1) ett enkelt regnskap fanger opp bedrifters samlede ytelse over tid,

(2) det dobbelte bokføringsprinsippet som sikrer konsistens, og (3) l̊anebetingelser

baseres p̊a regnskapstall. Konkurs er ofte et resultat av d̊arlig økonomi over lenger

tid og et regnskap vil fange opp nettopp dette.

Som tidligere nevnt i kapittel 2.2 er det flere studier som har gjennomført kon-

kursprediksjon med utgangspunkt i regnskapsbaserte variabler, blant annet Altman

(1968), Ohlson (1980), Zmijewski (1984) og Taffler (1984). I Altman (1968) kommer

17



det frem at det i tidligere studier identifiseres et stort antall signifikante variabler i

forbindelse med konkursprediksjon. P̊a bakgrunn av dette setter han sammen en liste

med 22 potensielle verdifulle variabler. Disse variablene er tildelt fem forskjellige ka-

tegorier: likviditet, lønnsomhet, gjeldsgrad (leverage), soliditet og aktivitetsforhold.

Altman (1968) finner at de variablene som best predikerer konkurs er: (1) arbeids-

kapital/totale eiendeler, (2) opptjent inntekt/totale eiendeler, (3) resultat før renter

og skatt/totale eiendeler, (4) markedsverdi egenkapital/bokført verdi av total gjeld

og (5) salg/totale eiendeler.

For Ohlson (1980) er ikke målet å forsøke å utvikle nye variabler. For enkelhetens

skyld danner derfor de tre første modellene som ble estimert i studien grunnlaget

for de brukte variablene videre i studien. Det ble her valgt relativt like variab-

ler som i Altman (1968), med unntak av en størrelse-variabel. Denne målte be-

driftsstørrelsen vektet etter bruttonasjonalinntekt. De andre variablene som velges

er: (2) sum gjeld/totale eiendeler, (3) arbeidskapital/totale eiendeler, (4) kortsiktig

gjeld/omløpsmidler, en dummy-variabel for (5) totale forpliktelse overstiger totale

eiendeler, (6) nettoinntekt/forvaltningskapital, (7) driftsmidler/totale forpliktelser,

en dummy-variabel for (8) positiv eller negativ nettoinntekt de to siste årene, og

(9) endring i nettoinntekt. I motsetning til Altman (1968) finner Ohlson (1980) at

størrelse-variabelen er statistisk signifikant med en relativt stor t-verdi.

Modellen som ble brukt i Zmijewski (1984) inneholder ogs̊a regnskapsbaserte variab-

ler, dog med færre antall enn de tidligere nevnte studiene. Denne studien inneholder

kun tre regnskapsbaserte variabler som m̊aler lønnsomhet, gjeldsgrad (leverage) og

likviditet med variablene (1) nettoinntekt til forvaltningskapital, (2) total gjeld til

totale eiendeler og (3) omløpsmidler til kortsiktig gjeld.

En annen kjent studie som bruker regnskapsbaserte variabler er Taffler (1984). Her

brukes fire variabler som måler lønnsomhet, arbeidskapitalposisjon, finansiell risiko

og likviditet. Denne modellprofilen blir brukt p̊a britiske industribedrifter, mens

de tre tidligere nevnte studiene tar for seg amerikanske industribedrifter (Altman,

1968; Ohlson, 1980; Zmijewski, 1984). Alle studiene oppn̊ar godt resultat, noe som

beviser at regnskapsbaserte variabler fint kan brukes til konkursprediksjon. Dessuten

støtter Agarwal og Taffler (2007) og Agarwal og Taffler (2008) dette ved å ta i

bruk modellen fra Taffler (1984) i nyere tid med regnskapsbaserte variabler. I tillegg

finnes det en rekke andre konkursprediksjonstudier i nyere tid hvor slike variabler

er brukt. Blant annet Paraschiv mfl. (2021) bruker 155 regnskapsbaserte variabler,

hvorav 151 av de er finansielle forholdstall, to er dummy-variabler og de to siste er
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bedriftenes levealder og totale eiendeler som et m̊al p̊a bedriftens størrelse. Paraschiv

mfl. (2021) baserer disse variablene p̊a tidligere studier knyttet til konkursprediksjon

hvor de tidligere nevnte studiene i dette kapittelet er sentrale. I tillegg nevner de å

ha tatt utgangspunkt i variabelsett fra Shumway (2001), Altman og Sabato (2007),

Campbell mfl. (2008), Härdle mfl. (2009), Tian mfl. (2015), Tian og Yu (2017),

Kumar og Ravi (2007), Liang mfl. (2016) og SEBRA-modellen av Bernhardsen og

Larsen (2007).

2.6.2 Metoder for variabelseleksjon

At resultatet av en prediksjon er tolkbart, er svært viktig for brukerne av modellen.

Variabelseleksjon (feature selection) er med p̊a å gjøre konkursprediksjonsmodellene

mer tolkbare og nøyaktige (James mfl., 2013). I tillegg er det en effektiv dataforbe-

handlingsstrategi som gjør modellen enklere og forbedrer datautvinningsytelsen (Li

mfl., 2017). Variabelseleksjon kan grovt sett deles inn i de tre kategoriene: wrapper,

filter og embeddede metoder (Chandrashekar og Sahin, 2014). Felles for de alle er at

de ekskluderer irrelevante variabler, unng̊ar overtilpasning og reduserer problemer

knyttet til høy dimensjonalitet i datasettet (Paraschiv mfl., 2021). Wrapper-metoder

vurderer alle mulige kombinasjoner av variablene for å finne de variablene som er

med p̊a å gjøre prediksjonen best. Videre er metodene kjent for å gi god kvalitet

av de valgte variablene, men til gjengjeld kreves det stor beregningskraft (Solorio-

Fernandez mfl., 2016). Filtermetoder reduserer dimensjonaliteten i datasettet ved å

fjerne irrelevante og/eller observasjoner og funksjoner som skaper støy. Dette gjør

at prediksjonsmodellen lærer bedre og gi mer nøyaktige prediksjoner. Filtermetode-

ne krever liten beregningskraft og har lite problemer med overtilpasning (Sanchez-

Marono mfl., 2007). Metodene har likevel noen ulemper, deriblant at den ikke tar

hensyn til interaksjoner mellom variablene. Eksempelvis kan enkelte variabler ha

stor effekt n̊ar de kombineres med andre, mens de isolert sett fremst̊ar som mindre

viktige (James mfl., 2013).

Embeddede metoder er en trade-off mellom filter- og wrapper-metoder. Metodene

bygger variabelseleksjon inn i selve modellæringen samtidig som de tar med inter-

aksjonene med læringsalgoritmen. Dermed innehar embeddede metoder en guns-

tig egenskap i form av at de gjør varabelseleksjonen betraktelig mer effektivt enn

wrapper-metoder, da den ikke trenger å evaluere variabelsettet iterativt (Li mfl.,

2017). En mye brukt embedded metode i konkursprediksjon er Least Absolute

Shrinkage and Selection Operator (LASSO) (Yildirim mfl., 2021). LASSO funge-
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rer ved å bruke en straffeparameter (λ) for å unng̊a overtilpasning av modellen og

for å forbedre prediksjonen.

λ er ikke en gitt verdi og det finnes ikke en optimal verdi for denne, og må der-

for tilpasses den gjeldene modellen ved å teste den for ulike λ-verdier. λ er en

absoluttverdi-basert straffeparameter som begrenser størrelsen p̊a variablenes koef-

fisienter og straffer uviktige koeffisienter til å bli null. P̊a den måten gjennomfører

LASSO en seleksjon av variablene og hjelper oss med å velge ut et sett av variabler

som anses som de viktigste for prediksjonen (Tibshirani, 1996).

Variabelseleksjon er en mye brukt metode til forbehandling av data i forskjellige

typer maskinlærings- og datautvinningsproblemer (Li mfl., 2017). Flere tidligere

sammenligningsstudier av variabelseleksjonsmetoder kommer frem til at LASSO er

en av de beste og mest populære teknikkene innen banksektoren (Hautsch mfl., 2015;

Barry mfl., 2021; Laborda og Ryoo, 2021). Innenfor konkursprediksjon finner Tian

mfl. (2015) at LASSO har en overlegen out-of-sample prediktiv kraft. Videre bruker

Pereira mfl. (2016) LASSO fordi metoden h̊andterer multikolinearitet godt og viser

de ideelle egenskapene for å minimere den numeriske ustabiliteten som kan oppst̊a

p̊a grunn av overtilpasning.

De siste årene har en annen variabelseleksjonsmetode vokst frem som et populært

alternativ. Xiaomao mfl. (2019) brukte SHAP til variabelseleksjon og finner at den-

ne metoden gjør det like godt som andre populære metoder, og med enda bedre

tolkbarhet. Samtidig konkluderer Marćılio og Eler (2020) med at SHAP gjør det

bedre enn andre populære metoder (Marćılio og Eler, 2020). Videre finner Fryer

mfl. (2021) imidlertid at SHAP er mer ustabil og i flere tilfeller gjør det d̊arligere

enn andre metoder for variabelseleksjon. Derfor har vi i likhet med Paraschiv mfl.

(2021) og andre tidligere studier p̊a konkursprediksjon valgt å bruke LASSO til

variabelseleksjon for v̊are logistiske regresjonsmodeller.
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3 Datasett

I denne studien tar vi utgangspunkt i et datasett som inneholder alle ukonsolider-

te årsregnskaper for norske bedrifter for regnskaps̊arene 2006-2020, som beskrevet i

Wahlstrøm (2022). Dataene er hentet ut fra blant annet Brønnøysundregisteret, og

best̊ar av 4 238 493 årsregnskaper (observasjoner). Hver observasjon er en bedrifts

årsregnskap for et gitt regnskaps̊ar, og omtales heretter som firmåar”. Hver observa-

sjon i datasettet representerer med andre ord det ene unike årsregnskapet for en gitt

bedrift i det gjeldende regnskaps̊aret. Hvert firmåar i datasettet har tilhørende regn-

skapsinformasjon som beskrevet i Appendiks A. Alle regnskapsposter i datasettet er

komplette, s̊a vi trenger ikke forholde oss til manglende verdier.

3.1 Konkurs som responsvariabel

I Norge reguleres konkurs for bedrifter av Konkursloven av 1984. I følge §60 igang-

settes konkursbehandling n̊ar skyldneren er insolvent (Konkursloven (1984), §60).
At en skyldner er insolvent betyr at vedkommende ikke evner å betale sine forplik-

telser, og anses dermed som betalingsudyktig (Konkursloven (1984), §61). Videre
understrekes det at insolvens ikke foreligger dersom den manglede betalingsevnen

er midlertidig, eller om skyldnerens eiendeler og inntekter totalt dekker samlede

forpliktelser (Konkursr̊adet, 2012).

I konkursprediksjon anses responsvariabelen som binær, hvor den klassifiseres som

enten konkurs (y=1) eller ikke konkurs (y=0). Fra datasettet bruker vi variabelen

≪bankrupt fs≫ som responsvariabel. Responsvariabelen er en dummyvariabel, hvor

y=1 dersom årsregnskapet er bedriftens siste årsregnskap og bedriften er begjært

konkurs. Dersom dette kriteriet ikke er oppfylt, er y=0, og bedriften kategoriseres

som ikke konkurs (Wahlstrøm, 2022).

3.2 Variabler

I likhet med Paraschiv mfl. (2021) velger vi å bruke 155 forskjellige regnskapsbaserte

variabler i denne studien. Det ubehandlede datasettet best̊ar ikke av disse variab-

lene og vi er derfor nødt til å lage disse variablene. Dette gjøres ved å bruke de

allerede eksisterende variablene i datasettet til å generere nye. 151 av variablene er

forholdstall som lages ved å dividere og/eller multiplisere flere av regnskapsposte-
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ne. To av variablene er dummy-variabler. Variabelen ≪dummy; 1 hvis total gjeld er

større enn totale eiendeler≫ settes til verdien 1 dersom sum gjeld er større enn sum

eiendeler, ellers settes verdien til 0. Variabelen ≪dummy; 1 dersom innskutt kapi-

tal er mindre enn total egenkapital≫ settes til 1 dersom sum egenkapital er større

enn sum innskutt egenkapital, ellers settes verdien til 0. Variabelen ≪log (alder i

år)≫ og variabelen ≪log (totale eiendeler)≫ er bedriftens levealder og sum eiendeler

som begge er logaritmisk transformert.

3.3 Filtrering av data

Med utgangspunkt i studien til Paraschiv mfl. (2021), velger vi i denne studien å rette

fokuset mot små- og mellomstorebedrifter (SMB). Små- og mellomstore bedrifter

defineres i EU anbefaling 2003/361 som bedrifter med mindre enn 250 ansatte og

omsetning p̊a mindre enn 50 millioner euro per år, eller en samlet årsbalanse mindre

enn 43 millioner euro. Med utgangspunkt i dette, velger vi å ekskludere sum eiendeler

høyere enn 43 millioner euro, og omsetning p̊a høyere enn 50 millioner euro. Videre

ekskluderes alle selskapsformer som ikke er aksjeselskap (AS). Avslutningsvis har vi

med utgangspunkt i Bernhardsen og Larsen (2007) og Paraschiv mfl. (2021) valgt å

ekskludere svært små og inaktive bedrifter som kan bidra til ekstremverdier ved å

ekskludere observasjoner hvor totale eiendeler er mindre enn 500 000 NOK.

Videre følger vi tidligere litteratur som Mansi mfl. (2012) og Paraschiv mfl. (2021),

hvor vi ekskluderer observasjoner innenfor noen spesifikke industrier. Vi eksklude-

rer observasjoner innenfor industriene ≪finansielle- og forsikringsaktiviteter≫, ≪ei-

endomsaktiviteter≫, ≪offentlig administrasjon og forsvar≫, ≪elektrisitet- og gass-

forsyning≫ og ≪vannforsyning, kloakk og avfall≫, samt bedrifter innenfor industri

tilknyttet investerings- og holdingform̊al. I tillegg ekskluderer vi observasjoner der

industri ikke er oppgitt.

Vi inkluderer ikke firmåar fra 2020 i v̊are analyser. Dette skyldes koronapandemi-

en som brøt ut i verden og dermed preget økonomien til bedriftene og i mange

tilfeller kunne man se en reduksjon i inntekter og en økning i kostnader. Dette

som følge av strenge restriksjoner gitt fra regjeringen. Etterhvert innførte regje-

ringen støtteordninger som bedriftene kunne benytte seg av (Rybalka, 2021; Re-

gjeringen, 2022). Summen av dette gjorde at regnskaps̊aret 2020 naturligvis vil se

annerledes ut enn de tidligere årene for mange bedrifter. Dessuten kan det tenkes at

støtteordningene utsatte en potensiell konkurs for enkelte bedrifter. Papik og Lenka
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(2023) skriver videre i sin studie at krise̊ar, slik som 2020, p̊avirker maskinlæringsmo-

deller i negativ retning med lavere nøyaktighet. I og med at vi i denne studien ikke

ser p̊a effekter av koronapandemien anser vi det som potensielt at regnskaps̊aret

2020 tilfører støy til modellen, og velger derfor å utelate dette regnskaps̊aret fra

studien.

3.4 Winzorizing

Vi tar utgangspunkt i tidligere litteratur som Shumway (2001), Chava og Jarrow

(2004), Tian mfl. (2015), Tian og Yu (2017), Paraschiv mfl. (2021) og gjennomfører

winsorizing for å redusere effekten av ekstremverdier i datasettet. Winsorizingen

gjennomføres p̊a 1. og 99. persentil. Dette betyr at vi erstatter ekstremverdiene

med nærmeste verdi innenfor persentilene. Dette har til hensikt å forbedre predik-

sjonsnøyaktighet i modellen, uten å eliminere data.

3.5 Behandlet datasett

I tabell 1 presenteres deskriptiv statistikk for det behandlede datasettet som brukes

i studien.
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Tabell 1: Deskriptiv statistikk for behandlet datasett

Det behandlede datasettet som blir brukt i denne studien best̊ar av totalt 1 691 906

observasjoner og 157 variabler, hvorav 155 er forklaringsvariabler. Det er totalt 23

660 observasjoner som er klassifisert som konkurs, alts̊a en andel p̊a 1,4%. I Appen-

diks B finnes det en oversikt over variablene som inng̊ar i det endelige datasettet.
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4 Metode

Det skilles generelt mellom tre typer maskinlæringsmetoder: veiledet læring, ikke-

veiledet læring og forsterket læring (James mfl., 2013). I denne masteroppgaven er

fokuset rettet mot veiledet læring. Veiledet læring er at modellen trenes til å trans-

formere inndata til utdata, gjennom å lære fra eksempler p̊a inndata og tilhørende

kjente utdata (Russell, 2010). Dette gjøres ved at modellen presenteres for et tre-

ningssett med inndata og tilhørende ønsket resultat for hver av inndataene. Deretter

forsøker modellen å forutsi resultatet p̊a egenh̊and, og justerer modellens paramete-

re for å redusere feilen mellom predikert resultat og ønsket resultat. Dette gjentas

mange ganger, og modellen justerer seg gradvis som en kontinuerlig prosess for å lage

nøyaktige prediksjoner for nye og ukjente inndata (Chollet, 2021). Vi skiller videre

mellom to typer veiledet læring: regresjon og klassifikasjon (Sen mfl., 2020). Forskjel-

len mellom disse ligger i typen utdata som modellen forsøker å forutsi (Caruana og

Niculescu-Mizil, 2006). Målet ved bruk av regresjon er å forutsi numeriske verdier,

som for eksempel boligpriser og temperaturer. En regresjonsmodell lærer med andre

ord å finne en funksjon som gir kontinuerlige utdata, basert p̊a tilhørende inndata

(Russell, 2010). Klassifisering handler derimot om å forutsi diskrete utdata verdier,

som eksempel klasser eller kategorier (Kotsiantis mfl., 2007). Hvorvidt en bedrift g̊ar

konkurs eller ikke er et klassifiseringsproblem, hvor utfallet er binært (konkurs eller

ikke konkurs). Dette klassifiseringsproblemet st̊ar derfor sentralt i denne oppgaven.

4.1 Treningssett og testsett

Maskinlæring er en form for kunstig intelligens som gjør det mulig for datamaskinen

å lære å utføre oppgaver uten å bli eksplisitt programmert (Samuel, 1959). Dette

gjøres gjennom å trene en modell ved bruk av et datasett, som vanligvis deles opp

i et treningssett og et testsett (James mfl., 2013). Treningssettet brukes for å trene

modellen, og deretter brukes testsettet for å evaluere om modellen har lært det

den er trent til. Dataene i testsettet er ukjente for modellen, og man kan derfor

avdekke hvorvidt modellen har lært som ønsket (James mfl., 2013). Hvis det viser

seg at modellen presterer godt p̊a treningssettet, men d̊arligere p̊a testsettet, s̊a er

dette et signal om at modellen er overtilpasset til treningssettet, og dermed ikke

generaliserer godt til nye uavhengige data (James mfl., 2013). Overtilpasning er en

utfordring som vanligvis oppst̊ar n̊ar modellen blir mer kompleks, eller har mange

parametere (Singh mfl., 2016). Overtilpasning er en utfordring man ønsker å unng̊a,
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fordi det indikerer at modellen lærer mønstre og egenskaper av treningsdataene

som ikke generaliserer godt til nye og uavhengige data, og dermed gir unøyaktige

prediksjoner. For å unng̊a overtilpasning bruker vi derfor k-fold kryssvalidering og

forward validation i modelltreningen.

Forward validation er en teknikk hvor treningssettet kun inneholder data som kom-

mer før dataene i testsettet (James mfl., 2013). Ved å gjøre dette vil modellene

bygges p̊a grunnlag av forutg̊aende data, for s̊a å predikere fremover i tid. For å

h̊andtere tidsseriedata, velger vi å ta utgangspunkt i praksis i Paraschiv mfl. (2021),

og bruker teknikken Rolling Window for å sammenligne de ulike tidsperiodene knyt-

tet til modellen.

I denne studien predikerer vi konkurs et år frem i tid, som følge av at det er dette

som er mest vanlig i praksis, i tillegg til at Basel III ogs̊a tar utgangspunkt i pre-

diksjon ett år frem i tid. Deretter tar vi utgangspunkt i Paraschiv mfl. (2021) hvor

de velger variabler, trener modell og evaluerer tilpasningen til treningsdata over fire

regnskaps̊ar. Videre evalueres ytelse p̊a nye data i testsettet det p̊afølgende året. Vi

bruker her en 10-fold kryssvalidering, hvor datasettet deles inn i 10 ulike perioder,

hvor hver periode best̊ar av 5 år som vi kaller for fold. Av disse 5 årene, best̊ar

treningssettet av de fire første årene, mens testsettet best̊ar av det siste året i peri-

oden. For hver fold flytter vi oss et år frem, og for hver fold trenes en modell, som

evalueres p̊a b̊ade testsett og treningssett.

I appendiks C oppsummeres hele prosessen knyttet til inndelingen av trenings- og

testsett. Tabellen viser ogs̊a deskriptiv statistikk for det brukte datasettet, deriblant

antallet observasjoner konkurs og ikke-konkurs per regnskaps̊ar, samt konkursfre-

kvens per år.

4.2 H̊andtering av ubalanserte data

Konkurs anses gjerne som noe som inntreffer sjeldent, hvor man heller ser en hyp-

pigere forekomst av bedrifter som ikke g̊ar konkurs, enn bedrifter som faktisk g̊ar

konkurs. Som utledet i kapittel 3.5, finner vi at det kun er 1,4% av totale firmåar i

datasettet som ender i konkurs. Vi har med andre ord et ubalansert datasett, hvor

andelen konkurs er betydelig lavere enn andelen ≪ikke konkurs≫. Dette kan føre til

at prediksjonsevnen svekkes, fordi modellen tenderer til å overprestere p̊a den do-

minerende klassen, som i dette tilfellet er ≪ikke konkurs≫. Modeller vil derfor ofte

ha d̊arligere ytelse p̊a den mindre representerte klassen, som gir høyere sannsynlig-
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het for feilklassifisering for den mindre representerte klassen (Kotsiantis mfl., 2006).

Som et resultat av overrepresentasjon vil det derfor kunne oppst̊a uønskede skjev-

heter, fordi algoritmen vil tendere til å generere mer fra den dominerende klassen.

Veganzones og Séverin (2018) finner i sin studie at en modells evne til å predikere

konkurs reduseres ved et ubalanseforhold p̊a 4:1 eller høyere. Ved tidligere studier,

som f.eks. Zhou (2013) og Veganzones og Séverin (2018), for konkursprediksjon ser

man derimot at i praksis s̊a er ubalanseforholdet gjerne helt oppe i 1000:1.

For å gjøre bukt med utfordringene knyttet til ubalansert data kan resampling-

metoder tas i bruk for å jevne ut forskjellene, ved å enten gjøre klassen for konkurs

større (over-sampling) eller klassen for ikke-konkurs mindre (under-samling). Det

bør derimot nevnes at det er knyttet utfordringer ogs̊a til bruk av disse metodene,

da det ofte oppst̊ar bias i prediksjonsmodellene, og modellen avviker i større grad

fra realiteten i den virkelige verden. Zmijewski (1984) var den første til å p̊apeke

problemer med å balansere data. Derfor velger flere studier innenfor konkurspredik-

sjon, som for eksempel Shumway (2001), Tian mfl. (2015), Tian og Yu (2017) og

Paraschiv mfl. (2021), å ikke ta i bruk slike resampling-metoder for h̊andtering av

ubalanserte data. Vi velger å følge praksis i disse studiene, og balanserer derfor ikke

datasettet.

4.3 Estimeringsmetoder

Det finnes flere forskjellige estimeringsmetoder som er brukt i forbindelse med kon-

kursprediksjon. I denne studien skal vi først bruke en mye benyttet metode innenfor

finanssektoren, logistisk regresjon. Deretter skal vi sammenligne med en annen me-

tode som ikke er like mye brukt, men som nevnt i kapittel 2.5 har vist seg å gi gode

resultater, nemlig XGBoost.

4.3.1 Logistisk regresjon

Logistisk regresjon (LR) er en statistisk metode som brukes til å modellere sannsyn-

ligheten for en binær responsvariabel, alts̊a et klassifikasjonsproblem. Metoden er

som nevnt i kapittel 2.2, mye brukt til b̊ade kredittvurdering og konkursprediksjon

grunnet modellens evne til å gi gode prediksjoner og gode tolkbare resultater (Dong

mfl., 2010). Derimot bør det nevnes at logistisk regresjon kan ha problemer med

homoskedastisitet, som kan gjøre den noe mindre egnet til bruk innen finanssekto-

ren (Lee mfl., 2006).

27



I denne studien anvendes logistisk regresjon for å modellere sannsynligheten for

at et gitt firmåar kategoriseres som enten konkurs eller ikke konkurs. Responsva-

riabelen faller derfor innenfor én av to mulige kategorier:(1) konkurs (y=1) eller

(2) ikke konkurs (y=0). Vektoren til de predikerte sannsynlighetene for konkurs

ŷ = {ŷn}n=1,...,N ∈ [0, 1]N er gitt ved (Paraschiv mfl., 2021):

ŷ = ι⊘ (ι+ exp(-Xw− ιw0)) (1)

hvor ι er N x 1 vektor av enere,⊘ st̊ar for Hadamard-divisjon,X = {x(n,i)}n=1,...N,i=1,...,I

er en matrise av verdier for variablene i fra firmåar n, w = {wi}i=1,...,I er en vek-

tor av koeffisienter, og w0 er konstantleddet. For enkelthetens skyld ser vi bort fra

tidsindeksene (Paraschiv mfl., 2021).

Koeffisientenew og w0 er ikke kjente og må derfor estimeres. Datasettets treningssett

blir brukt til denne estimeringen (James mfl., 2013), som gjøres ved å minimere den

negative av logit-funksjonen ℓ(w, w0) som er gitt ved (Paraschiv mfl., 2021):

ℓ(w, w0) =
N∑
n=1

[y⊙ (Xw+ ιw0)− log(ι+ exp(Xw+ ιw0))] (2)

hvor y = {yn}n=1,....,N ∈ {0, 1}N er vektoren med de faktisk klassifiserte konkurs

eller ikke-konkurs, og ⊙ refererer til Hadamard-produktet. For å avgjøre hvorvidt

de estimerte koeffisientene er signifikante, benyttes Wald-statistikk til å beregne

z-verdier (Paraschiv mfl., 2021).

Hensikten ved estimeringen av koeffisientene er å finne de verdier som gjør at pre-

diksjonen er nærmest mulig de faktiske firmåarene. Om hvorvidt gjeldende firmåar

blir predikert til konkurs eller ikke-konkurs kan leses av utfallsverdien ved å sette

inn de estimerte koeffisientene. Dette vil gi en verdi mellom 0 og 1, som indikerer

den estimerte sannsynligheten for å tilhøre enten klasse 1 eller 0 (James mfl., 2013).

En verdi nær 0 vil indikere en høy sannsynlighet for ikke-konkurs, og motsatt vil en

verdi nære 1 indikere en høy sannsynlighet for konkurs.

4.3.2 Extreme Gradient Boosting

I denne studien tar vi ogs̊a i bruk XGBoost for å trene konkursprediksjonsmodel-

ler. XGBoost blir presentert av Chen og Guestrin (2016), som en effektiv, fleksibel

og ressursbesparende ensemble maskinlæringsmetode som modellerer ikke-lineære
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forhold. Metoden er en variant av Gradient Boosting som legger til rette for forbed-

ringer innenfor b̊ade effektivitet og nøyaktighet, spesielt ved større mengder data

(Dietterich, 2000). Metoden tar i bruk en kombinasjon av ulike ensemble metoder

og beslutningstrær for å forbedre nøyaktigheten i modellen. Dette skjer gjennom

gradvis trening av modellen ved å legge til nye beslutningstrær, hvor hensikten er å

korrigere feil fra tidligere trær (Chen og Guestrin, 2016).

Den ensemble metoden forbedres gradvis ved itererende trening av dataene. Dette

skjer ved at for hver iterasjon j, utledes en svak prediktor (weak learner) fj(X) ved

å minimere residualene av XGBoost-modellen f(X)[j−1] fra forrige iterasjon j − 1

over ψN firmåar, tilfeldig valgt fra hver iterasjon slik (Wahlstrøm, 2023):

arg min
fj(X)

=

ψN∑
n=1

[l(yn, p(f(x
n)[j−1])) + gnfj(x

n) +
1

2
hnf

2
j (x

n)] + Ω(fj(X)) (3)

hvor ψ ∈ (0,1] er et utvalgsforholdstall, Ω (fj(X)) er et straffeledd, p er sannsynlig-

heten for konkurs, xn = {x}i=1,...,I er variabelverdiene for firmåar n, og

gn = δf(xn)[j−1]l(yn, p(f(xn)[j−1])) (4)

hn = δ2f(xn)[j−1]l(y
n, p(f(xn)[j−1])) (5)

er første- og andreordens gradient av den logistiske tapsfunksjonen gitt ved:

l(yn, p(f(xn)[j−1])) = −ynlog(p(f(xn)[j−1]))− (1− yn)log(1− p(f(xn)[j−1])) (6)

Ved å bruke et straffet beslutningstre som svak prediktor, brukes Ω(fj(X)) for å

bidra til å unng̊a overtilpasning ved å begrense minimeringen til å favorisere enkle

trær ved å definere det som (Wahlstrøm, 2023):

Ω(fj(X)) = γTj +
1

2
λ ∥ wj ∥2 (7)

hvor Tj er antallet noder i beslutningstreet, ∥ wj ∥2 er verdien for nodevektene, og

avslutningsvis er γ og λ straffeparametere. Etter at fj(X) er utledet, vil den legges

til modellen ved:

f(X)[j] = f(X)[j−1] + νfj(X) (8)

hvor f(X)[j−1] er den oppdaterte XGBoost-modellen, og ν ∈ (0,1] er den stegvise

krympeparameteren som kontrollerer konvergeringshastigheten, som sikrer at model-

len kun gjør sm̊a endringer per iterasjon. Som en kontinuerlig prosess reduseres resi-

dualene i XGBoost-modellen gradvis for hver iterasjon, og antallet totale iterasjoner
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J bestemmes p̊a forh̊and. N̊ar alle iterasjoner er gjennomført, er resultatet en endelig

XGBoost-modell, f(X)[J ], som brukes for prediksjoner ≪out-of-sample≫ (Wahlstrøm,

2023).

XGBoost er en betydelig mer kompleks metode i forhold til logistisk regresjon, og

har flere hyperparametere som bestemmes p̊a forh̊and for å optimalisere modellens

ytelse. Å tune hyperparametere er viktig for å forbedre ytelsen til modellene (James

mfl., 2013). Det er disse verdiene som styrer hvordan modellen skal ta beslutninger.

Hvis dette ikke gjøres kan modellen over- eller undertilpasse treningsdataene. Da

risikerer man at modellen ikke generaliserer de faktiske dataene godt, og at mo-

dellen ikke fanger opp komplekse sammenhenger. Ofte innebærer derfor tuning av

hyperparametere å teste forskjellige verdier for parameterene, for deretter å sam-

menligne modellenes ytelse opp mot hverandre for å finne de verdiene som gir den

beste modellen (Saraswat, 2016).

I XGBoost tunes deriblant hyperparametere for antall beslutningstrær, trærnes mak-

simale dybde, læringshastighet, og reguleringsfaktorer for å unng̊a overtilpasning.

For å kunne oppn̊a s̊a høy ytelse som mulig p̊a testdataene, s̊a velger vi her å tune

seks ulike hyperparametere. Optimaliseringen gjøres gjennom et grid-søk, ved bruk

av 3-fold kryssvalidering, over verdiene som presenteres i tabell 2. Tuningen blir kun

gjennomført p̊a treningsdata, for å unng̊a lekkasje av data (≪data leakage≫) og sørge

for at evalueringen blir ≪out-of-sample≫.

Tabell 2: Tuning av hyperparamtere for XGBoost. Tabellen viser de utprøvde verdiene

til de gitte hyperparameterene i forbindelse med grid-søk.

4.4 Tolkning av modeller

I Miller (2019) defineres tolkbarhet som i hvilken grad mennesker kan forst̊a årsaken

til en beslutning. Innenfor maskinlæring defineres tolkbarhet som ≪bruk av ma-
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skinlæringsmodeller for utvinning av relevant kunnskap om domenerelasjoner som

finnes i data≫ (Murdoch mfl., 2019). Tolkbarhet er svært sentralt ved bruk av ma-

skinlæring, siden mennesker generelt oppfattes som tilbakeholdne med å ta i bruk

maskinlæringsmetoder som ikke er direkte tolkbare, h̊andterbare og p̊alitelige (Ar-

rieta mfl., 2020). Ved å fokusere utelukkende p̊a prediksjonsevne og nøyaktighet, vil

modellene blir mindre transparente, noe som er i tr̊ad med avveiingen mellom tolk-

ning og ytelse (Dovsilovic mfl., 2018). Derimot vil økt forst̊aelse av en modell kunne

muliggjøre korrigeringer av mangler. Ved å ta hensyn til tolkbarhet ved utvikling av

en maskinlæringsmodell, vil man kunne forbedre implementeringsevnen fordi (Ar-

rieta mfl., 2020): (1) tolkbarhet bidrar til å sikre upartiskhet, og dermed oppdage

og korrigere for skjevheter i treningssettet, (2) tolkbarhet gjør det enklere å oppn̊a

robusthet ved å fokusere p̊a potensielle motstridende distraksjoner som endrer pre-

diksjonen, og (3) tolkbarhet kan fungere som forsikring om at det kun er relevante

variabler som p̊avirker resultatet, som garanterer kausalitet i modellbetraktningen.

4.4.1 LASSO

LASSO er en embedded metode for variabelseleksjon. Metoden ble for alvor populær

etter at Tibshirani (1996) inkluderte variabelseleksjon som en del av trening av mo-

deller. LASSO trener modellen med utgangspunkt i alle variablene, men inkluderer

et straffeledd som krymper irrelevante variabler til 0, slik at de elimineres fra mo-

dellen (Tibshirani, 1996). Ved å bruke LASSO-metoden, estimerer vi koeffisientene

w og w0 ved å minimere følgende i treningssettet (Paraschiv mfl., 2021):

−ℓ(w, w0) + λ ∥ w ∥1 (9)

der ℓ(w, w0) er logit-funksjonen i ligning (2), ∥ w ∥1 er l1-regulariseringen av w, og λ

er en positiv hyperparameter. λ ∥ w ∥1 utgjør et straffeledd, og n̊ar λ er tilstrekkelig

stor vil straffeleddet bli s̊apass dominant at de estimerte koeffisientene i w blir 0.

Dette betyr at jo høyere λ er, jo flere variabler elimineres fra modellen. Det bør

derfor velges en verdi for λ som er hensiktsmessig for formålet, siden λ-verdien har

stor p̊avirkning p̊a det endelige resultatet av modellen.

I Lasso-regresjon brukes λ som en straffeparameter for å redusere overtilpasning i

modellen. λ er en hyperparameter som må optimaliseres og tilpasses den gjeldende

modellen. Tilpasningen av denne hyperparameteren skjer ved hjelp av kryssvalide-

ring, hvor vi bruker en 3-fold kryssvalidering. Her er to av foldene treningssett, mens

det siste er et valideringssett. Eksempelvis kan vi starte med å si at fold 1 og 2 er

31



treningssett, mens fold 3 er valideringssett. Modellen trenes da opp p̊a disse 2 folde-

ne med treningssett og blir til slutt evaluert p̊a valideringssettet ved hjelp av AUC. I

neste steg brukes det en annen kombinasjon av folder. Da er fold 2 og 3 treningssett,

mens fold 1 er valideringssett. P̊a nytt evalueres modellen ved AUC. Til slutt er

fold 1 og 3 treningssett, og fold 2 er valideringssett. Vi har da kjørt gjennom de 3

valideringssettene og den gjennomsnittlige AUC for alle valideringssettene blir da

beregnet. Den verdien av λ som gir den laveste gjennomsnittlige feilen, kan velges

som den optimale verdien (James mfl., 2013). Vi velger å bruke den største verdi-

en av λ slik at den kryssvaliderte feilen er innenfor én standardfeil av den minste

gjennomsnittlige kryssvaliderte feilen. Vi illustrer de ulike lambda-verdiene for hver

fold i Appendiks D, hvor vi ser gitt AUC mot log(λ). Den vertikale linjen helt til

venstre gir uttrykk for den λ-verdi som gir høyest gjennomsnittlig AUC-verdi p̊a

valideringssettet.

4.4.2 SHAP

SHAP ble først utledet av Lundberg og Lee (2017), som presenterer rammeverket

som et enhetlig rammeverk basert p̊a seks eksisterende metoder. Rammeverket har

til hensikt å tolke prediksjoner av komplekse modeller, ved for eksempel bruk av

dyplæring eller ensemble metoder. SHAP er basert p̊a spillteori, og tildeler hver

variabel en verdi for viktighet knyttet til en bestemt prediksjon. Dette gjør det mulig

å tolke variabelviktigheten, alts̊a hvilke variabler som p̊avirker prediksjonen i størst

grad. Til forskjell fra metoden LIME, s̊a evner SHAP-rammeverket å gi b̊ade globale

forklaringer av prediksjonsmodeller og lokale forklaringer av enkeltprediksjoner. Vi

bruker derfor SHAP-rammeverket for å tolke og forklare prediksjonene fra XGBoost-

modellene og deres prediksjoner. SHAP forklarer prediksjonen for et firmåar n med

følgende lineære funksjon (Wahlstrøm, 2023):

f(xn) = ϕn0 +
I∑
i=1

ϕni (10)

hvor ϕn0 = E[f(X)] = 1
N

∑N
n=1 f(x

n) ∈ R er den gjennomsnittlige prediksjonen over

alle N antall firmåar, og ϕni er SHAP-verdien knyttet til prediktoren i. Disse SHAP-

verdiene gjør det mulig å tolke variablenes innvirkning p̊a prediksjonen, ved å konsta-

tere variabelinnvirkningens omfang og retning. SHAP-verdien kan derfor p̊a mange

måter sammenlignes med variabelkoeffisienten wi i logistisk regresjon, med unntak

av at SHAP-verdien er knyttet til hvert enkelt firmåar (Wahlstrøm, 2023).
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Videre beregnes SHAP-verdien til en variabel i i en prediksjon for firmåar n, som

den vektede summen av det marginale bidraget for prediksjonen ved å velge å in-

kludere eller ekskludere variabelen fra alle mulige delsett av de andre variablene slik

(Wahlstrøm, 2023):

ϕni =
∑
S⊆xn

/i

| S |!(I− | S | −1)!

I!
[f(S ∪ xni − f(S)] (11)

der xn/i representerer delsett av xn som ekskluderer xni , S representerer et delsett av

xn/i, og | S | er antall variabler i S. SHAP-verdien representerer derfor en bestemt

variabels innflytelse p̊a modellen, alts̊a variabelviktigheten. Jo høyere SHAP-verdien

er, jo høyere er variabelviktigheten (Lundberg og Lee, 2017).

Videre anvender vi SHAP beeswarm-plott for hver fold for å analysere den glo-

bale variabelviktigheten. Disse ses i Appendiks E. Her presenteres de 10 viktigste

variablene i hver fold, med tilhørende SHAP-verdier per firmåar. SHAP-verdiene re-

presenterer en gitt variabels gjennomsnittlige bidrag til prediksjonen konkurs, hvor

høye SHAP-verdier som nevnt over representerer stor innflytelse p̊a prediksjonen.

Beeswarm-plottet presenteres som et plott best̊aende av prikker, hvor hver prikk

representerer et firmåar fra datasettet. Prikkens plassering p̊a x-aksen bestemmes

av SHAP-verdien, og fargene p̊a de ulike prikkene representerer variabelens verdi

(Lundberg, 2018a). Plottene analyseres videre i kapittel 5.3.

Avslutningsvis analyserer vi den lokale variabelviktigheten ved bruk av SHAP wa-

terfall plots. Disse finnes i kapittel 5.3.2. Her er de mest betydningsfulle variablene

sortert synkende basert p̊a deres absolutte SHAP-verdi, slik at variabelen som st̊ar

øverst er av størst viktighet for prediksjonen. Den gjennomsnittlige predikerte log-

oddsen E[f(X)] for modellen er vist nederst i plottet (Lundberg, 2018b). Videre

representerer tallet inne i de bl̊a og røde boksene de absolutte SHAP-verdiene. B̊ade

de bl̊a og røde boksene trekker prediksjonen bort fra den gjennomsnittlige log-oddsen

E[f(X)], men i forskjellig retning. De bl̊a boksene reduserer konkurssannsynligheten,

mens de rød øker konkurssannsynligheten. Øverst i plottet presenteres f(x) som re-

presenterer den predikerte log-oddsen til den gitte prediksjonen (Lundberg, 2018b).

4.5 Evaluering av modell

En sentral del av prosessen med å trene en maskinlæringsmodell er å evaluere hvor

godt modellen presterer. En slik evaluering danner ogs̊a grunnlag for å sammenligne
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modeller med hverandre. I tidligere litteratur, som eksempelvis i Paraschiv mfl.

(2021) og Tian og Yu (2017) er det to evalueringsmål som hyppig brukes: AUC og

Brier score.

4.5.1 AUC

AUC (Area under the receiver operating characteristic curve) brukes som evalue-

ringskriterie for å vurdere en modells prediksjonsevne for binære klassifiseringspro-

blemer, og anses i mange tilfeller å foretrekke fordi man i større grad unng̊ar skjeve

estimater (Brzezinski og Stefanowski, 2017). Disse skjeve estimatene har lett for å

bli gjeldene n̊ar man benytter treffsikkerhet og andre m̊al som er avhengig av en

terskelverdi, da disse verdiene i stor grad kan p̊avirke evalueringsmålet. Ved binære

klassifiseringsproblemer forsøker modellen å skille mellom klasser, som i denne studi-

en er mellom konkurs og ikke-konkurs. AUC m̊aler hvor godt modellen klarer å skille

mellom disse to klassene, ved å beregne arealet under ROC-kurven (Receiver Ope-

rating Characteristic). ROC-kurven viser plottet mellom sann positivrate og falsk

positivrate ved terskelverdier fra 0 til 1 for klassifisering av prediksjonene til 0 og 1

(James mfl., 2013). Sann positivraten representerer andelen positive observasjoner

som modellen identifiserer korrekt, og falsk positivraten viser andelen falske positive

observasjoner som blir identifisert av modellen. AUC er en verdi mellom 0.5 og 1,

hvor en verdi lik 0.5 indikerer at modellen er like god som tilfeldig gjetting, mens

en verdi lik 1 indikerer at modellen kan skille positive og negative tilfeller perfekt.

Vi tar utgangspunkt i Hosmer Jr. mfl. (2013) som omtaler AUC ∈ [0.7, 0.8) som

en akseptabel modell, samt AUC ∈ [0.8, 0.9) som utmerket og AUC ≥ 0.9 som

enest̊aende. Alts̊a, jo høyere AUC-verdi, jo bedre evner modellen å skille mellom

konkurs og ikke-konkurs.

4.5.2 Brier score

Brier score anvendes ogs̊a for å evaluere prediksjon av binære klassifiseringsproble-

mer. Ved å følge Tian mfl. (2015), Tian og Yu (2017) og Paraschiv mfl. (2021)

bruker vi Brier (1950) score som evalueringskriterie for modellens prediksjonsevne.

Brier score m̊aler avstand mellom modellens prediksjon og faktiske utfall, og gir

derav en kvantitativ vurdering av hvordan modellen presterer (Brier, 1950). Brier

score defineres som gjennomsnittet av kvadratene til avvikene mellom faktiske utfall
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og prediksjonene (Brier, 1950):

Brier score =

∑N
n=1(ŷn − yn)

2

N
(12)

hvor N er antallet firmåar i treningssettet, ŷn er predikert sannsynlighet for konkurs

i firmåar n, og yn er faktisk klassifisert konkurs eller ikke-konkurs for firmåar n.

Brier score er en verdi mellom 0 og 1. Hvis prediksjonen samsvarer nøyaktig med

faktisk utfall, vil Brier score være lik 0. Er prediksjonen feil er Brier score lik 1.

Modellens prediksjon evalueres dermed som mer nøyaktig, jo lavere Brier score er

(Paraschiv mfl., 2021).
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5 Resultat og diskusjon

I dette kapittelet presenterer vi resultater ved bruk av maskinlæringsmetodene som

utledes i kapittel 4. Først viser vi i delkapittel 5.1 hvilke variabler som velges av

LASSO og dermed benyttes ved prediksjon med logistisk regresjon. Deretter sam-

menlignes prestasjonen til modellene med modeller som benytter XGBoost, og finner

at XGBoost gir bedre prediksjoner i delkapittel 5.2. Avslutningsvis presenterer vi i

delkapittel 5.3 hvordan XGBoost kan tolkes med SHAP.

5.1 Variabelseleksjon ved LASSO

Appendiks D presenterer LASSO stiplott for hvert av de 10 foldene med alle firmåar,

for henholdsvis 2010-2019 som test̊ar. Hvert stiplott viser verdier av λ fra en verdi

som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a at ingen variabler blir

valgt) til den verdien av λ som blir endelig valgt for hver fold (se beskrivelse i kapittel

4.4.1). Under hvert stiplott er et tilhørende plott som viser AUC ved forskjellige ver-

dier av λ. Med reduserende verdi av λ viser plottene i Appendiks D at flere variabler

blir valgt og at AUC øker. Aksen over plottene av AUC viser antall valgte variabler

for hver verdi av λ. For å f̊a en robust modell ønsker vi å utelukke støy i form av

variabler med svak forklaringskraft, samtidig som at dette ikke reduserer modellens

prediksjonsevne ved at AUC reduseres. I stiplottene anses variabler som inkluderes

ved en høyere verdi av λ som å ha relativt høyere variabelviktighet. I AUC-plottene

for hver fold reduseres AUC minimalt frem til det gjenst̊ar 10 variabler. Vi velger

derfor å ta i bruk de 10 viktigste variablene for hver fold, i tr̊ad med praksis i blant

annet Paraschiv mfl. (2021).
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Tabell 3: Tabellen viser estimerte regresjonskoeffisienter og z-verdier (i parentes) ved

logistisk regresjon til foldenes ti viktigste variabler som LASSO har valgt ut.
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I tabell 3 presenteres de 10 viktigste variablene for hver fold, samt deres tilhørende

regresjonskoeffisienter og z-verdier. Ved å se p̊a variablenes z-verdier, ser vi at av de

åtte variablene som g̊ar igjen i alle foldene, s̊a er det kun variabelen ≪̊arsresultat/totale

eiendeler≫ som ikke er signifikant p̊a 5%-niv̊a p̊a tvers av alle foldene. Denne varia-

belen er signifikant i alle folder unntatt fold 1, hvor den har en relativt beskjeden

koeffisientverdi. Avslutningsvis utmerker variabelen ≪rentekostnader/totale eiende-

ler≫ seg spesielt med relativt høyere koeffisientverdier, i tillegg til å ha svært signi-

fikante z-verdier. P̊a tvers av alle de 10 foldene, er det variablene ≪dummy; 1 hvis

gjeld > total kapital≫ og ≪leverandørgjeld/total kapital≫ som utmerker seg som de

to viktigste variablene i stiplottene. I tillegg er variabelen ≪̊arsresultat/totale eien-

deler≫ tredje viktigste variabel p̊a tvers av foldene, til tross for at denne ikke er

signifikant i første fold.

Ved LASSO stiplott og AUC-plott presenteres variabelseleksjon ved bruk av LASSO

p̊a en oversiktlig m̊ate. I Appendiks D presenteres hvordan de ti viktigste variablene

p̊avirker modellens AUC. Fremstillingen er hensiktsmessig for å se sammenhengen

mellom antall utvalgte variabler og hvor god prediksjonsevne modellen har. Sett opp

mot tidligere studier som ogs̊a benytter LASSO ved logistisk regresjon, eksempelvis

Paraschiv mfl. (2021), er den generelle oppfatningen at LASSO fungerer godt for

variabelseleksjon for logistiske regresjonsmodeller.

5.2 Modellestimering

Tabell 4 viser en oversikt over verdier for AUC og Brier score, for de to ulike maskin-

læringsmetodene logistisk regresjon og XGBoost, p̊a tvers av alle folder. Logistisk

regresjon benytter variablene som velges av LASSO, som utledet i kapittel 5.1. For

XGBoost benyttes alle variabler, da XGBoost som forklart i kapittel 4.3.2 bruker

en kombinasjon av ulike ensemble metoder og beslutningstrær, og dermed evner å

h̊andtere en større mengde variabler uten at det oppst̊ar overtilpasning (Chen og

Guestrin, 2016). Videre har b̊ade AUC og Brier score til hensikt å måle modellenes

prediksjonsevne. Vi presenterer verdier for b̊ade treningssett (in sample) og testsett

(out of sample).
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Tabell 4: Modellenes prediksjonsevne i AUC og Brier-verdier for hver fold i trenings- og

testsett.

5.2.1 Logistisk regresjon

I de logistiske regresjonsmodellene ligger AUC-verdiene mellom 0.86 og 0.88 p̊a tre-

ningssettet, og mellom 0.87 og 0.88 p̊a testsettet. Basert p̊a vurderingskriteriene

presentert i kapittel 4.5.1, ligger AUC p̊a tvers av foldene innenfor [0.8, 0.9), og

vurderes dermed som utmerket, b̊ade for treningssett og testsett.

Videre presenteres de logistiske regresjonsmodellenes Brier score, hvor verdiene for

treningssett ligger mellom 0.0117 og 0.0162, og mellom 0.0079 og 0.133 p̊a testsettet.

Basert p̊a vurderingskriteriene presentert i kapittel 4.5.2, anser vi Brier verdiene som

relativt lave b̊ade p̊a treningssett og testsett, da disse er nær 0. Vi ser ogs̊a en tendens

til at Brier-verdiene er lavere for test-sett, som indikerer god prediksjonsevne. Dette

samsvarer i stor grad med AUC-verdiene for modellene.

5.2.2 XGBoost

For treningssettene p̊a XGBoost-modellene ser vi at AUC-verdiene ligger mellom

0.90 og 0.92. Mens for testsettene ligger verdiene mellom 0.89 og 0.90. Alle AUC-

verdiene er lavere for testsettene enn for treningssettene. Basert p̊a de tidligere

nevnte vurderingskriterier ser vi at modellene f̊ar status som utmerket p̊a trenings-

settene. P̊a testsettene vurderes fire av modellene som utmerket, samtidig som de

seks resterende modellene vurderes til enest̊aende.

For XGBoost-modellene ligger brier-verdiene mellom 0.0110 og 0.0156 p̊a trenings-

settene. P̊a testsettene varierer verdiene mellom 0.0078 og 0.0131. For seks av mo-

dellene er verdiene p̊a testsettene lavere enn for treningssettene. Og motsatt, for fire
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av modellene er verdiene for testsettene høyere enn for treningssettene.

5.2.3 Sammenligning av logistisk regresjon og XGBoost

Først og fremst finner vi at XGBoost gjør det bedre enn logistisk regresjon for

samtlige perioder ved begge evalueringsmålene. Dette er i tr̊ad med det vi presenterer

i kapittel 2.1.1 om trade-offen mellom tolkning og ytelse, hvor det presenteres at mer

komplekse maskinlæringsmodeller som regel har bedre prediksjonsevne.

V̊are logistiske regresjonsmodeller tenderer til å gjøre det bedre p̊a enkelte testsett

i forhold til treningssett. Dette er i tr̊ad med Tian mfl. (2015) sin studie, hvor de

finner at LASSO p̊avirker modellen slik at den f̊ar svært god prediktiv kraft out of

sample. Samtidig gjør XGBoost det jevnt over bedre p̊a sine treningssett. Det kan

tenkes at en mulig årsak til dette er at LASSO trekker ut de viktigste variablene

før selve estimeringen skjer i logistisk regresjon. P̊a den måten gjennomføres esti-

meringen kun med de utvalgte variablene og kan være av stor betydning for selve

modellestimeringen, noe som ogs̊a kommer frem i studien til Paraschiv mfl. (2021).

I tillegg kan dette tyde p̊a en viss grad av overtilpasning, som i kapittel 4.1 nevnes

som et kjent fenomen knyttet til komplekse maskinlæringsmetoder.

Siden Trinkle og Baldwin (2007) finner at selv en liten økning i AUC vil ha stor

p̊avirkning p̊a bankers lønnsomhet, vil det faktum at XGBoost gjør det bedre enn

logistisk regresjon være et sterkt intensiv for implementering av den mer komplekse

maskinlæringsmetoden. Den økte lønnsomheten oppst̊ar i forbindelse med at kost-

nadene som oppst̊ar ved feilprediksjon av konkurs reduseres. Banker som l̊aner ut

penger og velger en XGBoost-modell for konkursprediksjon vil da f̊a en større fordel

sammenlignet med banker som velger en logistisk regresjonsmodell. Dette er fordi

at bankene som anvender XGBoost-modeller mest sannsynlig vil l̊ane ut til færre

bedrifter som kommer til å g̊a konkurs. Dermed blir det potensielle tapet mindre og

lønnsomheten bedre. En XGBoost-modell kan p̊a den måten redusere det potensiel-

le tapet til banken. For kostnader knyttet til at banken predikerer en ikke konkurs

bedrift til å være konkurs, vil økt nøyaktighet potensielt gi økt lønnsomhet fordi

banken l̊aner ut til flere gode kunder, og derfor oppn̊ar økte renteinntekter.

Avslutningsvis kan økt prediksjonsevne ved XGBoost skyldes optimalisering av hy-

perparameterne som er gjennomført. Det kan tenkes at om optimaliseringen er gjen-

nomført p̊a en hensiktsmessig måte s̊a kan hyperparameterne p̊avirke det endelige

resultatet i positiv grad. Dette st̊ar i motsetning til logistisk regresjon hvor LASSO
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kun krever tilpasning av λ. Det kan derfor tenkes at XGBoost-modellene i større

grad blir p̊avirket av valgene gjort under optimaliseringen enn det de logistiske re-

gresjonsmodellene gjør. Dette er et fenomen som blant annet anses som en valid

forklaring i studien til Xia mfl. (2017).

5.3 SHAP

Vi finner at XGBoost predikerer bedre enn logistisk regresjon, men det er knyttet en

utfordringer til at XGBoost er vanskeligere å tolke. Vi skal derfor i dette kapittelet

forsøke å vise hvordan dette problemet kan løses ved bruk av SHAP. Som nevnt i

kapittel 4.4.2 bruker vi globale og lokale forklaringer for å forsøke å tolke XGBoost-

modellene. SHAP-rammeverket presenteres derfor her som en mulig løsning for den

manglende tolkbarheten som følger med komplekse modeller.

5.3.1 Global forklaring

I Appendiks E presenteres SHAP Beeswarm plott for hvert test̊ar i perioden 2010 til

2019. Disse plottene viser hvilke variabler som har høyest absolutt SHAP-verdi, og

dermed høyest variabelviktighet for XGBoost-modellene. Her presenteres ogs̊a hvilke

effekter disse variablene har p̊a modellen. Videre presenteres tilhørende standardi-

serte SHAP-verdier i tabell 5. Disse gir et innblikk i de ulike variablenes viktighet

for prediksjonene i hver av XGBoost-modellene. SHAP-verdier tolkes, som nevnt i

kapittel 4.4.2, slik at en høy verdi indikerer høy variabelviktighet. Vi har plukket

ut de 25 variablene med høyest SHAP-verdier p̊a tvers av alle test̊arene. Den va-

riabelen med høyest viktighet per test̊ar er satt til verdien 100, og deretter settes

SHAP-verdiene til resterende variabler i forhold til dette.
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Tabell 5: Standardiserte SHAP-verdier
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Først og fremst indikerer tabell 5 at variabelen ≪log(alder i år)≫ er den variabelen

som skiller seg spesielt ut med høyest SHAP-verdier p̊a tvers av alle test̊arene.

Denne variabelen anses som den viktigste i hele seks av ti test̊ar. Videre fremst̊ar

variabelen ≪skyldig offentlige avgifter/totale eiendeler≫ med jevnt over høye SHAP-

verdier, hvorav den er av høyest viktighet i tre av ti test̊ar. Variabelen ≪(total

egenkapital - immaterielle eiendeler)/(totale eiendeler - immaterielle eiendeler)≫, er

den variabelen med høyest viktighet i det resterende test̊aret.

I Beeswarm plottene i Appendiks E observerer vi at en lav variabelverdi for varia-

belen ≪log(alder i år)≫ p̊avirker prediksjonen mot høyere sannsynlighet for konkurs.

For variabelen ≪skyldig offentlige avgifter/totale eiendeler≫ ser vi motsatt at en

høy variabelverdi tenderer å gi høyere sannsynlighet for konkurs. For variabelen

≪(total egenkapital - immaterielle eiendeler)/(totale eiendeler - immaterielle eiende-

ler)≫ tenderer lave verdier til å gi høyere sannsynlighet for konkurs. Disse variablene

har høyest standardiserte SHAP-verdier p̊a tvers av alle foldene.

Det er videre sentralt å undersøke hvorvidt funnene som SHAP-rammeverket pre-

senterer er p̊alitelige, og om den relative økningen i tolkbarhet gir grunnlag for å

ta i bruk mer komplekse modeller i større grad i finanssektoren i dag. Dette gjør vi

ved å sammenligne variabeleffektene fra modellene med økonomisk teori og tidligere

litteratur, samt en viss grad sunn fornuft og intuisjon. Vi undersøker derfor de ti

variablene med høyest gjennomsnittlig viktighet p̊a tvers av alle foldene.

Tabell 5 indikerer at ≪log(alder)≫ er den variabelen som er viktigst for å predikere

konkurs i v̊are modeller. Av beeswarm plottene kommer det frem at en lav verdi

for log(alder) øker sannsynligheten for konkurs. Succurro mfl. (2014) hevder at det

er en negativ korrelasjon mellom bedriftens alder og konkurssannsynlighet. Dette

indikerer med andre ord at jo høyere bedriftens alder er, jo lavere er sannsynligheten

for konkurs. Dette anses som naturlig, da eldre bedrifter gjerne har opparbeidet seg

en solid økonomisk posisjon, samt godt omdømme i markedet. Yngre bedrifter har

derimot vanligvis mindre kapital, høyere gjeldsniv̊aer og lavere inntekter. Dette er

gjerne en rot til større utfordringer med h̊andtering av økonomisk usikkerhet. Videre

indikerer ogs̊a funn fra blant annet Altman mfl. (1977), Taffler (1983) og Vallini mfl.

(2008) at yngre bedrifter tenderer til å ha høyere sannsynlighet for konkurs. Det er

derfor naturlig å antyde at dette funnet fra modellen er p̊alitelig.

Videre vurderes ≪skyldig offentlige avgifter/totale eiendeler≫ til å ha høy variabel-

viktighet for samtlige modeller i perioden, og at høye verdier av denne variabelen

tenderer til å øke konkurssannsynligheten. Nøkkeltallet representerer hvor mye en
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bedrift skylder staten i skatter og avgifter, og er derfor en indikasjon p̊a en bedrifts

likviditet. Denne variabelen kan være spesielt viktig fordi skattemyndigheten er en

hard inndriver av penger, og er dermed den første kreditoren bedrifter prioriterer å

betale det de skylder (Eklund mfl., 2001). Derfor er det faktum at bedrifter ikke kan

betale sine skatteforpliktelser en sterk indikator p̊a likviditetsproblemer. I tidligere

litteratur er det bred enighet om at det er negativ korrelasjon mellom likviditet og

økt konkurssannsynlighet. Dette er i tr̊ad med allmenn økonomisk teori knyttet til

at god likviditet er en viktig faktor for å unng̊a konkurs (Hicks, 1962). Funnene fra

modellen er derfor i stor grad i tr̊ad med økonomisk teori og sunn fornuft.

Variabelen ≪(total egenkapital-immaterielle eiendeler)/(totale eiendeler-immaterielle

eiendeler)≫ er ogs̊a en variabel som er av spesiell viktighet for flere modeller, til tross

for betydelige lavere viktighet i årene 2017 og 2018. Variabelen omtales vanligvis som

den materielle egenkapitalandelen (TCE), og gir en indikasjon p̊a bedriftens økono-

miske situasjon basert p̊a dens materielle eiendeler, og hvorvidt bedriften evner å

h̊andtere potensielle tap. Beeswarmplottene for modellene viser at en lav verdi av

variabelen øker konkurssannsynligheten. En høy verdi av denne variabelen indikerer

god likviditet og evne til å h̊andtere kortsiktige forpliktelser ved å selge eiendeler.

En lav verdi av TCE indikerer derimot at bedriften har mindre egenkapital for å

t̊ale tap, og dermed større sannsynlighet for å g̊a konkurs. Sentralt i økonomisk

teori er valg av kapitalstruktur, hvor en stor egenkapitalandel anses som et sunn-

hetstegn knyttet til hvor solid bedriften er. Dette støttes blant annet av Hillier mfl.

(2011), hvor det argumenteres for at en høyere egenkapitalandel medfører mindre

risiko, og mer robusthet knyttet til å h̊andtere uforutsette tap. Det vil derfor være

naturlig at en lav egenkapitalandel, som i denne variabelen, tenderer til å trekke

konkurssannsynligheten opp.

Variabelen ≪(kortsiktig gjeld - kortsiktig likviditet)/totale eiendeler≫ sier noe om en

bedrifts evne til å betale sine kortsiktige forpliktelser med sine tilgjengelige midler

(kortsiktig likviditet), i forhold til bedriftens totale eiendeler. Beeswarmplottene

viser at høye verdier av variabelen tenderer til å øke sannsynligheten for konkurs.

Dette er i tr̊ad med økonomisk teori hvor kortsiktig gjeld anses som forpliktelser

som må tilbakebetales innen kort tid, samtidig som bedriftens eiendeler vanligvis tar

lengre tid å omsette. En høy andel kortsiktig gjeld kan derfor føre til at bedriften

ikke evner å møte sine kortsiktige forpliktelser, og dermed havner i økonomisk nød

(Dirman, 2020). Her er ogs̊a likviditeten i bedriften sentralt, p̊a samme måte som

for variabelen knyttet til skyldige skatter og avgifter over. Funnene fra modellen er

dermed i tr̊ad med økonomisk teori.
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For variablene ≪leverandørgjeld/totale eiendeler≫ og ≪leverandørgjeld/salg≫ gjelder

den samme tilnærmingen knyttet til kortsiktig gjeld. Forholdstallene representerer

en bedrifts andel leverandørgjeld, i forhold til totale eiendeler og salg. Beeswarm-

plottene indikerer at en høy verdi tenderer til å øke sannsynligheten for konkurs for

begge forholdstallene. Motsatt vil en lav verdi redusere konkurssannsynligheten. Det

bør likevel nevnes at variabelen ≪leverandørgjeld/salg≫ ogs̊a har enkelte lave verdier

i flere folder og har en tendens til å øke konkurssannsynligheten. Dette gjelder dog

ikke for majoriteten av observasjonene. En generell oppfatning i økonomisk teori er

at en høy kortsiktig gjeldsgrad indikerer at bedriften er mindre robust, og dermed en

faktor som øker sannsynligheten for konkurs (Dirman, 2020). Funnene fra modellene

er derfor i stor grad i tr̊ad med økonomisk teori, og anses som relativt p̊alitelige.

Variabelen ≪renteinntekter/renteutgifter≫ representerer en bedrifts evne til å betje-

ne sin gjeld, og er ogs̊a p̊a mange måter et rentabilitetsmål for hvor godt bedriften

evner å generere overskudd. Beeswarmplottene viser at lave verdier av variabelen

tenderer til å øke konkurssannsynligheten, og at høye verdier reduserer konkurs-

sannsynligheten. N̊ar renteinntektene er høyere enn renteutgiftene, evner bedriften

å generere overskudd og økt lønnsomhet, og dermed redusert konkurssannsynlighet.

Tendensene som modellen fanger opp kan derfor anses som p̊alitelige.

Variabelen ≪utbytte/̊arsresultat≫ er generelt en viktig variabel med høy standardi-

sert SHAP-verdi i test̊arene 2010-2014, og videre redusert viktighet i resterende år.

Modellene fra 2010 til 2012 viser klare tendenser til at en lav verdi av variabelen, alts̊a

lavere utbyttebetalinger, øker konkurssannsynligheten. Utbytteutbetalinger brukes

vanligvis som et virkemiddel av bedriftens ledelse for å signalisere at bedriften har

god økonomisk helse og dermed reduserer konkurssannsynligheten (Frankfurter mfl.,

2003). Videre finner Ouma mfl. (2012) en positiv korrelasjon mellom utbytteutbe-

talinger og bedriftens økonomiske situasjon, og indikerer dermed at en høy verdi av

variabelen ville vært et sunnhetstegn. Derimot presenterer Frankfurter mfl. (2003)

at utbytteutbetalinger fører til reduserte midler tilgjengelig for å møte sine forplik-

telser, som naturlig vil øker konkurssannsynligheten. Til tross for at de første tre

test̊arene viser klare tendenser knyttet til lave verdier, ser vi enkelte avvik i reste-

rende test̊ar. Disse viser likevel en klar konsentrasjon av lave verdier, med enkelte

enkelte firmåar med høye variabelverdier som bidrar til å trekke SHAP-verdien opp.

Dette kan være firmåar med variabelverdier som er høyere enn majoriteten. Det kan

derfor se ut til at modellene fanger opp det positive signalet knyttet til utbytteutbe-

talinger, samtidig som modellene fanger opp den negative likviditetseffekten av høye

utbytteutbetalinger i enkelte firmåar. Totalt sett ser hovedtendensen av modellen
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til å være p̊alitelig.

For variabelen ≪log(totale eiendeler)≫ finner modellen at lave verdier øker konkurs-

sannsynligheten. Generelt sett vil høyere totale eiendeler gi bedre økonomisk sik-

kerhet, og dermed lavere konkurssannsynlighet. Økonomisk teori presenterer at en

bedrift med høye totale eiendeler vil st̊a godt rustet til å h̊andtere eventuelle fremti-

dig krevende betalingsforpliktelser enn bedrifter med lave totale eiendeler. Funnene

i modellen er derfor i tr̊ad med økonomisk teori og sunn fornuft.

Variabelen ≪opptjent egenkapital/kortsiktig gjeld≫ gir oss forholdet mellom opptjent

egenkapital og kortsiktig gjeld. Den opptjente egenkapitalen representerer egenka-

pitalen som over tid er spart opp og ikke utbetalt til aksjonærene. En høy verdi av

denne posten indikerer bedre økonomisk sikkerhet. Videre indikerer som nevnt en

høy andel kortsiktig gjeld at selskapet er mindre robust. Samlet sett ut ifra økono-

misk teori vil derfor en lav verdi av ≪opptjent egenkapital/kortsiktig gjeld≫ tyde p̊a

svakere økonomi. Ut i fra beeswarmplottene ser man at høye verdier tenderer til å

redusere sannsynligheten for konkurs.

SHAP beeswarmplott kan med andre ord med fordel brukes for å analysere en mo-

dells globale variabelviktighet, hvor modellen blir mer tolkbar ved å f̊a innblikk i

hvilke variabler som har størst betydning for modellen. Alt i alt finner vi at varia-

beleffektene som modellen har fanget opp, som fremkommer i beeswarmplottene, i

stor grad er i tr̊ad med økonomisk teori, tidligere litteratur og intuisjon. Modellen

evner med andre ord å fange opp generelle tendenser fra den virkelige verden, som

gir grunnlag for å si at funnene fra modellen er p̊alitelige. SHAP-rammeverket ev-

ner derfor å øke tolkbarheten til XGBoost-modellene ved forklaring av den globale

variabelviktigheten.

5.3.2 Lokal forklaring

For å enklere kunne tolke hvordan modellen foretar enkeltbeslutninger, kan vi finne

ut hvilke variabler som p̊avirker modellen til å klassifisere den ene klassen fremfor

den andre. Vi har i den anledning valgt å bruke SHAP waterfall-plot for å illustrere

disse. Vi har plukket ut fire firmåar som skal undersøkes: (1) en konkurs med lav

sannsynlighet for konkurs, (2) en konkurs med høy sannsynlighet for konkurs, (3)

en ikke konkurs med lav sannsynlighet for konkurs og (4) en ikke konkurs med høy

sannsynlighet for konkurs. Observasjonene er hentet fra fold 2010. Nederst i water-

fall plottene presenteres den gjennomsnittlige predikerte log oddsen for modellen lik
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-4,186. Dette betyr at den predikerte sannsynligheten for konkurs av modellen p̊a

tvers av alle observasjonene i treningssettet er e−4,186

1+e−4,186 = 1,50%. Vi har for enkelhets

skyld valgt å presentere kun de ti viktigste variablene for hver av de fire observasjo-

nene. I tillegg vises bidraget fra de resterende 145 variablene i en samlepost nederst.

Figur 3: Lokal forklaring. Konkursbedrift med lav sannsynlighet for konkurs.

I figur 3 presenteres et firmåar som er konkurs (y=1), men som har lav sann-

synlighet for konkurs. Av de 10 variablene, er det kun tre variabler som bidrar

til økt sannsynlighet for konkurs. Derimot ser vi at de fem viktigste variablene,

≪utbytte/̊arsresultat≫, ≪leverandørgjeld/salg≫, ≪leverandørgjeld/totale eiendeler≫,

≪̊arsresultat/salg≫ og ≪renteinntekter/totale eiendeler≫, reduserer sannsynligheten

for konkurs. Totalt sett reduseres konkurssannsynlighet for firmåaret i forhold til

gjennomsnittet i modellen, med en predikert log odds lik -5,943. Dette representerer

en sannsynlighet for konkurs lik e−5,943

1+e−5,943 = 0,26%.
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Figur 4: Lokal forklaring. Konkursbedrift med høy sannsynlighet for konkurs.

I figur 4 presenteres et firmåar som er konkurs (y=1), og har høy sannsynlighet

for konkurs. Totalt sett trekker seks av de ti viktigste variablene prediksjonen i

mot økt sannsynlighet for konkurs. Derimot trekker den viktigste variabelen ≪skyl-

dig offentlige avgifter/totale eiendeler≫, mot reduserte sannsynlighet for konkurs.

Dette er som forventet, siden variabelen har verdi 0, alts̊a ingen skyldig offentlige

avgifter. P̊a den andre siden trekker de neste fire variablene, ≪log(alder i år)≫, ≪le-

verandørgjeld/salg≫, ≪total egenkapital/totale eiendeler≫ og ≪renteinntekter/totale

eiendeler≫, prediksjonen mot økt sannsynlighet for konkurs. Dette trekker totalt sett

firmåaret mot høyere konkurssannsynlighet med en predikert log odds lik -3,889.

Dette representerer en sannsynlighet for konkurs lik e−3,889

1+e−3,889 = 2,01%.

Tabell 6: Forventet verdi for variablene i figur 4.

I tabell 6 presenteres gjennomsnittlig forventet verdi i modellen for variablene med

høyest viktighet for beslutningen i figur 4. Ved å sammenligne variabelverdiene som

ligger til grunn for beslutningen med de gjennomsnittlige verdiene for variabelen i
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modellen, kan vi undersøke hvorvidt den lokale forklaringen er i tr̊ad med den globale

forklaringen av modellen, som presentert i figur 17. Dette gjøres ved å undersøke

om variabelverdien i beslutningen er relativt høyere eller lavere enn gjennomsnittet,

og dermed vurdere om variabeleffektene er konsistente med funnene i kapittel 5.3.1.

For den viktigste variabelen, ≪skyldig offentlige avgifter/totale eiendeler≫, ser vi at

variabelverdien er 0, og dermed lavere enn den gjennomsnittlige variabelverdien. I

tr̊ad med den globale forklaringen av modellen, s̊a ser det ut som modellen fan-

ger opp den positive likviditetseffekten ved at variabelverdien er lav, og reduserer

den predikerte konkurssannsynligheten basert p̊a denne variabelverdien. Dette er i

tr̊ad med funn i den globale forklaringen av modellen, som indikerer at en lav verdi

av denne variabelen vil trekke konkurssannsynligheten ned. Det samme gjelder for

variabelen ≪log (alder i år)≫ hvor observasjonens variabelverdi er betydelig lavere

enn den gjennomsnittlige variabelverdien for modellen. Denne variabelen øker kon-

kurssannsynligheten i størst grad, og er dermed konsistent med utledningen av den

negative korrelasjonen mellom bedrifts alder og konkurssannsynlighet i den globale

forklaringen av modellen. Dette kan sies om samtlige variabler, hvor effektene for

dette firmåaret er i tr̊ad med effektene som nevnes i kapittel 5.3.1.

Om bedriften som representeres av dette firmåaret kommer til banken med denne

SHAP-forklaringen og lurer p̊a hvorfor banken valgte å avsl̊a en l̊anesøknad, ville

banken kunne forklart i korte trekk hvilke faktorer som har lagt grunnlaget for be-

slutningen. Banken vil her være i stand til å forklare at bedriften er av ung alder, i

tillegg til å ha en stor andel leverandørgjeld p̊a hele 45% som øker konkurssannsyn-

ligheten i størst grad. Videre har bedriften en egenkapitalandel p̊a 5%, som tyder p̊a

at bedriften er lite robust. Alderen er det ikke noe bedriften kan gjøre noe med, men

banken kan her komme med en oppfordring om å balansere kapitalstrukturen mot

mer langsiktig finansiering i form av større andel egenkapital, og oms̊a langsiktig

gjeld. Det bør ogs̊a nevnes at den variabelen som er av størst viktighet for modellen,

≪skyldig offentlige avgifter/totale eiendeler≫, reduserer konkurssannsynligheten, og

at dette er et godt tegn. For banken vil formålet med en slik tilbakemelding være at

bedriften skal f̊a innsikt i hvilke faktorer de må forbedre for å kunne komme tilbake

p̊a et senere tidspunkt for å for innvilget l̊an, ved å redusere konkurssannsynlighe-

ten. For banken vil dette kunne medføre at de ikke nødvendigvis taper kunden, men

heller bidrar med en form for r̊adgivning for hva som skal til for at kunden skal f̊a

innvilget l̊anet, og forblir kunde hos banken.
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Figur 5: Lokal forklaring. Ikke-konkursbedrift med lav sannsynlighet for konkurs.

I figur 5 presenteres et firmåar som er ikke konkurs (y=0), med lav sannsynlighet

for konkurs. Totalt sett ser vi her at åtte av de ti viktigste modellene trekker pre-

diksjonen mot ikke konkurs. Det er kun to variabler, ≪renteinntekter/totale inntek-

ter≫ og ≪log(alder i år)≫, som reduserer sannsynligheten for konkurs. Den viktigste

variabelen for prediksjonen av dette firmåaret er ≪skyldig offentlige avgifter/totale

eiendeler≫ med høyeste absolutte SHAP-verdi p̊a -0,4. Totalt sett reduseres kon-

kurssannsynligheten i forhold til modellens gjennomsnitt, med en predikert log odds

p̊a -7,069. Dette representerer en sannsynlighet for konkurs lik e−7,069

1+e−7,069 = 0,09%.

Figur 6: Lokal forklaring. Ikke-konkursbedrift med høy sannsynlighet for konkurs.

I figur 6 presenteres et firmåar som er ikke konkurs (y=0), men med høy sann-

synlighet for konkurs. Her ser vi at de tre viktigste variablene, ≪opptjent egen-

kapital/salg≫, ≪leverandørgjeld/totale eiendeler≫ og ≪̊arsresultat/salg≫, øker sann-
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synligheten for konkurs. I tillegg er det ytterligere fire variabler som øker konkurs-

sannsynligheten. Videre er ≪log(alder i år)≫ den fjerde viktigste variabelen, og denne

reduserer konkurssannsynligheten. Totalt sett øker konkurssannsynligheten for dette

firmåaret, med en predikert log odds p̊a -3,305. Dette representerer en sannsynlighet

for konkurs p̊a e−3,307

1+e−3,307 = 3,53%.

Tabell 7: Forventet verdi for variablene i figur 6.

I tabell 7 presenteres gjennomsnittlig forventet verdi i modellen for variablene som

presenteres med høyest viktighet for beslutningen presentert i figur 6. Den viktigste

variabelen for beslutningen er ≪opptjent egenkapital/salg≫, hvor firmåarets varia-

belverdi er mye lavere enn den gjennomsnittlige variabelverdien for variabelen i mo-

dellen. Denne variabelen undersøkes ikke i den globale forklaringen av modellen, da

den har relativt lav SHAP-verdi p̊a tvers av foldene. I kapittel 5.3.1 omtales derimot

en høy verdi av opptjent egenkapital som et positivt tegn p̊a økonomisk sikkerhet, og

en det er dermed naturlig at en negativ verdi av opptjent egenkapital øker konkurs-

sannsynligheten for dette firmåaret. Videre er ≪leverandørgjeld/totale eiendeler≫ av

høy variabelviktighet for firmåaret, hvor variabelverdien er betydelig høyere enn den

gjennomsnittlige verdien for variabelen i modellen. Det er tydelig at modellen har

fanget opp den negative effekten som er knyttet til en stor andel kortsiktig gjeld,

og dermed øker konkurssannsynligheten. For firmåaret ser vi videre at bedriftens

alder er høyere enn gjennomsnittet, og at dette reduserer konkurssannsynligheten.

Avslutningsvis ser vi at effektene som ble adressert av den globale forklaringen i

kapittel 5.3.1, ogs̊a er konsistent for resterende variabler i dette firmåaret.

Med en s̊a høy sannsynlighet for konkurs, er dette en bedrift som banken sannsyn-

ligvis ikke ville innvilget l̊an til. Om bedriften ber om en forklaring p̊a grunnlaget for

beslutningen, kan banken derimot bruke waterfallplottet for å forklare hvilke faktorer

som har p̊avirket beslutningen. Først og fremst kan det forklares at de to faktorene
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med størst viktighet er knyttet til bedriftens kapitalstruktur. Forholdet mellom opp-

tjent egenkapital og salgsinntekter er negativt, som kan indikere at bedriften tapt

mer penger enn de har tjent i forhold til salgsinntektene. Videre ses en svært høy

andel av leverandørgjeld i kapitalstrukturen p̊a hele 60,3%, og som nevnt ved flere

anledninger i kapittel 5.3.1, vil en stor andel kortsiktig gjeld gjøre bedriften mindre

robust. Videre indikerer variabelen ≪̊arsresultat/salg≫, at bedriften g̊ar med netto

tap etter at driftskostnader og skatter er fratrukket de opprinnelige salgsinntektene.

Bedriften oppfattes dermed som uskikket til å generere tilstrekkelig med inntekter for

å opprettholde driften. Derimot trekker variabelen ≪leverandørgjeld/salg≫ bedriften

mot ikke konkurs, hvor leverandørgjelden utgjør kun 6% av bedriftens salgsinntek-

ter. Det tyder derfor p̊a at salgsinntektene til bedriften er relativt høye, men at

kostnadene er enda høyere slik at bedriften g̊ar av med netto tap. Banken bør i

denne situasjonen argumentere for at en ubalansert kapitalstruktur i kombinasjon

med tilsynelatende lav evne til å generere overskudd, øker konkurssannsynligheten

i stor grad. Banken bør her presentere eventuelle løsninger for disse utfordringene,

hvor et sentralt aspekt er at bedriften bør fokusere p̊a økt effektivitet og strengere

kostnadsstyring. Dessuten bør det det være økt fokus p̊a å balansere kapitalstruk-

turen mot mer langsiktig finansiering i form av økt egenkapital i første rekke, og

deretter langsiktig gjeld.

Resultatene fra de lokale forklaringene, viser at waterfall plott kan brukes for å tolke

enkeltbeslutninger, som vi omtaler som svarte bokser i kapittel 2.4. Generelt obser-

verer vi at variabeleffekten er relativt konsistent mellom de fire firmåarene. Spesielt

ser vi at modellen klarer å fange opp effekten av variabelen ≪log(alder i år)≫, da

en lav alder øker konkurssannsynligheten i figur 4, og en høy alder reduserer kon-

kurssannsynligheten i figur 6. Til tross for at vi undersøker to ulike firmåar med

høy sannsynlighet for konkurs, s̊a ser vi forskjeller i variabelviktighet, hvor den vik-

tigste variabelen i hver av firmåarene, ikke er innenfor de ti viktigste variablene for

den andre. Dette indikerer at XGBoost-modellen evner å gjennomføre individuel-

le vurderinger av de ulike variabelverdiene for en bestemt bedrift. Deretter finner

vi at ved å analysere effektene av de ulike variabelverdiene i waterfallplottene, s̊a

kan vi vurdere hvorvidt funnene for enkeltobservasjonene er i tr̊ad med de generel-

le tendensene som XGBoost-modellen finner. Generelt for alle firmåarene ser vi at

variabeleffektene er konsistente med de generelle tendensene i XGBoost-modellen,

som antyder at XGBoost-modellen gir troverdige prediksjoner. Avslutningsvis kan

det argumenteres for at bedrifter med høy sannsynlighet for konkurs burde ta ut-

gangspunkt i den lokale forklaringen for bedrifter med lav sannsynlighet for konkurs

for å se hvilke variabeleffekter som reduserer konkurssannsynligheten i størst grad.
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SHAP forklarer hvilke variabler som har predikert sannsynlighet for konkurs i den

ene eller andre retningen. Dette gir først og fremst bedrifter innblikk i hvilke variabler

som har p̊avirket prediksjonen i mest, og hvilke beslutninger som bør tas for å

redusere konkurssannsynligheten. Med disse plottene blir det derfor i større grad

transparens i beslutningen. Videre gir det banker innblikk i hvilke variabler som

p̊avirker konkurssannsynligheten for en gitt bedrift. For eksempel i begrunnelsen for

hvorvidt de velger å utstede l̊an, samt at man følger GDPRs krav om transparens

og kundenes rett p̊a innsyn. Dermed muliggjør SHAP at banken kan g̊a tilbake til

den enkelte beslutning som er tatt av modellen for å finne forklaring p̊a hvordan

beslutningen ble konkludert som den gjorde.

5.4 Anvendelse i praksis

Som nevnt i kapittel 2.1.1 kreves det at prediksjonsmodellen skal være b̊ade nøyaktig

og tolkbar for at konkursprediksjonen anses som effektiv. Derimot ble det antydet at

forholdet tolkning og ytelse må balanseres, hvor ulike brukere har ulike preferanser

og fokus p̊a hver av disse. En bank ble argumentert for å ha spesielt fokus p̊a

modellens nøyaktighet, hvorimot bedrifter og deres interessenter gjerne har fokus p̊a

modellens tolkbarhet. Modellers nøyaktighet er av stor viktighet da dette gir bedre

informasjonsgrunnlag for mer lønnsom beslutningstaking. Derfor vil mer kompliserte

maskinlæringsmodeller, som generelt sett viser seg å ha bedre prediksjonsevne og

nøyaktighet, være av stor interesse og gevinst for b̊ade banker og bedrifter.

Videre presenteres en sentral begrensning for anvendelse av komplekse maskin-

læringsmodeller i kapittel 2.1, som at den norske finanssektoren er tilknyttet streng

regulering og lovgivning. Reguleringen krever høy grad av transparens og ansvarlig-

het, hvor grunnlaget for enkeltbeslutninger skal kunne begrunnes (EUR-Lex, 2016).

Ved å ta i bruk SHAP-rammeverket for tolkning av XGBoost-modellen har vi

oppn̊add innsikt i modellenes generelle logikk og adferd, og dermed gjort model-

len mer tolkbar. Dette har vi oppn̊add b̊ade p̊a globalt niv̊a ved å se p̊a XGBoost-

modellenes lærte tendenser og variabeleffekter, samt p̊a lokalt niv̊a hvor SHAP-

rammeverket har muliggjort innsikt i bakgrunnen for individuelle beslutninger. For

banker vil innsikt i modellenes generelle logikk føre til bredere forst̊aelse av hvor-

dan modellene fungerer og hvilke variabler som p̊avirker prediksjonene. Gjennom

grundig utforskning av variabeleffektene oppn̊as innsikt i graden av p̊alitelighet og

overensstemmelse med økonomisk teori og rasjonell tenkning i prediksjonen. Ved

å benytte SHAP-rammeverket forbedres dermed tolkbarheten og p̊aliteligheten til
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XGBoost-modellene.

For bedrifter vil tolkbarheten av en konkursprediksjonsmodell være nyttig i form

av at modellen kan tas i bruk som et strategisk verktøy knyttet opp mot bedrifters

forretningsmodell. Modellen gir beslutningstakere i bedriften innsikt i hvilke utford-

ringer som øker bedriftens konkurssannsynlighet og økonomisk nød. Dessuten gjør

den dem ogs̊a i stand til å ta mer velbegrunnede og informerte beslutninger for å

motvirke de negative tendensene som øker konkurssannsynligheten. Ved å se p̊a va-

riabelviktighet i modellen er det mulig for bedriftenes beslutningstakere å undersøke

hvorvidt de ulike variablene p̊avirker denne konkurssannsynligheten, og hvordan be-

driften ligger an i forhold til tendensene i modellen. Dette gjør beslutningstakerne

i stand til å kunne gjennomføre justeringer knyttet til sine svake sider, samt styrke

sine eksisterende kapabiliteter. De lokale forklaringene gjør det derfor mulig å un-

dersøke den gjeldende bedriften, og se p̊a hvilke spesifikke variabler som eventuelt

bør justeres for å potensielt redusere konkurssannsynligheten for bedriften.

De lokale forklaringene er ogs̊a til interesse b̊ade for banker og bedrifter knyttet

til l̊angivning. Hvis en bedrift mottar avslag p̊a l̊anesøknad fra banken, og ber om

begrunnelse, kan banken bruke de lokale forklaringene som forklaring p̊a avslaget.

For bankene vil bruk av lokale forklaringer legge til rette for r̊adgivning av hvilke

variabler som bør justeres for å redusere konkurssannsynligheten, og dermed øke

bedriftens mulighet for å f̊a innvilget l̊an p̊a et senere tidspunkt. Dette vil potensielt

kunne bidra til å øke tillit- og lojalitetsforholdet mellom banken og bedriften, og gir

kunden økt insentiv til å forbli kunde hos banken. Derimot presenterer Slack mfl.

(2020) at det er en stor utfordring knyttet til anvendelse av SHAP som tolkningstek-

nikk for komplekse modeller, fordi det er enkelt å produsere misvisende tolkninger.

Det er derfor viktig at banker utøver stor grad av transparens knyttet til hvordan

de gjennomfører SHAP-forklaringer.

I kapittel 2.1.1 presenterer Bracke mfl. (2019) tre sentrale spørsmål knyttet til tolk-

ning av maskinlæringsmodeller. Det første spørsm̊alet er knyttet til hva som driver

forklaringene generelt, og de globale forklaringene som SHAP-rammeverket presen-

terer evner å gi innblikk i modellens generelle lærte logikk, samt hvilke variabler

som er av størst viktighet for konkursprediksjonsmodellen. Videre er neste spørsm̊al

knyttet til hvilke variabler og hvilke variabeleffekter som p̊avirker de individuelle

prediksjonene. I denne studien ser vi at SHAP-rammeverket evner og legger til rette

for å gjennomføre lokale forklaringer, og dermed øke tolkbarheten uten å redusere

modellens nøyaktighet og prediksjonsevne. Det tredje spørsmålet er knyttet til hvor-
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dan modellen fungerer, og hvorvidt dette enkelt kan forklares. Her er det fortsatt

utfordringer, da SHAP-rammeverket er bygd opp av avansert matematikk, prosedy-

rer og algoritmer. Uansett, ser vi at b̊ade globale og lokale forklaringer med SHAP

øker XGBoost-modellenes tolkbarhet. Dette besvarer derfor med andre ord studiens

forskningsspørsmål som definert i kapittel 1.2.
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6 Konklusjon

I denne masteroppgaven undersøker vi hvordan prediksjoner gjort av komplekse

maskinlæringsmodeller kan bedres ved anvendelse av SHAP-rammeverket innenfor

konkursprediksjon. I dette kapittelet oppsummerer vi kort de mest sentrale funne-

ne ved studien. Avslutningsvis presenterer vi mulige svakheter ved studien, samt

muligheter for videre forskning p̊a omr̊adet.

I denne studien forsøker vi å undersøke følgende forskningsspørsmål: ≪Hvordan kan

xAI øke tolkbarheten av komplekse maskinlæringsmodeller for konkursprediksjon, og

hvor aktuelt er det å ta i bruk dette i finanssektoren?≫. Vi starter derfor med å

undersøke om XGBoost har bedre prediksjonsevne enn logistisk regresjon p̊a v̊are

data, ved å analysere modellenes prediksjonsevne ved bruk av AUC og Brier-score.

Vi finner at XGBoost har bedre prediksjonsevne enn logistisk regresjon i samtlige

folder, med en gjennomsnittlig AUC p̊a 90% out-of-sample, mot logistisk regresjon

med gjennomsnittlig AUC p̊a 87%. I tillegg har XGBoost gjennomg̊aende lavere

Brier Score. XGBoost-modellene har med andre ord bedre prediksjonsevne.

Logistisk regresjon benyttes fremfor mer fleksible maskinlæringsmetoder som XG-

Boost fordi prediksjonen ved logistisk regresjon ofte er mer tolkbare. Med utgangs-

punkt i den økte prediksjonsevnen som følger av anvendelsen av XGBoost, un-

dersøker vi hvorvidt SHAP-rammeverket evner å øke tolkbarheten til XGBoost-

modellene. Først analyserer vi bruken av SHAP for globale forklaringer, hvor vi

finner at modellenes generelle logikk og lærte adferd i stor grad er i tr̊ad med

b̊ade økonomisk teori og sunn fornuft. Dette øker følgelig graden av p̊alitelighet

for XGBoost-modellene. Deretter analyserer vi bruk av SHAP for lokale forklarin-

ger, hvor enkeltbeslutninger i modellen evalueres. Her finner vi at SHAP gjør det

mulig å tolke hvilke variabler som er av størst p̊avirkning for beslutningen, samt

hvilken effekt variablene har p̊a prediksjonen. Vi finner derfor med andre ord at

anvendelse av SHAP gjøre det mulig å tolke b̊ade p̊a globalt og lokalt niv̊a, samtidig

som at modellens prediksjonsevne opprettholdes. Resultatene i denne studien indi-

kerer at SHAP-rammeverket kan være en effektiv løsning p̊a utfordringen knyttet til

svarte bokser, og dermed gjøre komplekse maskinlæringsmodeller mer anvendbare

for konkursprediksjon i finanssektoren.
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6.1 Svakheter ved studien

I denne studien predikerer vi konkurs ett å frem i tid. I den virkelige verden vil dette

være nyttig, men ikke ideelt da banker som utsteder l̊an i stor grad ønsker å kunne

forutse sannsynlighet for konkurs og mislighold av gjeld for en lengre periode enn

et år frem i tid. I tillegg vil en prediksjonshorisont p̊a ett år ha begrenset tilgang p̊a

relevant informasjon, hvor bedrifter for eksempel gjennomfører strategiske beslut-

ninger som gir midlertidige tilsynelatende negative tendenser i regnskapet, som har

til hensikt å generere bedre resultater p̊a lengre sikt. Med en s̊apass kort prediksjons-

horisont er det derfor en risiko for at modellen ikke klarer å fange opp alle fremtidige

konkurstendenser. Samtidig kan modellen fange opp midlertidige konkurstendenser

som i teorien ikke nødvendigvis utgjør økt konkurssannsynlighet.

I denne studien tar vi kun i bruk informasjon fra årsregnskaper for å predikere

konkurs. Regnskapsføring er strengt regulert, og anses som i stor grad standardisert.

I studien antar vi at årsregnskapene er rapportert p̊a riktig måte. Dette er ikke

dermed sagt en 100% realistisk antakelse i den virkelige verden, men p̊a den andre

siden likevel et godt utgangspunkt for denne studien.

For å bevare samme antall firmåar og samtidig forsøke å forbedre prediksjons-

nøyaktigheten valgte vi å gjennomføre winsorizing p̊a 1. og 99. persentil. Det betyr

at enkelte ekstremverdier blir satt til verdien innenfor persentilene og p̊a den m̊aten

kan være med p̊a å p̊avirke resultatet. I den virkelige verden kan ikke slike forut-

setninger tas p̊a samme måte som i denne studien da det eksempelvis kan være en

bedrift som befinner seg utenfor 1. og 99. persentil. Dette kan redusere p̊aliteligheten

til den lokale og globale SHAP forklaringen av enkelte prediksjoner.

SHAP-rammeverket virker å gi relativt konsistente forklaringer i v̊ar XGBoost-

modell, og vi vurderer derfor i kapittel 5.4 hvorvidt en kompleks modell som tolkes

av SHAP kan anvendes i praksis i den virkelige verden. Basert p̊a Fryer mfl. (2021)

og Balcaen og Ooghe (2006), finner vi at SHAP ikke nødvendigvis egner seg for

variabelseleksjon, og at det er klare forskjeller mellom de viktigste variablene for

konkurs prediksjon mellom ulike datautvalg og land. Dette indikerer derfor at til

tross for at resultatene i studien er i tr̊ad med økonomisk teori og litteratur, s̊a vil

det være naturlig å antyde at de tendensene og variabeleffektene som kommer frem

av denne studien i liten grad kan generaliseres til andre datautvalg enn norske SMB.
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6.2 Videre forskning

Studien v̊ar viser at XGBoost har bedre prediksjonsevne enn logistisk regresjon, og

at XGBoost-modellen fint kan tolkes ved hjelp av SHAP. Et sentralt spørsmål som

da stilles er hvorfor XGBoost ikke tas i bruk av bankene. Det er derfor relevant å g̊a

grundigere inn p̊a denne utfordringen og finne ut hva som skal til for at XGBoost

med SHAP faktisk kan tas i bruk i finanssektoren, og hvilke tilpasninger som kreves.

Videre velger vi i studien å se p̊a konkursprediksjon p̊a tvers av industrier, uten å

ta hensyn til ulikheter innad i disse. Det er naturlig å tenke at det er forskjellige

variabler som skiller seg ut i de ulike industriene. Ved å se p̊a en industri om gangen

kan man lage modeller som er bedre tilpasset den spesifikke industrien. P̊a den

måten er det muligheter for at prediksjonsevnen til modellene forbedres, og det kan

derfor være enda et insentiv til å ta i bruk XGBoost med SHAP.

I kapittel 6.1 presenterer vi utfordringer med at en prediksjonshorisont p̊a ett år kan

anses som kort. Det er derfor relevant å gjennomføre studier med lengre prediksjons-

horisont, for å møte bankers interesse om å kunne forutsi konkurssannsynligheten

lengre frem i tid. Det kan videre tenkes at tidsperiodene for de valgte foldene og tre-

ningssettene har noe å si for resultatene, da den økonomiske situasjonen til bedrifter

kan bli p̊avirket ulikt p̊a kort og lang sikt. Et forslag kan derfor være å gjennomføre

estimeringen av modellene p̊a nytt, men da justere tidsperiodene for trenings- og

testsettene. P̊a den måten kan potensielle kortsiktige eller langsiktige trender fanges

opp.

V̊ar studie brukes data som ikke inneholder firmåar fra regnskaps̊arene som p̊avirkes

av Covid-19 pandemien. En interessant ide kan derfor være å lage modeller som

baserer seg p̊a data fra disse årene. Da kan man sammenligne funnene med v̊are

og se om det er noe som skiller seg ut for denne perioden for norske SMB. Det er

videre interessant å se om det er andre variabler som skiller seg ut som viktige for

konkursprediksjon i disse årene.

Avslutningsvis er det interessant å studere andre komplekse maskinlæringsmetoder,

og undersøke hvorvidt SHAP er like effektiv for å øke tolkbarheten av disse. Det

er blant annet flere ensemble metoder for trebaserte modeller som har lav iboende

tolkbarhet, og dermed anses som svarte bokser. I tillegg ser vi i figur 2 at blant

annet nevrale nettverk og støttevektormaskiner er andre maskinlæringsmetoder med

relativt lav iboende tolkbarhet, hvor SHAP kan brukes som tolkningsmetode. Det vil

derfor etter hvert være interessant å se hvilken maskinlæringsmetode som gir best
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prediksjonsevne for konkursprediksjon p̊a norske SMB, samtidig som SHAP evner å

øke tolkbarheten for disse metodene.
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Appendix

A Regnskapsposter i opprinnelig datasett

Tabell 8: Regnskapsposter i det opprinnelige datasettet
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B Variabler i endelig datasett

Tabell 9: Liste over variabler som er benyttet i modellene
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C Forward selection

Tabell 10: Det benyttes rolling window for å dele dataen inn i trenings- og testsett.

Treningssettene best̊ar av data fra fire år (de mørke bl̊a rutene), mens testsettene best̊ar

av data fra ett år (de lyse bl̊a rutene). Foldene forskyves fremover i tid med ett år for hver

ny fold. Videre s̊a fremkommer antall observasjoner som har g̊att konkurs, ikke konkurs,

og konkursfrekvensen.

79



D LASSO stiplott

Figur 7: LASSO stiplott med alle firmåar for henholdsvis 2010 som testsett. Plottet viser

verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 8: LASSO stiplott med alle firmåar for henholdsvis 2011 som testsett. Plottet viser

verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 9: LASSO stiplott med alle firmåar for henholdsvis 2012 som testsett. Plottet viser

verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 10: LASSO stiplott med alle firmåar for henholdsvis 2013 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 11: Stiplott for test̊ar 2014. Her vises et LASSO-stiplott lagd ved bruk av den valgte

lambdaverdi 0.0008. Til høyre vises en variabeloversikt over de ti viktigste variablene som

LASSO har plukket ut. AUC-plott vises ikke her da vi har valgt en egen lambdaverdi

0.0008
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Figur 12: LASSO stiplott med alle firmåar for henholdsvis 2015 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 13: LASSO stiplott med alle firmåar for henholdsvis 2016 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 14: LASSO stiplott med alle firmåar for henholdsvis 2017 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 15: LASSO stiplott med alle firmåar for henholdsvis 2018 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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Figur 16: LASSO stiplott med alle firmåar for henholdsvis 2019 som testsett. Plottet

viser verdier av λ fra en verdi som er s̊a høy at alle estimerte koeffisienter settes til 0 (alts̊a

at ingen variabler blir valgt) til den verdien av λ som blir endelig valgt (se beskrivelse

i kapittel 4.4.1). Under stiplottet er et tilhørende plott som viser AUC ved forskjellige

verdier av λ. Med reduserende verdi av λ viser plottet at flere variabler blir valgt og at

AUC øker. Aksen over plottet av AUC viser antall valgte variabler ved hver verdi av λ.
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E SHAP beeswarm for hvert test̊ar

Figur 17: SHAP beeswarm plott for test̊ar 2010. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.

Figur 18: SHAP beeswarm plott for test̊ar 2011. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.
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Figur 19: SHAP beeswarm plott for test̊ar 2012. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.

Figur 20: SHAP beeswarm plott for test̊ar 2013. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.
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Figur 21: SHAP beeswarm plott for test̊ar 2014. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.

Figur 22: SHAP beeswarm plott for test̊ar 2015. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.
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Figur 23: SHAP beeswarm plott for test̊ar 2016. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.

Figur 24: SHAP beeswarm plott for test̊ar 2017. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.
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Figur 25: SHAP beeswarm plott for test̊ar 2018. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.

Figur 26: SHAP beeswarm plott for test̊ar 2019. SHAP beesworm plottet viser den glo-

bale variabelviktigheten for de ti viktigste variablene i modellen for det gitte test̊aret. Den

viktigste variabelen er øverst, deretter følge de andre variablene i synkende rekkefølge.

Hver prikk i plottet representerer én observasjon. Fargen p̊a prikkene viser hvorvidt ver-

dien for variabelen er lav (bl̊a) eller høy (rød). X-aksen representerer SHAP-verdien til

observasjonen.
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