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Forord

Denne oppgaven er vårt avsluttende arbeid på masterstudiet i økonomi og administrasjon

med hovedprofil Business Analytics, ved NTNU Handelshøyskolen. Et studie som har

vært både utfordrende og spennende, gitt mye dårlig samvittighet for alt arbeid som skulle

vært gjort og alle timer med digitale forelesninger som skulle vært sett, men samtidig også

mestring og uforglemmelige øyeblikk. Rett og slett en liten berg-og-dal-bane, akkurat som

skrivingen av denne masteroppgaven også ble.

Vi ønsker derfor å rette en stor takk til vår veileder Ranik Raaen Wahlstrøm for upåkla-

gelig hjelp ved skriving av denne masteroppgaven. Uten hans bistand med kompetanse

innen maskinlæring ville definitivt denne masteroppgaven vært noe annet. Vi vil også

takke Sparebank 1 Kreditt for tilgang på data, muligheten til å skrive denne oppgaven

og god hjelp underveis i prosessen. Ellers vil vi takke hverandre for nydelig samarbeid,

morsomme stunder, flere nesten-sammenbrudd og mange gode timer på kontoret.

Innholdet i denne oppgaven står for forfatterenes regning.
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Sammendrag

Tema i denne masteroppgaven er mislighold av kredittkortgjeld. Formålet er å gi långivere

av kredittkortgjeld en indikasjon på hvilke variabler som er viktige å hensynta i vurde-

ringsprosessen av lånsøkere. Problemstillingen som vil studeres i denne masteroppgaven

er dermed som følger: «Hvilke karakteristikker ved lånsøkere påvirker sannsynligheten for

mislighold av kredittkortgjeld?». For å besvare problemstillingen utvikler vi prediksjonsmo-

deller, for deretter å studere variabelviktigheten. Prediksjonsmodellene utvikles ved bruk

av logistisk regresjon og Extreme Gradient Boosting, mens variabelviktigheten studeres

med henholdsvis Least Absolute Shrinkage and Selection Operator og SHapley Additive

exPlanations.

Videre vil vi undersøke hvilken av de to estimeringsteknikkene som oppnår best predik-

sjonsevne ved utvikling av modeller for kredittvurdering. Da Extreme Gradient Boosting

er en svart boks, vil vi også se på hvordan slike estimeringsteknikker kan gjøres tolkbare

for begrunnelse av kredittvurderinger.

Studien er avgrenset til å evaluere innvilgede kredittkortsøknader i det norske privatmar-

kedet. Datasettet vi benytter er levert av Sparebank 1 Kreditt, og innholder data fra

perioden november 2019 til desember 2021.

Vår studie konkluderer med at en lånsøker sin alder og årlige nettoinntekt er sentrale

for prediksjon av mislighold av kredittkortgjeld. Videre finner vi også at informasjon om

hvorvidt en kredittkortsøknad er sendt inn på natten, inngående beløp på debetkonto

hos dataleverandør de siste 6 månedene, samt forholdet mellom søkt og innvilget kreditt-

kortgrense er viktige variabler i kredittvurderingsmodeller. Dette er et unikt bidrag til

litteraturen, da variablene tidligere ikke er nevnt i litteraturen innen kredittvurdering.

Videre konkluderer oppgaven med at prediksjonsmodeller utviklet ved bruk av logistisk

regresjon presterer noe bedre enn modeller estimert med Extreme Gradient Boosting. I

tillegg finner vi at SHapley Additive exPlanations er godt egnet for å tolke svarte bokser.
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Abstract

The theme of this master’s thesis is credit card default. The aim of this thesis is to give

lenders an indication of which variables are important in the process of evaluating credit

card applicants. In extension of this, we will look at the following question: «What cha-

racteristics of loan applicants affect the probability of default on credit card debt?». This

will be examined by developing credit scoring models, and then by studying the variable

importance. The credit scoring models are developed using logistic regression and Extre-

me Gradient Boosting, while the variable importance is examined with Least Absolute

Shrinkage and Selection Operator and SHapley Additive exPlanations, respectively.

Furthermore, we will investigate which of the two estimation techniques achieves the

best predictive accuracy when developing models for credit scoring. As Extreme Gradient

Boosting is a black box, we will also look at how such estimation techniques can be made

interpretable to justify credit ratings.

This study is limited to evaluate approved credit card applications in the Norwegian

private market. The data set is provided by Sparebank 1 Kreditt, and includes data from

the period November 2019 to December 2021.

Our study concludes that a credit card applicant’s age and annual net income are key

variables when predicting credit card default. Furthermore, we also find that whether a

credit card application has been submitted at night, the total incoming amount on the

applicant’s debit account maintained by the provider of data in the last 6 months, and the

relation between applied and granted credit card limit are important variables in credit

scoring models. This is a unique contribution to the literature, as prior literature within

credit scoring do not include these variables. Furthermore, the thesis concludes that credit

scoring models developed using logistic regression perform somewhat better than models

estimated with Extreme Gradient Boosting. In addition, we find that SHapley Additive

exPlanations are well suited for interpreting black boxes.
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1 Introduksjon

1.1 Tema og aktualisering

Tema i denne masteroppgaven er mislighold av kredittkortgjeld, hvor mislighold defineres

som et kontraktsbrudd som låntaker er ansvarlig for (Norges Bank, 2021, s. 112). Dette

er et tema som har økt i aktualitet de seneste årene. Som grafen til venstre i figur 1 viser

har det tidligere vært en økende trend av forbrukslån i Norge, altså en økning av både

kredittkortgjeld og annen usikret gjeld. Denne veksten falt derimot fra 2017. I utgangen

av 2018 var andelen misligholdte forbrukslån på 7,9%, mens andelen i utgangen av 2020

var på 13,3%. Selv om andelen misligholdte forbrukslån gikk ned i 2020, slik som grafen

til høyre i figur 1 viser, er andelen fremdeles høy (Finanstilsynet, 2022, s. 4-8).

Figur 1: Utvikling i forbrukslån og mislighold (Finanstilsynet, 2022)

Grafen til venstre viser tolvmånedersvekst i det norske forbrukslånsmarkedet og husholdningenes innen-

landsgjeld. Grafen til høyre viser misligholdt forbrukslån over 90 dager i prosent av totalt forbrukslån hos

norske forbrukere fra henholdsvis norske forbrukslånsbanker (lyseblå) samt både norske og utenlandske

banker og finansieringsforetak (mørkeblå).

Regjeringen (2017) har uttrykt bekymring over gjeldsbelastningen i private husholdnin-

ger. Spesielt er det uttrykt en bekymring for omfanget av den kostbare forbrukskreditten

(Regjeringen, 2017). Mislighold av kredittkortgjeld er ikke bare et problem for finansinstu-

tisjonene som påtar seg risiko ved utlån. Det er også et kostbart problem for hele samfun-

net. Det offentlige bruker årlig rundt 120 millioner kroner på å avhjelpe gjeldsproblemer,

mens gjeldsinstutisjonene har årlige tap på om lag én milliard kroner. Gjeldsproblemene
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er det til slutt forbrukerne selv som må betale for, via økte renter (Regjeringen, 2019).

Den nevnte gjeldsproblematikken i Norge er årsaken til at myndighetene har innført fle-

re tiltak for å regulere forbrukslånsmarkedet i løpet av de siste 5 årene (Norges Bank,

2021, s. 49). Gjeldsinformasjonsloven ble iverksatt juli 2019. Formålet med loven er å gi

finansinstitusjonene et bedre grunnlag for kredittvurderingene som gjøres og dermed bi-

dra til en mer forsvarlig utlånspraksis. Dette oppnås ved at långiverne får innsikt i hvor

mye forbruksgjeld en kunde har fra før (Regjeringen, 2019). I 2021 ble utlånsforskriften

iverksatt. Forskriften regulerer bankene ved å sette krav til utlånspraksisen av boliglån

og forbrukslån. Det stilles blant annet krav til kundens betjeningsevne og gjeldsgrad (Fi-

nansdepartementet, 2021). Ifølge Finansdepartementet (2021) skal dette bidra til en mer

bærekraftig utvikling av gjeld i husholdningene. Norske myndigheter har i tillegg inn-

ført flere andre reguleringer for kredittmarkedet. I 2017 innførte Finansdepartementet en

forskrift om fakturering av kredittkortgjeld. Forskriften setter krav til finansforetakene

om at fakturaen må inneholde kundens samlede utestående gjeld (Finansdepartementet,

2017). En forskrift om markedsføring av kreditt ble også innført i 2017. Hensikten er å

hindre påtrengende markedsføring som villeder forbrukere vekk fra potensielt negative

konsekvenser ved kredittbruk (Regjeringen, 2017).

1.1.1 Kredittvurdering

Et kredittkort innebærer at eieren av kortet har tilgang til kreditt. I stedet for at eierens

konto blir debitert direkte, samler lånutgiveren kjøpene i en gitt periode og fakturerer

for det samlede beløpet. Eieren av kortet kan velge å betale hele, deler eller ingenting

av det utestående beløpet. Dersom eieren velger en av de to siste alternativene, vil det

gjenstående beløpet inkluderes til neste periode og renter vil påløpe (Norges Bank, 2021,

s. 79).

Lånutgivere tar en kredittrisiko ved å innvilge kredittkortlån. Begrepet kredittrisiko defi-

neres som: «risikoen for tap knyttet til at en motpart ikke gjør opp sin forpliktelse verken

til rett tid eller på et senere tidspunkt» (Gerdrup & Bakke, 2002, s. 196). I denne sammen-

heng utvikles modeller for kredittvurdering som estimerer sannsynligheten for mislighold

hos låntaker eller lånsøker basert på flere karakteristikker ved personen. Slike modeller
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skal bidra til å forbedre vurderingsprosessen for innvilgelse av lån (Yap mfl., 2011).

I dag er modeller for kredittvurdering svært utbredt, og nye teknikker blir stadig forsket

på og tatt i bruk (Louzada mfl., 2016). Kredittvurderingsmodeller har lenge vært en del

av vurderingsprosessen for innvilgelse av lån. Da kredittkortene kom for fullt på 1960-

tallet, erfarte långiverne raskt at en manuell håndtering av alle søknadene var umulig.

Det ble tydelig at prosessen måtte automatiseres. Automatiseringen ble en suksess og

bidro til at modeller for kredittvurdering senere også ble benyttet til andre produkter slik

som boliglån og små bedriftslån (Thomas, 2000). I 2018 trådte en ny lov om behand-

ling av personopplysninger i kraft. Personopplysningsloven regulerer blant annet bruken

av automatiserte individuelle avgjørelser. Enkeltpersoner har dermed rett til ikke kun å

vurderes ved en automatisert prosess. Videre regulerer loven kravene til gyldig samtykke

til behandling av personopplysninger, samt informasjonsrettigheter som rett til innsyn

(Kommunal- og distriktsdepartementet, 2019). Ved anvendelse av kredittvurderingsmo-

deller for automatiserte beslutninger, må det dermed innlemmes tiltak for å opprettholde

en søkers rettigheter til innsyn i beslutningen som blir tatt. I tillegg må kravet om at et

menneske tar den endelige beslutningen, kunne etterfølges (Datatilsynet, 2018, s. 19).

Som statistikken og aktualiseringen viser, er temaet i vår masteroppgave dagsaktuelt og

av interesse for både forbrukere, finansinstitusjoner og samfunnet som helhet. En av skri-

bentene fikk selv innblikk i gjeldsproblematikken, da hun jobbet i Sparebank 1 Kreditt

sommeren 2021. Dette ga spennende innsikt og videre motivasjon for denne masteropp-

gaven. Masteroppgaven er skrevet i samarbeid med Sparebank 1 Kreditt, som etter ønske

vil bli kalt dataleverandør videre i oppgaven.

1.2 Problemstilling

Med bakgrunn i introduksjonen, har vår masteroppgave som formål å gi långivere av

kredittkortgjeld en indikasjon på hvilke variabler som er viktige å hensynta i vurderings-

prosessen av lånsøkere. Problemstillingen vi ønsker å belyse er dermed som følger:

«Hvilke karakteristikker ved lånsøkere påvirker sannsynligheten for mislighold av kreditt-

kortgjeld?»

3



For å besvare problemstillingen utvikler vi prediksjonsmodeller ved bruk av to sett med

teknikker. Logistisk regresjon (LR) benyttes for å utvikle den ene prediksjonsmodellen,

sammen med Least Absolute Shrinkage and Selection Operator (LASSO) for å velge de

viktigste variablene som skal inkluderes i LR-modellen. Den andre prediksjonsmodellen

utvikles ved bruk av Extreme Gradient Boosting (XGBoost). For denne prediksjonsmo-

dellen benyttes SHapley Additive exPlanations (SHAP) for å vurdere variabelviktigheten.

1.2.1 Forskningsspørsmål

For å underbygge vår problemstilling vil vi i tillegg se nærmere på følgende to forsknings-

spørsmål:

• «Hvilken estimeringsteknikk gir best prediksjonsevne ved utvikling av modeller for

kredittvurdering?»

• «Hvordan kan svarte bokser gjøres tolkbare for begrunnelse av kredittvurderinger?»

Vår studie er avgrenset til å evaluere kredittkortsøknader innvilget av vår dataleverandør.

Søknadene er begrenset til privatpersoner. Videre er modellene utviklet basert på data

fra 47 625 lånsøkere i perioden november 2019 til desember 2021.

En nyvinning ved vår studie er bruken av et nytt og unikt datasett. Videre er studiets

fokus på variabler og variabelviktighet et bidrag til litteraturen innen kredittvurdering,

da tidligere forskning i liten grad diskuterer dette. I tillegg gjør vår studie et unikt funn

da tre variabler, som tidligere ikke er nevnt i litteraturen, anses å være sentrale for predik-

sjon av mislighold av kredittkortgjeld. Dette er variabler som inneholder informasjon om

hvorvidt en kredittkortsøknad er sendt inn på natten, sum av inngående beløp på debet-

konto hos dataleverandør de siste 6 månedene, samt forholdet mellom søkt og innvilget

kredittkortgrense.

1.3 Oppgavens struktur

I denne masteroppgaven vil relevant litteratur innen kredittvurdering gjennomgås i kapit-

tel 2. Kapittelet vil først presentere ulike estimeringsteknikker benyttet ved kredittvurde-

ring, før ulike metoder for variabelseleksjon og variabelviktighet, samt sentrale variabler
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deretter gjennomgås. I kapittel 3 vil dataen som benyttes for å utvikle prediksjonsmo-

deller i vår studie beskrives. Videre vil kapittel 4 introdusere forskningsmetodene som

er anvendt i masteroppgaven. I kapittel 5 presenteres resultatene, før resultatene drøftes

videre i kapittel 6. Avslutningsvis følger vår konklusjon i kapittel 7, deretter referanseliste

og appendiks.
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2 Litteraturgjennomgang

Vi vil i dette kapittelet gjennomgå tidligere litteratur innen kredittvurdering. I delkapittel

2.1 presenteres forskjellige estimeringsteknikker benyttet til kredittvurdering, i delkapittel

2.2 gjennomgås ulike metoder for variabelseleksjon og variabelviktighet, mens i delkapit-

tel 2.3 presenteres sentrale variabler. Litteraturen som benyttes omhandler i hovedsak

kredittvurderinger av privatpersoner. Selv om vår studie kun ser på kredittkortgjeld, om-

handler noe av litteraturen også andre lån. Enkelte studier innenfor konkursprediksjon

for selskaper er også benyttet.

2.1 Estimeringsteknikker

Det er ikke et entydig svar på hvilken estimeringsteknikk som er best egnet til å utforme

kredittvurderingsmodeller for best tolkbarhet og prediksjonsevne (Q. Wang mfl., 2018).

Hvilken teknikk som er fordelaktig vil avhenge både av datastrukturen, variablene som

brukes, samt formålet med klassifiseringen (Hand & Henley, 1997). Vi vil derfor i denne

delen presentere noen av de mest brukte estimeringsteknikkene innenfor litteraturen om

kredittvurdering.

Lineær diskriminantanalyse (LDA) ble først innført av Fisher (1936) som en klassifi-

kasjonsteknikk (T.-S. Lee mfl., 2006). Durand (1941) anses gjerne for å være den første

som benyttet LDA til å utforme en kredittvurderingsmodell og beviste med sin studie at

metoden gir gode prediksjonsresultater for mislighold av kreditt (Hand & Henley, 1997).

Altman (1968) var den første som benyttet multippel diskriminantanalyse, altså LDA med

flere enn én variabel, for kredittvurdering. Han introduserte Z-score-modellen, som siden

har blitt en av de mest kjente modellene for kredittvurdering (K. Li mfl., 2016). LDA

har blitt benyttet i mange studier for å utforme kredittvurderingsmodeller, eksempelvis

av Hand mfl. (1998), H. A. Abdou og Pointon (2011), samt Mahmoudi og Duman (2015).

Bruken av LDA for kredittvurdering har likevel hatt en markant nedgang i løpet av 2000-

tallet (Louzada mfl., 2016). Flere har stilt spørsmål ved hvorvidt LDA faktisk egner seg til

å utvikle kredittvurderingsmodeller, blant annet på grunn av den kategoriske strukturen

til kredittdata. I tillegg forutsetter LDA samme kovariansmatrise for de ulike klassene for
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predikering, noe som sjelden vil være tilfellet (West, 2000). Videre forutsetter metoden

at de uavhengige variablene er multivariat normalfordelt (Louzada mfl., 2016). Reichert

mfl. (1983) hevdet likevel at et eventuelt brudd på antakelsen om normalfordeling ikke

trenger å være en kritisk begrensning for å benytte metoden til kredittvurdering.

Lineær regresjon (LRE) ble først benyttet til kredittvurderinger av Myers og Forgy

(1963), etterfulgt av Orgler (1970) (K. Li mfl., 2016). Metoden antar en lineær sammen-

heng mellom forklaringsvariablene og responsvariabelen, men har likevel blitt benyttet i

kredittvurderingsmodeller hvor responsvariabelen er binær. Det er flere problemer knyttet

til å bruke lineær regresjon på klassifikasjonsproblemer. Blant annet kan metoden gi verdi-

er utover responsvariabelens verdier, noe som gjør resultatet mindre tolkbart. Resultatene

kan dermed ikke direkte tolkes som sannsynligheten for det gitte utfallet (Louzada mfl.,

2016). På tross av sine svakheter har metoden blitt brukt i flere studier for kredittvur-

deringer (Louzada mfl., 2016), eksempelvis av Hand (2002), Karlis og Rahmouni (2006),

samt Efromovich (2010).

Logistisk regresjon (LR) er en statistisk teknikk som ofte benyttes i analyser av klas-

sifikasjonsproblemer, hvor den avhengige variabelen er kvalitativ med distinkte verdier

(James mfl., 2013, s. 130-137). LR benyttes særlig i tilfeller hvor den avhengige varia-

belen er binær (James mfl., 2013, s. 130-137). Teknikken er dermed også mye brukt ved

utvikling av kredittvurderingsmodeller (H. A. Abdou mfl., 2016). LR ble først introdusert

som en estimeringsteknikk for kredittrisiko av Wiginton (1980). I Louzada mfl. (2016) sin

litteraturgjennomgang fremgår det at LR overordnet er den 5. mest brukte teknikken i

litteraturen innen kredittvurdering i perioden mellom 1992 og 2015, men at det fra og

med 2012 var en økning i bruken. LR er bevist å være en tilsvarende effektiv og treffsik-

ker estimeringsteknikk som LDA (Harrell & Lee, 1985). Videre vil det være fordelaktig

å benytte LR fremfor LRE ved klassifikasjon, da LR gir verdier innenfor intervallet til

responsvariabelen. Selv om enkelte nyere estimeringsteknikker har vist seg å ha bedre

prediksjonsevne, blir LR fremdeles i stor grad benyttet i litteraturen innenfor kredittvur-

dering hovedsakelig på grunn av sin tolkbarhet (Dong mfl., 2010). Tolkbarheten, samt

metodens robusthet, er årsakene til at LR er den mest brukte estimeringsteknikken innen

bankindustrien (Dong mfl., 2010). Bruken av LR har likevel blitt kritisert da også denne
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metoden gjør noen strenge modellforutsetninger om blant annet homoskedastisitet, som

kan redusere egnetheten for bruk i kredittvurderingsmodeller (T.-S. Lee mfl., 2006). Me-

toden anses likevel å ha mindre strenge forutsetninger enn både LDA og LRE, da LR

verken antar at de uavhengige variablene må være normalfordelte, lineært relatert med

responsvariabelen eller at det må være samme kovariansmatrise for de ulike klassene for

predikering (Tabachnick & Fidell, 2019). Det er gjennomført mange studier hvor LR er

benyttet for å estimere mislighold av kredittkortgjeld, blant annet av T. H. Lee og Jung

(1999), H. Abdou mfl. (2007) og Lessmann mfl. (2015). LR har i mange studier også blitt

benyttet som et sammenligningsgrunnlag mot andre estimeringsteknikker, eksempelvis av

Yap mfl. (2011) og Pavlidis mfl. (2012).

Desisjonstrær er en populær klassifikasjonsmetode som predikerer basert på beslutnings-

regler organisert med en trebasert arkitektur. Desisjonstrær kan benyttes til både regresjon

og klassifikasjon, avhengig av om responsvariabelen har henholdsvis en kontinuerlig eller

kategorisk verdi (James mfl., 2013, s. 302). Klassifikasjons- og regresjonstrær (CART)

ble først introdusert av Breiman mfl. (1984) og har vist seg å inneha flere fordeler ved

utvikling av modeller for kredittvurdering (T.-S. Lee mfl., 2006). I motsetning til LDA,

LRE og LR, gjør CART ingen antakelser om underliggende fordelinger (Breiman mfl.,

1984). I tillegg kan metoden identifisere viktige forklaringsvariabler når flere variabler og

potensielle trær vurderes. En annen sentral fordel med CART er tolkbarheten (T.-S. Lee

mfl., 2006). Toklbarheten går derimot ofte på bekostning av modellenes prediksjonsevne.

Prediksjonsevnen kan derimot vesentlig forbedres ved å sammenstille mange trær, eksem-

pelvis ved bruk av metoden Random forest (James mfl., 2013, s. 316). Se Breiman (2001)

for mer detaljert utledelse av metoden. Flere studier har benyttet samt bevist at metoden

fungerer godt for utvikling av modeller for kredittvurdering, blant annet Brown og Mues

(2012) og Lessmann mfl. (2015). Studien til Lessmann mfl. (2015) er en sammenligning av

41 ulike estimeringsteknikker, basert på 6 ulike evalueringsmål. Studien konkluderte med

at Random forest med fordel bør benyttes, fremfor LR, ved sammenligning av ulike me-

toder for utvikling av kredittvurderingsmodeller (Lessmann mfl., 2015). Siden studien til

Lessmann mfl. (2015) har det kommet ytterligere estimeringsteknikker som har vist gode

prediksjonsevner, deriblant den trebaserte estimeringsteknikken XGBoost (Gunnarsson
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mfl., 2021). Metoden ble utviklet av T. Chen og Guestrin (2016) og utnytter Gradient

Boosting for å trene flere desisjonstrær (Gunnarsson mfl., 2021). XGBoost har oppnådd

gode prediksjonsresultater ved estimering av kredittvurderingsmodeller, blant annet i stu-

diene til Xia mfl. (2017), M. Wang mfl. (2018) samt Mushava og Murray (2022).

Multivariate adaptive regression splines (MARS) er en klassifikasjonsteknikk intro-

dusert av Friedman (1991). Metoden ble presentert som en bedre løsning for fleksibel ikke-

parametrisk regresjonsmodellering, spesielt ved høydimensjonalitetsdata. MARS bygger

på en blanding av CART og generaliserte additive modeller (Friedman, 1991). Da MARS

er en ikke-parametrisk metode, kan den benyttes for å modellere komplekse sammenhen-

ger uten å gjøre noen eksplisitte forutsetninger om funksjonsformen til modellen (T.-S.

Lee mfl., 2006). Videre utmerker metoden seg i evnen til å identifisere sentrale forklarings-

variabler og interaksjoner, samt den underliggende datastrukturen i høydimensjonale data

(T. Lee & Chen, 2005). Metoden trenger ikke lang treningstid og gir resultater som er

enkle å tolke (T.-S. Lee mfl., 2006). Det er videre bevist at MARS kan være nyttig i kom-

binasjon med nevrale nettverk, da fordelene ved metoden kan overkomme svakhetene ved

nevrale nettverk (T. Lee & Chen, 2005). Basert på sine fordeler har metoden vist seg å

være et nyttig verktøy for prediksjon og dermed blitt brukt i flere studier for vurdering av

kredittrisiko (T.-S. Lee mfl., 2006), eksempelvis av Xiao mfl. (2006) og Afrilia mfl. (2021).

Nevrale nettverk (NN) er et nyttig alternativ til flere av de ovennevnte teknikkene, da

NN har vist seg å gi mer treffsikre resultater (Chuang & Lin, 2009). NN er først og fremst

fordelaktig i tilfeller hvor det er en ikke-lineær relasjon mellom den avhengige variabelen og

forklaringsvariablene i modellen (T.-S. Lee mfl., 2006). Flere studier har sett på bruken

av NN i modeller for kredittvurdering, blant annet West (2000), Marques mfl. (2012),

samt Abellán og Mantas (2014). Det er likevel svakheter også ved denne metoden. Spesielt

krever det mye tid å trene modeller med bruk av NN. Videre er det vanskelig å identifisere

den relative betydningen av potensielle variabler. Disse egenskapene gjør metoden mindre

egnet for utforming av kredittvurderingsmodeller, da årsaken til et eventuelt avslag på en

kredittsøknad gjerne må begrunnes (Piramuthu, 1999; West, 2000; Akkoç, 2012).

Støttevektormaskiner (SVM) benyttes for klassifisering og ble introdusert av Vapnik

(1995). Metoden er utviklet for klassifikasjon av binære responsvariabler (James mfl.,

9



2013, s. 337) og klassifiserer ved hjelp av et hyperplan (Louzada mfl., 2016). SVM er

robust mot overtilpasning (S. Li mfl., 2006), i tillegg til å fungere bra ved små utvalg

(Ravi Kumar & Ravi, 2007). Algoritmen er derimot kompleks og krever derfor mye be-

regningstid (Ravi Kumar & Ravi, 2007). SVM har suksessfullt blitt brukt til prediksjon

innenfor flere fagfelt, før metoden senere også har blitt brukt til å utforme kredittvurde-

ringsmodeller (Akkoç, 2012). Flere studier har benyttet estimeringsteknikken til å utvikle

kredittvurderingsmodeller, blant annet S. Li mfl. (2006), Bellotti og Crook (2009) og Zhou

mfl. (2010). Litteraturgjennomgangen til Louzada mfl. (2016) viser at SVM var den mest

brukte estimeringsteknikken innenfor kredittvurderingsmodeller i perioden mellom 2006

og 2010, i tillegg til at metoden overordnet var den 4. mest brukte teknikken i litteraturen

i perioden mellom 1991 og 2015.

Hybrider og ensemblemetoder har blitt mer vanlige estimeringsteknikker for utvik-

ling av kredittvurderingsmodeller (Louzada mfl., 2016). Hybride metoder kombinerer ulike

tradisjonelle metoder for å forbedre modellenes prediksjonsevne. I litteraturen finner vi ek-

sempler på kredittvurderingsmodeller utviklet som en hybrid mellom diskriminantanalyse

og NN (T.-S. Lee mfl., 2002), NN og MARS (T. Lee & Chen, 2005), samt genetisk algorit-

me og SVM (Huang mfl., 2007). Ensemblemetoder kombinerer ulike klassifikasjonsmetoder

for å forbedre ytelsen til kredittvurderingsmodellene. Bagging, boosting og stacking er tre

populære grupper av ensemblemetoder (Louzada mfl., 2016). Eksempler på bruken av sli-

ke metoder for kredittvurdering finner vi blant annet i studiene til Hsieh og Hung (2010),

Marqués mfl. (2012) og Xu mfl. (2019).

2.2 Metoder for analyse av variabler

2.2.1 Metoder for variabelseleksjon

Ved å benytte metoder for variabelseleksjon (feature selection) kan det utvikles mer treff-

sikre og tolkbare kredittvurderingsmodeller. Disse metodene reduserer eventuelle proble-

mer som følge av høy dimensjonalitet i data, i tillegg til å ekskludere irrelevante variabler

fra den endelige modellen, gi en bedre forståelse av datastrukturen og bidra til å unngå

overtilpasning (Tripathi mfl., 2020; Paraschiv mfl., 2021). Metodene for variabelseleksjon

deles tradisjonelt inn i tre ulike metoder: filtermetoder, wrapper-metoder og embedded
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metoder (Chandrashekar & Sahin, 2014). Det er mye tilgjengelig litteratur hvor metoder

for variabelseleksjon benyttes (J. Li mfl., 2018; Q. Wang mfl., 2018), også innenfor studie-

ne om kredittvurderingsmodeller (Q. Wang mfl., 2018). Ara, Fernandes og Louzada (2016)

sin litteraturgjennomgang viser at 51% av de gjennomgåtte studiene benyttet metoder

for variabelseleksjon, selv om verken studienes formål eller hovedfokus nødvendigvis var

på bruken av disse metodene.

Filtermetodene velger ut de viktigste forklaringsvariablene basert på et forhåndsdefinert

kriterium som måler sammenhengen mellom hver enkelt uavhengig variabel og responsva-

riabelen (Paraschiv mfl., 2021). Eksempler på kriterium som kan benyttes i filtermetoder

er kjikvadrattesten (Laborda & Ryoo, 2021) og Pearsons korrelasjonskoeffisient (Paraschiv

mfl., 2021). Filtermetoder er uavhengig av estimeringsteknikken som benyttes (J. Li mfl.,

2018), noe som er fordelaktig om estimeringsteknikken er påvirket av systematiske skjev-

heter (Paraschiv mfl., 2021). Videre krever filtermetodene svært liten beregningstid og

unngår problemer med overtilpasning (Chandrashekar & Sahin, 2014). Filtermetoder har

blitt benyttet i flere studier for å utvikle kredittvurderingsmodeller, blant annet i studiene

til Liu og Schumann (2005), Somol mfl. (2005), samt F.-L. Chen og Li (2010). Ingen av

de nevnte studiene finner filtermetodene som mest fordelaktige ved sammenligning med

andre metoder for variabelseleksjon, noe som kan skyldes svakhetene ved metoden. For

det første tar ikke filtermetoder for seg relasjonene mellom variablene. Videre, i de tilfeller

hvor korrelasjon brukes som kriterium, tar filtermetoder kun hensyn til lineære sammen-

henger mellom de uavhengige variablene og responsvariabelen. At metodene er uavhengig

av estimeringsteknikken som brukes, kan også være en ulempe. Uavhengigheten kan føre til

suboptimal tilpasning og prediksjon, dersom skjevhetene ved estimeringsteknikken overses

(Paraschiv mfl., 2021).

Wrapper-metoder er iterative metoder som, i motsetning til filtermetoder, forsøker å

identifisere de viktigste forklaringsvariablene ved å finne den beste sammensetningen av

variabler som gir høyest treffsikkerhet. Recursive feature elimination method, exhaustive

search og greedy forward search er eksempler på wrapper-metoder som er mye brukt

(Ahmad & Starkey, 2018). Liu og Schumann (2005), Somol mfl. (2005), samt F.-L. Chen

og Li (2010) finner at wrapper-metoder er bedre enn filtermetoder. Wrapper-metodene
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har likevel også noen klare svakheter. Metodene vil ofte føre til overtilpasning, i tillegg til

at de krever mye beregningstid (Q. Wang mfl., 2018). Dette gjør at metodene blir mindre

brukt i praksis (J. Li mfl., 2018).

Embeddede metoder kan løse flere av svakhetene ved både filtermetoder og wrapper-

metoder (Paraschiv mfl., 2021). Embedded metodene inkluderer interaksjonen med læ-

ringsalgoritmene, i tillegg til å være mye mer effektive enn wrapper-metodene da de ikke

er avhengige av å evaluere variabler iterativt. De mest brukte embedded metodene er de

som forsøker å minimere modellenes tilpasningsfeil, i tillegg til å straffe modeller ved for

mange inkluderte variabler (J. Li mfl., 2018). LASSO, ridge regression og elastiske nett

er de mest populære embedded metodene (Laborda & Ryoo, 2021). Flere studier innen

litteraturen for kredittvurdering har benyttet ulike embedded metoder for å velge sentra-

le variabler, eksempelvis H. Chen og Xiang (2017), J. Li mfl. (2020) og Maldonado mfl.

(2017).

2.2.2 Metoder for variabelviktighet

Flere maskinlæringsteknikker fungerer som svarte bokser, da metodene ikke gir innsikt i

de interne prosessene og samspillene i de estimerte modellene. Slike metoder gir ofte mer

treffsikre prediksjonsmodeller, men da på bekostning av modellenes tolkbarhet (James

mfl., 2013, s. 8). Å kunne tolke slike modeller er av avgjørende betydning innenfor flere

fagfelt, også innenfor kredittvurdering (Kvamme mfl., 2018). Å forstå hvordan modeller

fungerer og hvorfor de fungerer slik de gjør, vil bidra til å styrke prediksjonene samt

menneskers tillit til modellene (Ribeiro mfl., 2016b).

Når maskinlæringsteknikker fungerer som svarte bokser, er en mulig løsning å benytte

såkalte modellagnostiske metoder. Dette er modelluavhengige metoder, som benyttes for

å tolke de estimerte svarte boksene (Ribeiro mfl., 2016b). Metodene kan dermed benyttes

til å forklare hvordan og i hvilken grad forklaringsvariablene i en svart boks bidrar til

modellens prediksjoner (Casalicchio mfl., 2019, s. 656). Slike metoder kan med andre ord

benyttes til å analysere variabelviktigheten, både på et globalt og lokalt nivå (Aas mfl.,

2021).

Globale metoder benyttes for å beskrive modeller i sin helhet, ved å si noe om hvilke
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forklaringsvariabler som overordnet påvirker modellene mest (Aas mfl., 2021). De globale

metodene kan dermed benyttes til å si noe om forklaringsvariablenes gjennomsnittlige

bidrag til modellers prediksjoner (Molnar, 2022, kap. 8). En mye brukt metode er Partial

Dependence Plot (PDP) (Aas mfl., 2021). PDP viser den marginale effekten en eller to

uavhengige variabler har på det predikerte utfallet (Friedman, 2001). Metoden er svært

intuitiv, men er samtidig begrenset til data med lav dimensjonalitet (Friedman, 2001). I

tillegg forutsettes det at ingen forklaringsvariabler er korrelerte, noe som sjelden vil være

tilfellet (Molnar, 2022, kap. 8.1). En annen global metode, Permutation Feature Impor-

tance (PFI), måler endringen i modellenes prediksjonsfeil etter beregning av permuterte

verdier for de uavhengige variablene (Molnar, 2022, kap. 8.5). En variabel vil være viktig

dersom permutasjonen fører til en økning i prediksjonsfeilen, da økningen indikerer at

variabelen påvirker modellens prediksjonsutfall (Kamath & Liu, 2021, s. 187). PFI er i

likhet med PDP enkel å tolke, men kan i likhet også gi skjeve estimater dersom de uav-

hengige variablene er korrelerte. Ettersom PFI ikke er avhengig av at modellene trenes

flere ganger, krever metoden liten beregningstid (Molnar, 2022, kap. 8.5). For å unngå

feilaktige konklusjoner om hvilke forklaringsvariabler som er viktige, bør PFI med fordel

benyttes på testdata (Kamath & Liu, 2021, s. 188).

Lokale metoder forsøker å forklare individuelle prediksjoner (Molnar, 2022, kap. 9).

Slike metoder er spesielt nyttige i tilfeller hvor modeller gir ulike prediksjoner for ulike

variabelsammensetninger, altså i tilfeller hvor de globale metodene ikke er representative

for spesifikke tilfeller (Aas mfl., 2021). Local Interpretable Model-agnostic Explanations

(LIME) og SHAP er to mye brukte metoder innenfor kredittvurdering (Provenzano mfl.,

2020). LIME ble utledet av Ribeiro mfl. (2016a). Målet er å finne en tolkbar og troverdig

modell lokalt rundt prediksjonen. En fordel med LIME er at den lokale tolkbare modellen

ikke trenger å estimeres ved bruk av samme teknikk som ble benyttet for prediksjonen.

Dette muliggjør at den teknikken som gir best tolkbarhet kan benyttes (Molnar, 2022,

kap. 9.2). LIME må likevel benyttes med forsiktighet, blant annet fordi det ikke finnes

en god fremgangsmåte for å definere maksimalt antall observasjoner som skal benyttes

for å forklare den individuelle prediksjonen (Molnar, 2022, kap. 9.2). SHAP ble utledet

av Lundberg og Lee (2017). SHAP-verdier blir beregnet ved å se hvor mye prediksjonen
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endres når en forklaringsvariabel er ekskludert fra modellen. Dette gjøres for enhver pre-

diksjon og forklaringsvariabel, noe som bidrar til at både konsistens og lokal nøyaktighet

oppnås (Provenzano mfl., 2020). Dette skiller SHAP fra LIME, da sistnevnte kun inklude-

rer en andel av de nærmeste observasjonene til den prediksjonen som metoden er ute etter

å forklare (Molnar, 2022, kap. 9.6). Videre viste studien til Lundberg og Lee (2017) at

SHAP-verdier samsvarer bedre med menneskelige forklaringer, sammenlignet med LIME

(Aas mfl., 2021). SHAP kan også benyttes til globale forklaringer da teknikken i tillegg

beregner gjennomsnittlige SHAP-verdier for hver forklaringsvariabel (Molnar, 2022, kap.

9.6). Den største begrensningen ved SHAP er antallet variabler, da beregningstiden vokser

eksponensielt (Aas mfl., 2021).

2.3 Sentrale variabler

Vår masteroppgave har som mål å identifisere karakteristikker ved lånsøkere som er av

betydning for mislighold av kredittkortgjeld. Det er derfor relevant å se på hvilke variabler

som brukes i kredittvurderingsmodeller i tidligere litteratur. En vanlig fremgangsmåte

ved utvikling av prediksjonsmodeller er å utforske et stort antall forklaringsvariabler,

for deretter å identifisere et mindre utvalg av karakteristikker som brukes i praksis. I

kredittvurderingsmodeller er det vanlig å starte med 50 eller flere variabler, for deretter

å velge ut 10-12 variabler i det endelige utvalget (Hand & Henley, 1997).

Steenackers og Goovaerts (1989) utviklet en LR-modell for kredittvurdering og fant blant

annet at en låntakers alder, lengde på nåværende arbeidsforhold, yrke, månedlig inntekt

og hvorvidt personen eier bolig er signifikante variabler. Hand og Henley (1997) presen-

terte i sin studie en oversikt over 14 variabler som ofte inngår i kredittvurderingsmodeller.

I oversikten inngår flere av de samme forklaringsvariablene som nevnt i den foregående

studien, i tillegg til en låntakers sivilstatus, bosituasjon, årlig inntekt, samt lengde på

nåværende boforhold og kundeforhold til banken. Somol mfl. (2005) beviste at en kreditt-

vurderingsmodell bestående av et utvalg på 5 til 10 forklaringsvariabler, gir signifikant

bedre resultater enn en modell utviklet med hele det originale datasett. Videre fant de,

i likhet med de ovennevnte studiene, at alder, bosituasjon, sivilstatus, samt lengde på

nåværende arbeidsforhold er viktige variabler. I tillegg ble kredittgrense og tidligere be-
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talingshistorikk valgt som sentrale variabler av metodene for variabelseleksjon brukt i

studien. Videre fant Bellotti og Crook (2009) at blant annet låntakers alder, lengde på

kundeforholdet til banken, eierskap av bolig og type kredittkort er av signifikant betyd-

ning for å avgjøre risikoen for mislighold. Akkoç (2012) benyttet LDA og LR som metoder

for variabelseleksjon. Sivilstatus, utdanningsnivå, total arbeidsvarighet og lengde på nå-

værende arbeidsforhold ble funnet å være signifikante variabler i alle perioder for de to

metodene.

Chiang mfl. (2002) påpekte at individuelle karakteristikker ved låntakere bør benyttes for

å predikere risikoen for mislighold. Crook og Banasik (2004) vektla, i tillegg til de demo-

grafiske variablene, viktigheten av at variablene i en prediksjonsmodell ikke kun baseres

på historiske lånedata om kunder. Tsai mfl. (2009) viste i sin studie at treffsikkerheten til

prediksjonsmodeller for mislighold øker, dersom en låntakers holdning til penger inngår

i modellen. Tsai mfl. (2009) hevdet derfor at sanntidsinformasjon om låntakerne, ikke

kun historiske data, burde inkluderes i prediksjonsmodellen. Deres resultater viste at mo-

dellene predikerer bedre ved å inkludere sanntidsvariabler som sier noe om låntakerens

holdning til penger. Informasjonen ble innhentet ved bruk av et spørreskjema utviklet av

Kent T. Yamauchi og Donald J. Templer i 1982, kalt Money and Attitude Scale (MAS)

(Tsai mfl., 2009). Skjemaet inneholder spørsmål som skal kartlegge 5 faktorer som beskri-

ver kundens forhold til penger. Disse inkluderer kundens opplevelse av penger som kilde

til prestisje, angst eller frykt, samt kundens tendens til nøye økonomisk planlegging og å

ha en nølende holdning til situasjoner som inkluderer penger (Lejoyeux mfl., 2011).

T.-S. Lee mfl. (2006) utviklet flere kredittvurderingsmodeller ved bruk av ulike estime-

ringsteknikker hvor CART og MARS presterte best. Modellene ble utviklet på et datasett

basert på bankinformasjon fra Taiwan og inkluderte 9 forklaringsvariabler for hver lånta-

ker: kjønn, alder, sivilstatus, utdanningsnivå, yrke, jobbposisjon, årlig inntekt, bosituasjon

og kredittgrense. Modellen utviklet med CART fant at kundens yrke og kredittgrense er

de viktigste variablene. De samme variablene, i tillegg til bosituasjon, ble valgt av model-

len utviklet med MARS. Sariannidis mfl. (2019) identifiserte nøkkelfaktorer ved kunder

som misligholder. Dette ble gjort ved hjelp av et datasett som også er basert på bank-

informasjon fra Taiwan, i perioden mellom april og september 2005. Datasettet bestod
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av 23 forklaringsvariabler basert på demografi, samt regnskap- og kredittinformasjon om

hver enkelt kunde. Blant annet inngikk variabler som alder, kjønn, sivilstatus, utdanning,

innvilget kredittgrense og tilbakebetalingsstatus på kredittkort per måned. På tvers av de

syv metodene som ble brukt i studien, er tilbakebetalingsstatusen på kredittkortet den

viktigste forklaringsvariabelen. Variabelen inneholder informasjon om en kundes gjelds-

status 1 måned før kredittvurdering og kan dermed sies å fungere som en indikator på

mulig mislighold. Tilsvarende funn har også blitt gjort i studier av Dimitras mfl. (2017) og

Hamori mfl. (2018). Videre fant Sariannidis mfl. (2019), noe overraskende, at fakturabeløp

og summen av tidligere betalinger er mindre viktige.

Selv om det varierer hvilken informasjon som er tilgjengelig for forskere ved utvikling

av kredittvurderingsmodeller (Lessmann mfl., 2015), er det fremdeles likheter i forkla-

ringsvariablene som blir brukt i modellene (Kvamme mfl., 2018). I litteraturen benyttes

ofte informasjon hentet fra blant annet kredittbyråer. Dette er variabler som innehol-

der informasjon om antall utestående og forfalte kontoer, i tillegg til saldo på andre lån.

Videre benyttes gjerne informasjon om enkeltindividers månedlige inntekt, saldo, samt

demografiske variabler som alder og sivilstatus (Kvamme mfl., 2018).
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3 Data

Datasettet vi benytter for å utvikle prediksjonsmodeller er levert av en stor norsk leve-

randør av kredittkort til det norske privatmarkedet. Datasettet består opprinnelig av 47

712 observasjoner, hvor hver observasjon er en person som har fått innvilget kredittkort i

perioden november 2019 til februar 2021.

3.1 Variabler

For hver observasjon er det oppgitt statistisk informasjon om lånsøkeren på søknads-

tidspunktet, gitt ved datasettets 72 forklaringsvariabler. Noen av forklaringsvariablene

baserer seg på data hentet fra eksterne registre, som kjøretøyregisteret, folkeregisteret,

skatteregistret, samt gjeldsregisteret. Dersom lånsøker var kunde hos dataleverandør ved

søknadstidspunktet, er det i tillegg innhentet allerede eksisterende kundeinformasjon. Vi-

dere er resterende forklaringsvariabler basert på informasjon lånsøkerne selv har fylt inn,

data fra kredittbyrå og beregninger gjort både i løpet av søknadsprosessen samt i etter-

tid. Dataen er anonymisert og den eneste personlige karakteristikken ved lånsøkeren er

fødselsår. Av hensyn til dataleverandør er også enkelte variabelnavn anonymisert.

Responsvariabelen i datasettet er en dummyvariabel for hvorvidt en person har mislig-

holdt sin kredittkortgjeld innen ett år etter godkjent kredittkortsøknad eller ikke. I vår

studie defineres mislighold av kredittkortgjeld som at kravet er sendt til inkasso, da dette

er definisjonen vår dataleverandør selv benytter. Vi setter verdien til 1 dersom kreditt-

kortgjelden er misligholdt innen ett år og 0 hvis ikke. Variabelen er basert på data fra og

med januar 2020, til og med desember 2021. Begrunnelsen for den korte utfallsperioden

for mislighold, baserer seg på et ønske fra vår dataleverandør. Deres data tilsier at de

fleste som misligholder, gjør det i løpet av det første året. I det opprinnelige datasettet er

1 182 (2,48%) av de 47 712 observasjonene, klassifisert som misligholdt.

3.1.1 Variabeltransformasjon

For at dataen skal gi gyldige analyseresultater er det nødvendig å behandle datasettet

for å fjerne eventuelle feil, duplikater, mangler og potensielt villedende informasjon. Alle
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variabler er nøye gjennomgått og evaluert, før eventuelle endringer er gjennomført.

Basert på enkelte variabler i det opprinnelige 2 dummyvariabler basert på søknadstids-

punkt, for å innhente mer informasjon om når på døgnet og når i uken søknadene ble sendt

inn. Dummyvariablene lages etter forslag fra vår dataleverandør, da de er interessert i å

vite om søknadstidspunkt er av betydning ved prediksjon av mislighold av kredittkort-

gjeld. Vi lager dummyvariabelen «App_Night» som får verdien 1 dersom søknaden er

sendt inn på natten, noe vi definerer til å være i tidsrommet mellom klokken 22.00 og

07.00. Videre lager vi «App_Weekend» som gir informasjon om kunden har sendt inn

søknaden på en ukedag eller helg. Vi setter verdien til 1 dersom søknaden er sendt inn en

helg, og 0 hvis ikke.

I tillegg foreslo vår dataleverandør å undersøke om antall timer fra en søknad ble mottatt

til den ble godkjent, er av relevant betydning. Vi lager derfor variabelen «Diff_Hour». Va-

riabelverdien beregnes ved differansen mellom søknadstidspunkt og tidspunktet da kunden

signerte søknaden.

Videre har vi en variabel i det opprinnelige datasettet som angir datoen for når en lån-

søker ble kunde hos dataleverandør. Datoen er på formatet yy-mm-dd, og varierer i stor

grad. På dette formatet vil variabelen dermed gi lite informasjon i analysen. Vi lager

derfor en ny variabel, «Year_Customer», som angir antall år lånsøkeren har vært kunde

hos dataleverandør. Verdiene beregnes ved å finne differansen mellom året for det eldste

registrerte kundeforholdet og året da kredittkortsøknaden ble opprettet.

«Age_log» angir logaritmen av lånsøkerens alder. Alderen beregnes ut fra lånsøkerens

fødselsår, definert som datoen for innvilget lån minus fødselsdatoen til personen. Deret-

ter gjennomfører vi en logaritmisk transformasjon av alderen. Dette gjøres for å fjerne

ekstremverdier.

Til slutt har vi «Car», «MC» og «Van». I det opprinnelige datasettet er det tre vari-

abler som angir henholdsvis antall biler, motorsykler og varebiler som en lånsøker har

registrert i bilregisteret. Denne registerdataen oppdateres ikke ved salg av kjøretøy, noe

som fører til at det registrerte antallet sjelden stemmer. Antallet registrerte kjøretøy vil

derfor ofte være kunstig høy og dermed ikke pålitelig ved gjennomførelse av analyser. Vi
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velger derfor å benytte dummyvariabler som en løsning på problemet. Dummyvariablene

angir om lånsøkeren har, eller tidligere har hatt, en eller flere biler/motorsykler/varebiler

i bilregisteret.

For redusere effekten av ekstremverdier velger vi å gjennomføre winsorizing, i likhet med

Shumway (2001). Da winsorizing på 1. og 99. persentil fremdeles gir mange ekstremverdier

i vår data, velger vi heller å winsorize på 5. og 95. persentil slik som Nyitrai og Virág (2019).

Videre benyttes One-Hot-Encoding på alle kategorivariabler da estimeringsteknikkene vi

bruker krever at forklaringsvariablenes verdier er nummeriske. Dette innebærer at hver

kategori innenfor en kategorivariabel, transformeres til en ny variabel med verdier 0 og 1.

3.1.2 Utelatelse av variabler

Fra det opprinnelige datasettet velger vi å utelate to variabler med ID-informasjon, da

disse er unike for hver lånsøker og dermed ikke kan benyttes til prediksjon. Da variablene

er unike, vil de ikke være nyttige for å undersøke hvilke karakteristikker ved lånsøkere

som er sentrale for prediksjon av mislighold av kredittkortgjeld. Videre er det i det opp-

rinnelige datasettet inkludert datovariabler for når søknadene ble opprettet og godkjent.

For begge tilfeller er det inkludert flere variabler, men på ulikt datoformat. Vi velger

derfor kun å inkludere to datovariabler basert på godkjenningstidspunktet. Videre blir

variabelen «Sum_Pledge_Remarks_AMT», altså sum på heftelser, utelatt da tilnærmet

80% av observasjonene er manglende for denne variabelen. Enkelte variabler er utelatt

da informasjonen de gir, også fremgår av andre variabler i datasettet. I tillegg blir alle

observasjoner fra 2021 utelatt fra det endelige datasettet, da det er få observasjoner for

dette året. Totalt slettes 86 observasjoner av denne årsaken. En fullstendig oversikt over

utelatte variabler finnes i appendiks A.8.

3.2 Håndtering av manglende verdier

I det opprinnelige datasettet er det mange manglende verdier. En vanlig måte å håndtere

dette problemet på, er å fjerne alle observasjoner som inneholder manglende verdier (Stu-

denmund & Johnson, 2017, s. 364). Ved å gjennomføre en slik sletting i det opprinnelige

datasettet ville vår data kun bestått av resterende 2 841 observasjoner. En slik håndte-
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ring av manglende verdier er dermed ikke aktuell i vårt tilfelle. I tillegg vil utelatelse av

observasjoner med manglende verdier kunne føre til bias, da analyseutvalget blir redusert.

Det vil dermed ikke lengre være selvsagt at det resterende utvalget er representativt for

populasjonen (Ringdal, 2018, s. 280).

Som en løsning på de nevnte problemene knyttet til de manglende verdiene, benytter

vi matching som tilbøyelighetsanalyse (Propensity Score Analysis). Metoden setter alle

manglende verdier for en observasjon, lik gjennomsnittet av alle liknende observasjoner.

Hva som er liknende observasjoner avgjøres basert på andre forklaringsvariabler som ikke

har manglende verdier for de gjeldende observasjonene og som anses å utgjøre et rime-

lig sammenligningsgrunnlag. Vi velger å inkludere 7 forklaringsvariabler som sammen-

ligningsgrunnlag. Variablene inneholder informasjon om en lånsøkers kredittgrense, må-

nedlig nettoinntekt, antall innslag i gjeldsregisteret, alder, sivilstatus, ansettelsestype og

bosituasjon, hvor de tre sistnevnte er one-hot-encodet.

Algoritmen vi benytter er den ikke-parametriske metoden k-nærmeste naboer (k-NN).

k-NN plotter først alle observasjonene i et utfallsrom (James mfl., 2013, s. 39). Forkla-

ringsvariablene i vårt tilfelle er de 7 ovennevnte variablene. Gitt en observasjon xi, vil

algoritmen først identifisere de K nærmeste observasjonene til xi (James mfl., 2013, s.

39). Avstanden fra xi til de K nærmeste naboene beregnes som regel ved bruk av euklidsk

avstand. Basert på de K nærmeste observasjonene, beregnes gjennomsnittsverdien som

skal erstatte den manglende verdien. Valget av K vil dermed ha stor betydning for hvil-

ken verdi som beregnes. Hvilken K som er optimal, vil i stor grad avhenge av problemet

som skal løses og dermed være en avveining mellom bias og varians (James mfl., 2013, s.

42). Vi velger K lik 5 for kontinuerlige variabler. I tillegg har vi én dummyvariabel hvor

k-NN benyttes. Her benytter vi K lik 1, for å unngå gjennomsnittsverdier mellom de to

kategoriene.

3.3 Håndtering av ubalansert data

Datasettet vi benytter er ubalansert da andelen misligholdt er mindre enn andelen ikke

misligholdt. Dette kan ha en negativ effekt på prediksjonsevnen til maskinlæringsmodel-

ler. En måte å håndtere den ubalanserte dataen på, er å benytte såkalte resampling-
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teknikker (Lessmann mfl., 2015). Dette er teknikker som endrer datasettet slik at andelen

misligholdt kredittkortgjeld blir større (over-sampling) og/eller andelen ikke misligholdt

kredittkortgjeld blir mindre (under-sampling). Slike teknikker kan derimot skape bias i

prediksjonsmodellene siden de trenes på et datasett med et annet forholdstall mellom

misligholdt og ikke misligholdt, sammenlignet med den virkelige verden som modellene

skal brukes på. Vi velger derfor ikke å benytte resampling-teknikker for å håndtere det

ubalanserte datasettet. Dette er i likhet med flere andre studier innenfor økonomisk litte-

ratur som predikerer mislighold eller konkurs: Shumway (2001), Chava og Jarrow (2004),

Tian mfl. (2015), Tian og Yu (2017), Provenzano mfl. (2020) og Paraschiv mfl. (2021).

3.4 Endelig datasett

Det endelige datasettet som blir brukt til å utvikle prediksjonsmodeller i denne master-

oppgaven består dermed av 47 625 observasjoner og 106 forklaringsvariabler. Det er totalt

1 179 observasjoner som er klassifisert som misligholdt, tilsvarende en andel på 2,48%.

Andelen misligholdt er dermed ikke redusert fra det opprinnelige datasettet. En oversikt

over alle variablene som inngår i det endelige datasettet finnes i appendiks A.1.
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4 Metode

I dette kapittelet vil vår forskningsmetode presenteres. Først vil metoden som benyttes for

kryssvalidering gjennomgås i delkapittel 4.1. Delkapittel 4.2 presenterer LR og XGBoost,

som brukes til å estimere kredittvurderingsmodeller i denne oppgaven. Videre presenteres

metodene som benyttes for å analysere variablenes viktighet, hvor LASSO benyttes med

LR og SHAP med XGBoost. Evalueringsmålene som benyttes i studien beskrives i 4.4,

før vi avslultningsvis gjennomgår optimaliseringen av hyperparametere i 4.5.

4.1 Datainndeling og kryssvalidering

Ved modellestimering er det en risiko for overtilpasning. Dette innebærer at modellen

tilpasses for godt med treningsdata, og det er dermed fare for at modellen lærer mønster i

data som er urelevant. En slik overtilpasset modell vil gi unøyaktige estimater dersom den

benyttes på nye data, altså data som ikke er en del av treningssettet (James mfl., 2013, s.

32). For å unngå overtilpasning bruker vi k-fold kryssvalidering (James mfl., 2013, s. 248)

og forward validation (Ladyzynski mfl., 2013, s. 447) til å trene modellene.

Ved forward validation deles dataen i trening- og testsett på en slik måte at førstnevnte

kun inneholder data som har forekommet før dataen i testsettet. Slik sørger vi for at

modellene tilpasses data fra fortiden, for å predikere fremtiden. Videre kan vi enten velge

å trene modellene ved å benytte all data som er tilgjengelig eller kun den nyeste dataen.

Disse teknikkene kalles henholdsvis Expanding Window og Rolling Window (Brownlee,

2016b). Slik som Paraschiv mfl. (2021), velger vi å benytte Rolling Window da vi ønsker

at modellene skal være sammenlignbare for de ulike tidsperiodene. Dette illustreres i

appendiks A.2.

I likhet med West (2000) og Akkoç (2012) benytter vi 10-fold kryssvalidering. Vi deler

derfor det endelige datasettet i 10 perioder. Hver periode består av 5 måneder, hvor de

4 første utgjør treningssettet og den siste utgjør testsettet. I den første perioden består

treningssettet av observasjoner fra 1.november 2019 til 29.februar 2020, mens testsettet

består av observasjoner fra mars 2020. For hver periode beveger vi oss én måned frem. I

periode 2 består dermed treningssettet av observasjoner fra 1.desember 2020 til 31.mars
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2020, mens testsettet inneholder observasjoner fra april 2020. For hver periode trener vi en

modell ved bruk av treningssettet og evaluerer modellens prediksjonsevne på treningssettet

samt testsettet.

4.2 Estimeringsteknikker

4.2.1 Logistisk regresjon

LR produserer sannsynligheten for at den avhengige variabelen Y tilhører en gitt kategori

(James mfl., 2013, s. 132), som i vår studie er mislighold (Y=1) og ikke mislighold (Y=0).

Vektoren for de predikerte sannsynlighetene for mislighold ⃗̂y = {ŷn}n=1,...,N ∈ [0, 1]N er

gitt ved (Paraschiv mfl., 2021):

⃗̂y = ι⃗⊘
(⃗
ι+ exp

(
−Xβ⃗ − ι⃗β0

))
(1)

Vi har at X = {x(n,i)}n=1,...,N,i=1,...,I er en matrise av verdier for forklaringsvariablene i fra

datasettet n, β⃗ = {βi}i=1,...,I er en vektor av koeffisienter, β0 er konstantleddet, ι⃗ er en

N × 1 vektor av enere, og ⊘ står for Hadamard-divisjon. Vi ser bort fra tidsindeksene for

å gjøre tolkningen av likningen enklere (Paraschiv mfl., 2021).

Videre benyttes sannsynlighetsmaksimeringsprinsippet for å estimere koeffisientene til de

ukjente forklaringsvariablene (James mfl., 2013, s. 133). Koeffisientene β⃗ og β0 estimeres

ved å minimere den negative av logit-funksjonen ℓ(β⃗, β0) som er gitt ved (Paraschiv mfl.,

2021):

ℓ(β⃗, β0) =
N∑

n=1

[
y⃗ ⊙

(
Xβ⃗ + ι⃗β0

)
− log

(⃗
ι+ exp

(
Xβ⃗ + ι⃗β0

))]
(2)

Hvor y⃗ = {yn}n=1,...,N ∈ {0, 1}N er vektoren med de faktiske klassifikasjonene av mis-

lighold eller ikke-mislighold, og ⊙ står for Hadamard-produktet. Videre benyttes Wald-

statistikk til å bestemme koeffisientenes z-verdier som avgjør om variablene er signifikante

eller ikke (Paraschiv mfl., 2021).
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Formålet er å velge koeffisienter for de uavhengige variablene slik at den predikerte sann-

synligheten for mislighold for hver enkelt observasjon, blir så nær kundens faktiske mis-

ligholdsstatus som mulig. Når vi setter de estimerte koeffisientene inn i LR-modellene,

skal utfallsverdien dermed gi et tall nær 1 for kunder som har misligholdt og nær 0 for

kunder som ikke har misligholdt (James mfl., 2013, s. 133). Dette betyr at vi kan benytte

regresjonskoeffisientene fra LR-modellene til direkte å tolke hvor stort bidrag hver enkelt

variabel har på prediksjonen.

4.2.2 XGBoost

XGBoost er et skalerbart maskinlæringssystem for tre-boosting, utviklet av T. Chen og

Guestrin (2016). Metoden baseres på desisjonstrær og implementerer rammeverket til

Gradient Boosting. Teknikken er benyttet av mange dataanalytikere i diverse utfordringer

knyttet til maskinlæring og datareduksjon (T. Chen & Guestrin, 2016).

Enkelt forklart innebærer bygging av desisjonstrær to steg. Først deles utfallsrommet, som

er et sett av mulige verdier for alle de I uavhengige variablene X1,..., Xi, i T distinkte

og ikke-overlappende regioner, R1,..., Rt. Inndelingen av regioner skjer basert på regler

som angir hvordan inndelingen skal foregå. Reglene kan summeres i en trestruktur, derav

navnet desisjonstrær (James mfl., 2013, s. 303). Etter at regionene R1,..., Rt er laget,

kan prediksjoner gjennomføres for observasjonene i testsettet. Dette vil være steg to i

prosessen. Steget innebærer at hver observasjon som faller i region Rt, får tildelt den

samme predikerte verdien (James mfl., 2013, s. 306). Ved klassifikasjon predikeres hver

observasjon i samme region Rt, til den mest forekommende klassen av observasjonene i

treningssettet (James mfl., 2013, s. 311). Slike desisjonstrær benyttes som svake modeller

i Gradient Boosting (Brownlee, 2016a).

Gradient Boosting ble først introdusert av Friedman (2001), og er en av de kraftigste

maskinlæringsteknikkene for å lage prediksjonsmodeller (Nguyen mfl., 2021). Gradient

Boosting består av tre elementer: en forhåndsbestemt tapsfunksjon, en svak modell og en

additiv modell. Tapsfunksjonen er et mål på hvor gode modellens koeffisienter er tilpasset

dataen (Nguyen mfl., 2021). I vårt tilfelle vil tapsfunksjonen være et mål på hvor god

modellen er på å klassifisere mislighold. Videre benyttes svake modeller for å gjennomføre
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prediksjoner og en additiv modell for å legge til de svake modellene for å minimere taps-

funksjonen (Brownlee, 2016a). Disse svake modellene trenes sekvensielt, hvor hver modell

trenes ved bruk av informasjon fra modellen ved forrige iterasjon. For hver iterasjon benyt-

tes de svake modellene til å minimere tapsfunksjonen. Dette innebærer at det inkluderes

et feilledd som den svake modellen ikke klarer å forklare. Ved neste iterasjon legges det til

en ny modell som reduserer dette feilleddet. Videre blir den nye svake modellen lagt til i

tapsfunksjonen for å oppdatere feilleddene. På denne måten fortsetter modellen å forbedre

seg gradvis for hver iterasjon. Til slutt summeres de estimerte prediksjonene over alle de

trente svake modellene, som gir den endelige modellen (James mfl., 2013, s. 321).

XGBoost er en avansert versjon av Gradient Boosting. En av fordelene med XGBoost er at

metoden inkluderer et ledd for regularisering i modellformuleringen, noe som kontrollerer

overtilpasning bedre enn hva Gradient Boosting gjør. Dette medfører at modellenes pre-

diksjonsevne blir bedre (T. Chen, 2015). Videre er skalerbarheten til XGBoost en viktig

faktor for hvorfor denne metoden er veldig suksessfull. Sammenlignet med andre populære

metoder, kjøres XGBoost mer enn ti ganger raskere. Dette skyldes flere viktige systemer

og algoritmiske optimaliseringer (T. Chen & Guestrin, 2016). Blant annet benytter XG-

Boost alle kjernene til datamaskinens prosessor for å trene modellene. Slik bruker metoden

mindre tid og dataressurser til å trene modeller og gjennomføre prediksjoner (Jorly, 2021).

En klar svakhet ved metoden er derimot vankeligheten med å tolke variablenes bidrag på

prediksjonen, da modeller estimert med XGBoost er svarte bokser. Det er derfor nyttig

å benytte en metode for analyse av variabelviktighet sammen med XGBoost, for å gjøre

resultatet tolkbart (Sagi & Rokach, 2021). For en mer detaljert utledning av XGBoost, se

T. Chen og Guestrin (2016).

4.3 Metoder for analyse av variabler

Ved prediksjon av mislighold av kredittkortgjeld er det ikke bare modellenes prediksjons-

evne som er av betydning. Det er i tillegg ønskelig med modeller som forklarer resultatet

og som dermed er tolkbare (James mfl., 2013, s. 17-20). I mange tilfeller presterer komplek-

se, gjerne lite tolkbare maskinlæringsmodeller, bedre enn de mer tolkbare og tradisjonelle

LR-modellene. Dette har ført til en avveining mellom treffsikkerhet og tolkbarhet. Som

25



en løsning på dette problemet har det blitt et økt fokus på metoder for variabelviktighet,

som indikerer hvilke variabler som er av betydning og ikke. Slike metoder kan benyttes

for bedre å forstå og tolke prediksjonene fra avanserte maskinlæringsmodeller (Aas mfl.,

2021).

4.3.1 LASSO

LASSO ble gjort populær som metode av Tibshirani (1996). Teknikken innlemmer va-

riabelseleksjon som en del av modelltreningen (Paraschiv mfl., 2021). LASSO trener en

modell som inkluderer alle uavhengige variabler, men med et straffeledd proposjonalt

med koeffisientverdiene som gjør at enkelte koeffisienter krympes til null. På denne måten

eliminerer teknikken de forklaringsvariablene som ikke har noen betydning (Tibshirani,

1996). Vi benytter derfor LASSO for å ekskludere irrelevante forklaringsvariabler før vi

estimerer de endelige LR-modellene.

Ved bruk av LASSO, estimeres koeffisientene β og β0 ved å minimere følgende i trenings-

settet (Paraschiv mfl., 2021):

− ℓ(β⃗, β0) + λ||β⃗||1 (3)

ℓ(β⃗, β0) er den samme logit-funksjonen som er gitt i likning 2. Videre er λ en positiv

hyperparameter og ||β⃗||1 er l1-regulariseringen av β⃗, tilsvarende
∑I

i=1 βi. Det er hyperpa-

rameteren λ som avgjør hvor mye det straffer seg å inkludere flere uavhengige variabler

i modellen (Paraschiv mfl., 2021). Dersom λ er tilstrekkelig stor, vil straffeleddet bli så

dominerende at alle de estimerte koeffisientene settes til 0. Valget av λ-verdien vil dermed

være av avgjørende betydning for resultatene fra LASSO. For å få best mulige estima-

ter er det dermed vanlig å benytte kryssvalidering for å finne den optimale λ-verdien

(Tibshirani, 1996). Vi vil forklare hvordan dette gjøres i vår studie i delkapittel 4.5.

4.3.2 SHAP

SHAP ble utledet av Lundberg og Lee (2017). Metoden benyttes for å forklare hvordan

en svart boks har kommet frem til individuelle prediksjoner, ved å beregne hver enkelt

variabel sitt bidrag på prediksjonen (Molnar, 2022, kap. 9.6.1). SHAP er dermed ikke en
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metode for variabelseleksjon, men en metode som kan benyttes for å analysere variabel-

viktighet. En klar fordel med SHAP er at metoden kan benyttes til å tolke både lokal og

global variabelviktighet (Aas mfl., 2021). Videre utfører SHAP raske beregninger, spesielt

for trebaserte modeller (Molnar, 2022, kap. 9.6.10). Vi velger dermed å benytte SHAP for

å tolke XGBoost-modellene, da XGBoost fungerer som en svart boks.

SHAP bygger på spillteori og såkalte Shapley-verdier, introdusert av Shapley (1953).

Metoden ble opprinnelig brukt for å tildele utbytte til hver enkelt spiller, basert på deres

bidrag til det totale utbyttet (Molnar, 2022, kap. 9.6.1). Shapley-verdiene bygger på en

antakelse om at spillerne samarbeider og danner koalisjoner (Aas mfl., 2021). En spiller j

kan dermed forvente å motta et utbytte gitt ved:

ϕj(v) = ϕj =
∑

S⊆M\{j}

|S|!(M − |S| − 1)!

M !
(v(S ∪ {j})− v(S)), j = 1, ...,M (4)

Dette tilsvarer det vektede gjennomsnittet over alle grupper S av spillere, hvor spiller j

ikke er inkludert (Aas mfl., 2021). Shapley-verdier vil dermed være det gjennomsnittlige

marginale bidraget for en bestemt variabel, på tvers av alle mulige koalisjoner. For den

gitte forklaringsvariabelen som ønskes undersøkt gjennomføres det en prediksjon, først

med og deretter uten denne forklaringsvariabelen. Dette gjøres for alle mulige koalisjoner,

for å finne det gjennomsnittlige marginale bidraget (Molnar, 2022, kap. 9.5.1).

Logikken fra spillteorien og Shapley-verdier legger grunnlaget for maskinlæringsmetoden

SHAP (Lundberg & Lee, 2017). Arbeidsoppgaven maskinlæringsalgoritmen skal løse, anses

her som spillet. Videre defineres den enkelte prediksjonen som utbytte, mens forklarings-

variablene utgjør spillerne (Aas mfl., 2021). SHAP kan formuleres ved følgende formel

(Lundberg & Lee, 2017):

g (z′) = ϕ0 +
M∑
j=1

ϕjz
′
j (5)

Hvor g er forklaringsmodellen, definert som enhver tolkbar tilnærming til den originale

og gjerne komplekse modellen. Videre er z′ ∈ {0, 1}M koalisjonsvektoren, M er antall

forenklede forklaringsvariabler og ϕi ∈ R er Shapley-verdiene (Lundberg & Lee, 2017).
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For å vurdere variablenes globale variabelviktighet benytter vi såkalte SHAP-plott for

hver periode, vedlagt i appendiks A.6. Y-aksen viser de 40 viktigste variablene i den gitte

perioden, sortert etter variabelviktighet. Ved siden av variabelnavnene angis variablenes

SHAP-verdi, som tilsvarer det gjennomsnittlige bidraget en gitt variabel har på predik-

sjonen av mislighold av kredittkortgjeld. En høy verdi indikerer at en variabel bidrar mye

i prediksjonen av mislighold, mens en lav verdi indikerer at variabelen bidrar lite i predik-

sjonen. Videre representerer hver prikk i plottet, én observasjon fra datasettet. Fargene i

plottet angir observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen

viser observasjonenes SHAP-verdier (Lundberg, 2018). Basert på dette, kan vi tolke om

variabelen bidrar mest i retning misligholdt eller ikke misligholdt.

Videre vurderes variablenes lokale variabelviktighet av plottene vedlagt i delkapittel 5.3.

Plottene angir SHAP-verdier for de 10 forklaringsvariablene som har størst bidrag på

prediksjonen av mislighold for en gitte observasjon. Plottet gir dermed en forklaring på

hvorfor en observasjon er predikert til misligholdt eller ikke misligholdt.

4.4 Evalueringsmål

4.4.1 AUC

For å evaluere prediksjonsevnen til de estimerte modellene, benytter vi Area Under the

Receiver Operating Characteristic Curve (AUC) både på trenings- og testsettet. I tillegg

benytter vi AUC som evalueringsmål i optimaliseringen av hyperparametere. AUC er et

mye brukt evalueringsmål (Kvamme mfl., 2018). Spesielt har AUC vist seg å være et nyttig

evalueringsmål når det er stor ubalanse mellom klassene i datasettet, slik det gjerne er ved

prediksjon av mislighold av kredittkortgjeld. AUC er i slike tilfeller å foretrekke fremfor

enklere evalueringsmål som treffsikkerhet, da AUC ikke vil gi skjeve estimater (Brzezinski

& Stefanowski, 2017). AUC representerer arealet under grafen når ekte positivrate plottes

mot falsk positivrate på tvers av alle observasjoner, summert over alle mulige terskelver-

dier (James mfl., 2013, s. 147). AUC ∈ [0.5, 1], hvor høyere verdi indikerer at modellen

har bedre prediksjonsevne (Paraschiv mfl., 2021). Basert på Hosmer mfl. (2013) anser vi

AUC ∈ [0.7, 0.8) som en akseptabel modell, AUC ∈ [0.8, 0.9) som utmerket og AUC ≥

0.9 som fremragende.
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4.4.2 Brier Score

I tillegg til AUC velger vi å benytte Brier (1950) Score for å evaluere de endelige pre-

diksjonsmodellene, både på trening- og testdata. Vi velger å benytte to evalueringsmål

av ulik type, da ulike typer evalueringsmål kan gi ulik fremstilling av modellers predik-

sjonsevne (Lessmann mfl., 2015). Brier Score er et mål på den gjennomsnittlige kvadrerte

avstanden mellom den predikerte sannsynligheten knyttet til mulige utfall for et sett med

forklaringsvariabler og det faktiske utfallet (Paraschiv mfl., 2021). Brier Score er dermed

et evalueringsmål på modellers nøyaktighet (Lessmann mfl., 2015) og ønskes dermed så

lav som mulig (Brier, 1950). Brier Score er ifølge Lessmann mfl. (2015) sin litteratur-

gjennomgang mindre brukt innen kredittvurdering, enn AUC. Evalueringsmålet er likevel

blitt benyttet i blant annet Kvamme mfl. (2018) sin studie om kredittvurdering, samt

Paraschiv mfl. (2021) sin studie om konkursprediksjon.

4.5 Optimalisering av hyperparametere

Før vi kan trene modellene, må vi optimalisere modellenes hyperparametere. Dette gjøres

på treningsdata da beregning av prediksjonsevne på samme data som modellene trenes

på, vil gi et unøyaktig mål på hvor bra modellene faktisk er. Optimalisering innebærer å

finne den kombinasjonen av verdier for hyperparametere som gir den modellen med best

prediksjonsevne på testsettet. Hyperparameterne må optimaliseres for hver enkelt modell,

da de kontrollerer kompleksiteten ved modellene. Dette betyr at hyperparameterne for den

beste modellen i et datasett, ikke vil gjelde i et annet datasett (Koehrsen, 2018). I dette

kapittelet beskrives hvordan vi optimaliserer hyperparametere i LASSO og XGBoost.

4.5.1 Optimalisering i LASSO

Ved gjennomførelse av LASSO optimaliserer vi λ, hvor vi benytter gridsøk som metode.

Dette innebærer at det først blir laget et grid (rutenett) med ulike verdier for λ. Lengden

på gridet er satt til 100 verdier, hvor den laveste verdien er definert som 10−2 og høyeste

verdi er 102. Videre benyttes k-fold kryssvalidering, med k = 3, til å vurdere de ulike

λ-verdiene i gridet. Én fold benyttes som valideringssett, mens de 2 resterende benyttes

for å trene modellen med valgt λ-verdi (James mfl., 2013, s. 181). Den trente model-
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len blir evaluert på valideringssettet ved bruk av AUC. Dette gjøres for hver fold, hvor

ulike valideringssett benyttes hver gang. For hver λ-verdi i gridet, beregnes modellenes

gjennomsnittlige AUC for alle de tre valideringssettene. Prosessen er illustrert i figur 2.

Figur 2: Kryssvalidering for å finne optimal λ (scikit-learn, 2017)

Ettersom straffeleddet i LASSO øker med økende λ, vil antallet variabler i modellene

reduseres ved en høyere λ-verdi. Vi velger derfor å sammenligne tre ulike verdier for λ

med tilhørende AUC-verdi, for å avgjøre hvilken λ-verdi vi videre benytter i estimeringen

av LR-modellene. Vi benytter AUC-plott, vedlagt i appendiks A.3, for å vurdere verdiene.

Plottene viser AUC mot log(λ), gitt ved kryssvalideringen for de ulike periodene. Streken

lengst til venstre i plottene representerer den λ-verdien som gir høyest gjennomsnittlig

AUC-verdi på valideringssettet. Videre angir den midterste streken den største verdien

av λ hvor den gjennomsnittlige AUC-verdien er innenfor 1 standardfeil fra AUC-verdien

til den førstnevnte λ-verdien (S.-H. Lee, 2021). λ-verdien som representeres av streken til

høyre beregnes likt som sistnevnte, men med 1,5 standardfeil. AUC-plottene gir i tillegg

en indikasjon på hvor mange forklaringsvariabler som blir valgt av LASSO for de ulike

λ-verdiene. Videre lager vi LASSO-stiplott, vedlagt i appendiks A.3, basert på den valgte

λ-verdien. Disse illustrerer hvilke forklaringsvariabler som ikke blir satt til 0 av LASSO i

de ulike periodene.

4.5.2 Optimalisering i XGBoost

For XGBoost-modeller anbefales det, ifølge Saraswat (2016), å optimalisere hyperparame-

terne i tabell 1. Det anbefales å optimalisere alpha dersom det er behov for at algoritmen

skal kjøre raskere på grunn av høydimensjonalitetsdata (Saraswat, 2016). Dette er derimot
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ikke tilfellet i vår data. Videre velger vi ikke å optimalisere lambda da dette som oftest

ikke gjennomføres i XGBoost-modeller (Jain, 2016). Vi velger derfor å optimalisere alle

hyperparameterne oppgitt i tabellen, utenom alpha og lambda.

Tabell 1: Hyperparametere i XGBoost

Hyperparameter Beskrivelse

Alpha Kontrollerer L1-regularisering. Benyttes til variabelseleksjon.

Eta Kontrollerer læringshastigheten, dvs. hvor raskt modellen lærer seg mønster i data.

Gamma Kontrollerer regularisering. Benyttes til å unngå overtilpasning.

Lambda Kontrollerer L2-regularisering. Benyttes til å unngå overtilpasning.

Max depth
Kontrollerer dybden av modellen. Større dybde gir mer komplekse modeller og

høyere sannsynlighet for overtilpasning.

Min child weight
Kontrollerer overtilpasning ved å blokkere for potensielle interaksjoner mellom

forklaringsvariabler.

Nrounds Maksimalt antall iterasjoner, dvs. maks antall desisjonstrær som skal lages.

Subsample Kontrollerer antall observasjoner som knyttes til modellen.

For å optimalisere de resterende hyperparameterne, velger vi å benytte Bayesiansk Op-

timalisering (BO). Flere studier har vist at dette er en bedre metode for optimalisering

av hyperparametere i XGBoost-modeller sammenlignet med teknikker som gridsøk, til-

feldig og manuell søk (Bergstra mfl., 2015; Xia mfl., 2017; Mushava & Murray, 2022).

Dette innebærer at vi trener flere modeller, før den beste kombinasjonen av hyperpara-

metere velges. Den beste kombinasjonen tilsvarer antall iterasjoner der det ikke er noen

signifikant økning i AUC (Mushava & Murray, 2022). Vi velger å sette maksimalt antall

iterasjoner lik 10 000, i tillegg til et stoppkriterie lik 50. Metoden vil dermed trene opp

til 10 000 modeller, gitt en forbedring i AUC. Dersom AUC ikke forbedres på 50 model-

ler, vil treningen av modellene stoppes (Nugent, 2018). En oversikt over de optimaliserte

hyperparameterne finnes i appendiks A.5.
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5 Resultater

5.1 Variabelviktighet

5.1.1 LASSO

Den relative betydningen av forklaringsvariablene valgt av LASSO i de 10 periodene, kan

analyseres ved LASSO-stiplottene og de tilhørende AUC-plottene vedlagt i appendiks A.3.

Samtlige AUC-plott indikerer at LASSO velger flest forklaringsvariabler for λ-verdien som

maksimerer AUC, gitt ved de stiplede linjene lengst til venstre i plottene. Da vi ønsker

å analysere variabelviktigheten, er det fordelaktig å redusere antall forklaringsvariabler

uten å svekke modellenes prediksjonsevne i vesentlig grad. Av plottene ser vi at antall

forklaringsvariabler valgt av LASSO reduseres dersom λ-verdiene gitt ved streken i midten

og til høyre heller benyttes, uten at AUC svekkes i noen betydelig grad. Ettersom vi ønsker

færrest mulig forklaringsvariabler, velger vi å benytte λ-verdien gitt ved streken til høyre.

LASSO-stiplottene lages basert på den valgte λ-verdien i de enkelte periodene. For å gjø-

re plottene tolkbare velger vi kun å inkludere forklaringsvariablene som ikke blir satt til

0 av LASSO for den valgte λ-verdien i de ulike periodene. Variabler som inkluderes i

LASSO-stiplottene ved høyere verdier av λ har sterkere forklaringskraft. Variabler som

inkluderes lengre mot høyre i stiplottene indikerer dermed en høyere relativ variabelvik-

tighet. Figurene viser at «RegisteredDebtByIncome» er den klart viktigste variabelen i

samtlige perioder.

Tabell 4 i appendiks A.4 viser en oversikt over forklaringsvariablene som blir valgt av

LASSO i hver av de 10 periodene. Tabellen er sortert slik at variablene som blir valgt i alle

de 10 periodene kommer først. Deretter følger resterende forklaringsvariabler i synkende

rekkefølge basert på antall perioder de blir valgt av LASSO. Variablene LASSO velger,

benyttes videre til å trene en LR-modell for hver periode. Overordnet velger LASSO totalt

ut 55 variabler, på tvers av de 10 periodene. 14 av disse forklaringsvariablene blir kun

valgt i én periode, mens 13 blir valgt i kun 2 perioder. Det er likevel også 7 variabler som

blir valgt i alle de 10 periodene, samt 2 variabler som blir valgt i alle perioder utenom

én. I den ene perioden hvor «Homeowner_NoHouseOrCoop» ikke blir valgt av LASSO,
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blir «Homeowner_HouseOrCoop» valgt. Begge disse variablene representerer hvorvidt

en lånsøker eier hus eller eiendom i borettslag med boliglån hos dataleverandør. Dette

indikerer at LASSO velger variabler som måler det samme aspektet ved lånsøkeren.

I tabell 4 er de estimerte koeffisientverdiene fra LR-modellene oppgitt, samt de tilhørende

z-verdiene. Vi definerer alle variabler med signifkansnivå på 5% eller lavere, som signfi-

kante variabler. Av de totalt 7 forklaringsvariablene som blir valgt i alle perioder, er det

«Student_Loan_AMT», «RegisteredDebtByIncome» og «Habitation_Renter» som er sig-

nifkante i samtlige. Videre er «AppliedByGranted» og «Age_log» signifkante i totalt 9 av

10 perioder, mens «Net_Income_AMT» og «App_Night» er signifikante i 8 perioder. Det

er ikke et entydig mønster når det gjelder hvilke perioder forklaringsvariablene er signif-

kante og ikke. Videre er det verdt å merke seg at «Homeowner_NoHouseOrCoop», som blir

valgt ut i 9 perioder, kun er signifikant i én av disse periodene. «Habitation_Homeowner»,

som blir valgt av LASSO i 6 av 10 perioder, er ikke signifikant i noen av de utvalgte peri-

odene. «Employment_SocialSecurity», som blir valgt i 3 perioder og som også har høye

standardiserte koeffisientverdier, er heller ikke signifkant i noen av de utvalgte periodene.

Det er i tillegg enkelte andre variabler som ikke er signifkante i noen av de utvalgte peri-

odene. Flesteparten av disse ikke-signifkante variablene er variabler som kun blir valgt av

LASSO i én periode. Resterende forklaringsvariabler er signifkante i alle utvalgte perioder

eller, gjeldende for de fleste, signifkante i utvalgte perioder med unntak av 1 til 2 perioder.

5.1.2 SHAP

I appendiks A.6 har vi vedlagt SHAP-plott for hver periode. Disse gir informasjon om vari-

ablenes gjennomsnittlige SHAP-verdier i hver periode, og hvorvidt de bidrar til prediksjon

av mislighold eller ikke mislighold. Videre viser figur 3 alle variabler med tilhørende stan-

dardiserte SHAP-verdier for de ulike periodene. Verdiene er standardisert mellom 0 og

100. Verdien 100 er tildelt de variablene som ifølge SHAP har høyest variabelviktighet

i de enkelte periodene. De resterende variablene er satt til en verdi mellom 0 og 100,

tilsvarende den prosentvise viktigheten i forhold til den viktigste variabelen i den gitte

perioden. Dette illustreres også ved bruk av farger, der høyere verdi gir mørkere blåfarge.

Variabler med verdi lik 0 i alle perioder er ekskludert fra tabellen.
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Figur 3: Standardiserte SHAP-verdier

Vi ser at «Total_Incoming_AMT» anses som en viktig variabel da den stort sett har

høye standardiserte SHAP-verdier i alle periodene, og hvor den laveste verdien er på

50,847. Videre ser vi også at « Age_log», «Net_Income_AMT», «Total_Tax_AMT»,

«Transactions_Num» og «Wealth_AMT» anses som stabilt viktige variabler da de har
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høye standardiserte SHAP-verdier i de fleste periodene. «DebtRegisterIELA», «Registe-

redDebtByIncome» og «Debt_Ratio_AMT» er derimot kun blant de viktigste variablene

i enkelte perioder, da de har SHAP-verdier mellom 70 og 100 for henholdsvis 5, 3 og 2

perioder. Videre ser vi at «Student_Loan_AMT» og «Diff_Hour» er relativt stabile, da

de har middels høye SHAP-verdier for alle perioder. Enkelte variabler har SHAP-verdier

over 0 i kun noen få perioder. Dette gjelder blant annet «App_Night», «Channel_Web»,

«DebtRegisterRepaymentLoanNum» og «Method_Predefined». Disse har kun verdier over

0 for 2-3 perioder, hvor verdiene er lave.

5.2 Modellprediksjon

Tabell 2 viser modellenes prediksjonsevne på trenings- og testsettet målt med AUC og

Brier Score, for hver enkelt periode. I tillegg er den prosentvise forskjellen i prediksjonsevne

mellom LR- og XGBoost-modellene for hver periode1 inkludert. Forskjellene er større på

treningssettene, sammenlignet med testsettene. Videre indikerer evalueringsmålene at LR-

modellene stort sett presterer bedre enn XGBoost-modellene.

Tabell 2: Evaluering av modellenes prediksjonsevne på trenings- og testdata

AUC - Trening AUC - Test Brier - Trening Brier - Test

Logistisk XGboost Endring i % Logistisk XGboost Endring i % Logistisk XGboost Endring i % Logistisk XGboost Endring i %

Periode 1 0,8030 0,9580 19,30 % 0,7987 0,7914 -0,91 % 0,0195 0,0144 -26,15 % 0,0264 0,0262 -0,76 %

Periode 2 0,8128 0,9513 17,04 % 0,8521 0,8513 -0,09 % 0,0212 0,0155 -26,89 % 0,0253 0,0253 0,00 %

Periode 3 0,8181 0,9566 16,93 % 0,8253 0,8086 -2,02 % 0,0219 0,0156 -28,77 % 0,0197 0,0206 4,57 %

Periode 4 0,8222 0,9571 16,41 % 0,753 0,8235 9,36 % 0,0225 0,0161 -28,44 % 0,0211 0,0218 3,32 %

Periode 5 0,8170 1,0000 22,40 % 0,7946 0,7634 -3,93 % 0,0226 0,0031 -86,28 % 0,0317 0,0336 5,99 %

Periode 6 0,8360 1,0000 19,62 % 0,8014 0,7485 -6,60 % 0,0235 0,002 -91,49 % 0,0281 0,0321 14,23 %

Periode 7 0,8329 0,9580 15,02 % 0,7284 0,7604 4,39 % 0,0241 0,0173 -28,22 % 0,0219 0,0228 4,11 %

Periode 8 0,8197 0,9659 17,84 % 0,8174 0,8156 -0,22 % 0,0242 0,0164 -32,23 % 0,0221 0,0239 8,14 %

Periode 9 0,8357 0,9683 15,87 % 0,8190 0,8145 -0,55 % 0,0245 0,0163 -33,47 % 0,0225 0,0237 5,33 %

Periode 10 0,8144 0,9663 18,65 % 0,7850 0,7892 0,54 % 0,0228 0,0159 -30,26 % 0,0308 0,0331 7,47 %

1De prosentvise forskjellene viser LR-modellenes verdier i forhold til XGBoost-modellenes verdier
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5.2.1 Logistisk regresjon

For LR-modellene varierer AUC fra 0,803 til 0,836 på treningssettet, og fra 0,7284 til

0,8521 på testsettet. Sammenlignet med treningssettet, reduseres AUC på testsettet for

enkelte perioder, mens den øker for andre. Modellenes prediksjonsevne er akseptable til

utmerket da AUC-verdiene på testsettet ligger innenfor [0.7, 0.9).

Modellenes prediksjonsevne målt med Brier Score varierer fra 0,0195 til 0,0245 på tre-

ningssettet, og fra 0,0197 til 0,0317 på testsettet. I likhet med AUC, varierer det om

verdiene for Brier Score på testsettet er større eller mindre enn verdiene på treningsset-

tet. Resultatene gitt ved Brier Score samsvarer med resultatene gitt ved AUC.

5.2.2 XGBoost

XGBoost-modellenes prediksjonsevne målt med AUC varierer fra 0,9513 til 1,000 på tre-

ningssettet, og fra 0,7485 til 0,8513 på testsettet. AUC-verdiene på treningssettet er spe-

sielt høye. Resultatene er å forvente da XGBoost er en svært fleksibel estimeringsteknikk.

AUC-verdiene på testsettet viser at XGBoost-modellenes prediksjonsevne er akseptable

til utmerket.

Verdiene for Brier Score varierer fra 0,002 til 0,0173 på treningssettet, og fra 0,0206 til

0,0336 på testsettet. Dette stemmer overens med resultatene gitt med AUC.

5.3 Tolkning av svarte bokser

For at prediksjonsmodeller estimert ved bruk av svarte bokser skal kunne benyttes til

kredittvurdering, må de møte kravene som stilles i personopplysningsloven. Vi benytter

SHAP for lokal tolkning av prediksjonene gjort med XGBoost-modellen i periode 1, for to

observasjoner. Dette illustreres i figur 4 og 5. Vi velger å inkludere de 10 variablene med

høyest variabelviktighet for hver av de individuelle prediksjonene. Figurene viser i tillegg

de sanne variabelverdiene.
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Figur 4: Låntaker A (Y=1)

Figur 5: Låntaker B (Y=0)

Den øverste figuren illustrerer variablene som har størst bidrag på det predikerte utfallet

for låntaker A, altså mislighold. De sanne variabelverdiene til de 3 viktigste variable-

ne tilsier at dette er en 23 år gammel låntaker med et rentebærende beløp på kr 41

483 registrert i gjeldsregisteret og med totalt kr 1 462 127 som innkommende beløp på

konto de siste 6 månedene. Av de 10 viktigste variablene, er det totalt 6 variabler som
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bidrar i den predikerte retningen. «DebtRegisterIELA» er variabelen som bidrar mest

i retning mislighold, etterfulgt av «Age_log» og «RegisterDebtByIncome». I tillegg bi-

drar også «Net_Income_AMT», «Mortgages_AMT» og «SFLI_AMT» i retning mislig-

hold, alle med SHAP-verdier rundt +0,3. Variabelen med høyest variabelviktighet, «To-

tal_Incoming_AMT», bidrar derimot i retning ikke mislighold. «Transactions_Num»

bidrar minst på det predikerte utfallet av de topp 10 viktigste variablene.

Figur 5 viser hvilke variabler som bidrar mest i prediksjonen for en gitt låntaker som

ikke har misligholdt. Dette er en 48 år gammel låntaker som blant annet har SFLI lik

1,65, totalt kr 201 734 som innkommende beløp på konto de siste 6 månedene, samt

en gjeldsgrad på 2,93. Vi ser at 7 variabler bidrar i retning ikke mislighold, mens kun

3 variabler bidrar i retning mislighold. For denne låntakeren er det «SFLI_AMT» som

har størst bidrag på prediksjonen, i retning ikke mislighold. Den nest viktigste varia-

belen, «Total_Incoming_AMT», bidrar derimot i motsatt retning. Videre bidrar «De-

bt_Ratio_AMT», «Age_log», «Status_Married», «Wealth» og «RegisteredDebtByIncome»

i retning ikke mislighold. Til slutt bidrar «Mortgages_AMT» og «SumAvailable» i retning

mislighold, mens «Logins_Num» bidrar i retning ikke mislighold.
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6 Diskusjon

6.1 Variabelviktighet

Resultatene indikerer flere klare likheter når det gjelder variabelviktighet basert på LAS-

SO og SHAP. For det første anses «Age_log» som en sentral variabel av begge metodene.

Dette samsvarer med både Steenackers og Goovaerts (1989), Somol mfl. (2005) og Bel-

lotti og Crook (2009) som alle fant at alder er av signifikant betydning i modeller for

kredittvurdering. Regresjonskoeffisientene i LR-modellene er negative for samtlige peri-

oder og indikerer dermed at sannsynligheten for mislighold reduseres med økende alder.

SHAP-plottene indikerer tilsvarende sammenheng, da høyere alder er assosisert med høye

og negative bidrag på hvorvidt en lånsøker vil misligholde. Resultatene virker rimelige, da

en persons økonomiske situasjon typisk stabiliseres ved økende alder. Det er gjerne i en

etableringsfase som ung, hvor inntektene nødvendigvis ikke er store, at behovet for usikret

gjeld er størst. Samtidig er det ofte i en slik livssituasjon at en person høyst sannsynlig

har større problemer med å tilbakebetale egen gjeld.

Vi inkluderer både månedlig og årlig nettoinntekt i vår data da «Net_Income_AMT»

er hentet fra skattedata, mens kunden selv har fylt inn «Net_Monthly_Income_AMT».

Selv om de to variablene i utgangspunktet kan anses å være perfekt korrelert, vil det i

følge en representant fra dataleverandør ofte være et avvik mellom de to variablene i vår

data. Våre resultater viser at «Net_Income_AMT» anses som en viktig variabel av både

LASSO og SHAP. Regresjonskoeffisientene i LR-modellene indikerer mindre sannsynlighet

for mislighold, ved større verdier for «Net_Income_AMT». Dette ser vi også av SHAP-

plottene, med unntak av periode 1 hvor det indikeres at en høyere årlig nettoinntekt er

assosiert med høyere sannsynlighet for mislighold. Med unntak av denne ene perioden, kan

resultatene fra både LASSO og SHAP sies å være som forventet ut fra økonomisk teori. Det

er rimelig å anta at høyere årlig nettoinntekt gir en økonomisk stabilitet som reduserer

sannsynligheten for at en lånsøker vil misligholde. Det kan videre tenkes at flere med

lav inntekt tar opp kredittkortgjeld, som kompensasjon for den lave inntekten. Personer

med høyere nettoinntekt vil dermed være bedre stilt enn personer med lav inntekt, til å

håndtere den pådratte kredittkortgjelden. I den tidligere litteraturen blir inntekt ansett
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som en sentral forklaringsvariabel i kredittvurderingsmodeller (Hand & Henley, 1997;

Steenackers & Goovaerts, 1989; Kvamme mfl., 2018). Det varierer derimot noe hvorvidt

årlig eller månedlig inntekt vektlegges som viktig, men dette skyldes trolig at litteraturen

anser de to variablene som det samme da de i utgangspunktet skal være perfekt korrelert.

I vår studie blir ikke månedlig inntekt valgt av LASSO i noen perioder. SHAP anser

derimot «Net_Monthly_Income_AMT» å være av betydning for det predikerte utfallet,

selv om variabelens bidrag derimot er i det midtre eller lavere sjiktet. Noe overraskende

indikerer SHAP-plottene at høyere verdier for «Net_Monthly_Income_AMT» er assosiert

med mislighold. Dette er motstridene resultater sammenlignet med årlig nettoinntekt og

hva som er å forvente ut fra økonomisk teori. Resultatene bekrefter dermed at det er et

avvik mellom variablene i vår data, og at årlig nettoinntekt hentet fra skattedata anses

som en mer viktig og troverdig variabel.

SHAP anser «Total_Incoming_AMT» som en av de viktigste variablene for prediksjon

av mislighold. SHAP-plottene viser at høye variabelverdier er assosiert med middels høye

og negative bidrag på mislighold, tilsvarende som for «Net_Income_AMT» og som for-

ventet ut fra økonomisk teori. Variabelen blir derimot kun valgt i 2 perioder av LASSO.

«Total_Incoming_AMT» angir summen av inngående beløp på debetkonto hos datale-

verandør de siste 6 månedene. Det kan tenkes at inntekt utgjør en stor del av en lånsøker

sin inngående beløp og at variabelen dermed fanger opp mye av den samme informasjo-

nen som «Net_Income_AMT». «Total_Incoming_AMT» blir ikke nevnt i den tidligere

litteraturen, noe som muligens skyldes at inntektsvariabler heller inkluderes. En annen

mulig forklaring kan være at tidligere litteratur ikke har hatt en tilsvarende variabel til-

gjengelig. Resultatene fra SHAP indikerer dermed et unikt bidrag til litteraturen innen

kredittvurdering. To andre variabler som anses viktig av SHAP er «Total_Tax_AMT» og

«Wealth_AMT». Det kan tenkes at også disse variablene gir mye av den samme informa-

sjonen som «Net_Income_AMT» da begge sier noe om en persons økonomiske situasjon.

En variabel som ikke eksplisitt blir nevnt som viktig i litteraturen om kredittvurdering,

men som i vår studie er av sentral betydning, er hvorvidt en person har studielån. Særlig i

modellene estimert med LR er «Student_Loan_AMT» viktig. Regresjonskoeffisientene in-

dikerer en negativ sammenheng mellom variabelen og mislighold, altså at større studielån
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reduserer sannsynligheten for mislighold. Tilsvarende sammenheng vises i SHAP-plottene.

Dette er i utgangspunktet et overraskende funn, da det virker fornuftig at økt gjeld heller

øker sannsynligheten for mislighold. Det kan likevel diskuteres hvorvidt høyere studielån er

en indikasjon på høyere utdanningsnivå, som av Akkoç (2012) anses å være av signifikant

betydning for kredittvurdering. Denne eventuelle sammenhengen vil derimot kun stemme

til en viss grad, da en person sitt utdanningsnivå ikke nødvendigvis gjenspeiles i størrelsen

på studielånet. Store deler av studielånet kan være nedbetalt og dermed gi indikasjoner

på lavere utdanningsnivå, selv om en person potensielt har høy utdanning. Dersom det

legges til grunn en sammenheng mellom «Student_Loan_AMT» og utdanningsnivå virker

det rimelig at økt studiegjeld reduserer sannsynligheten for mislighold, slik våre resulta-

ter viser. Personer med høyere utdanningsnivå har som regel høyere inntekt enn personer

med lavere utdanningsnivå og dermed høyst sannsynlig mindre problemer med å håndtere

kredittkortgjeld.

«RegisteredDebtByIncome» anses som en viktig variabel av LASSO. Variabelen angir hvor

stor andel av en lånsøker sin årlige nettoinntekt som består av rentebærende gjeld regist-

rert i gjeldsregisteret. Fortegnene til LR-regresjonskoeffisientene er positive. En høyere

andel av nettoinntekten som består av rentebærende gjeld registrert i gjeldsregisteret, vil

dermed øke sannsynligheten for mislighold. Dette virker som en fornuftig antakelse. Videre

kan variabelviktigheten ses i sammenheng med kravet i utlånsforskriften om at lånsøkeren

sin gjeldsgrad må være under 5. I datasettet angis gjeldsgraden av «Debt_Ratio_AMT».

Variabelen blir valgt i færre perioder enn «RegisteredDebtByIncome». Dette indikerer at

andelen usikret gjeld av lånsøker sin inntekt er viktigere enn andelen samlet gjeld ved

prediksjon av mislighold av kredittkortgjeld. De standardiserte SHAP-verdiene viser at

variabelviktigheten til «RegisteredDebtByIncome» er varierende. De fleste periodene viser

likevel at sammenhengen mellom variabelen og mislighold er tilsvarende som for LASSO.

«Transactions_Num» anses av SHAP å være blant de viktigste variablene for å predike-

re mislighold av kredittkortgjeld. Variabelen blir noe motstridene kun valgt i 4 perioder

av LASSO, men er da signifkant i samtlige. Variabelen inneholder informasjon om antall

transaksjoner ut og inn fra debetkonto hos dataleverandør den siste avsluttede måneden.

SHAP-plottene indikerer at høyere antall transaksjoner bidrar til større sannsynlighet for
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mislighold. Funnet er noe ulikt den tidligere litteraturen om kredittvurdering. I litteratu-

ren blir tidligere nedbetalingshistorikk av usikret gjeld (Somol mfl., 2005) og tilbakebe-

talingsstatus på kredittkortet (Sariannidis mfl., 2019) fremhevet som sentrale variabler.

Selv om litteraturen viser til betalingshistorikk for usikret gjeld, mens vår variabel viser

til betalingshistorikk på debetkort, kan alle tre variabler sies å omhandle en lånsøker sin

betalingsmønster.

Videre anser LASSO «Habitation_Renter» som en viktig variabel for prediksjon av mis-

lighold. Dette er i likhet med Hand og Henley (1997), Somol mfl. (2005) og T.-S. Lee

mfl. (2006) som fant at bosituasjon er viktig. Regresjonskoeffisientene fra LR-modellene

er positive, noe som tilsier at det er større sannsynlighet for mislighold dersom lånsø-

ker leier fremfor eier bolig. Tilsvarende sammenheng indikerer SHAP-plottene. En annen

variabel som omhandler lånsøker sin bosituasjon, og som LASSO anser som viktig, er

«Homeowner_NoHouseOrCoop». Variabelen angir om lånsøker eier hus eller er bolig-

eier i et borettslag, gitt at lånsøker har boliglån hos dataleverandør. Dette samsvarer

med resultatene fra Bellotti og Crook (2009) som fant at hvorvidt en lånsøker er bolig-

eier er signifikant. Regresjonskoeffisientene til «Homeowner_NoHouseOrCoop» er lavere

enn «Habitation_Renter». Videre varierer fortegnene i de ulike periodene, i tillegg til

at variabelen kun er signifikant i én periode. Dette kan skyldes at det er en sterk po-

sitiv korrelasjon mellom de to variablene (ρ=0.564). Videre kan dette påvirke hvilken

variabel som blir valgt av metodene da de i enkelte tilfeller kan erstatte hverandre. I

tillegg inngår variabelen «Habitation_Homeowner» i datasettet. Variabelen baserer seg

på hvorvidt lånsøker selv oppgir å være boligeier. Variabelen er ikke signifikant i noen

perioder, noe som kan skyldes at også denne variabelen er sterkt korrelert med «Habi-

tation_Renter» (ρ=-0.606). Denne sammenhengen er også gjeldende i SHAP, hvor både

«Homeowner_NoHouseOrCoop» og «Habitation_Homeowner» generelt har lavere varia-

belviktighet enn «Habitation_Renter».

Bellotti og Crook (2009) fant at type kredittkort er av signifikant betydning for predik-

sjon av mislighold. I vår studie anser både LASSO og SHAP to ulike typer kredittkort,

«MC_2» og «MC_4», å påvirke prediksjonen av mislighold. I tillegg blir «MC_2_Young»

valgt av LASSO i enkelte perioder, mens «MC_4_Young» har lave standardiserte SHAP-
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verdier i de fleste periodene. Resultatene indikerer mindre sannsynlighet for mislighold

dersom en lånsøker har produktene «MC_2» og «MC_2_Young», samt større sannsyn-

lighet for mislighold for produktypene «MC_4» og «MC_4_Young». Våre resultater

indikerer dermed, i likhet med litteraturen, at produkttype kan være av betydning ved

prediksjon av mislighold av kredittkortgjeld. Resultatene tyder på at kundesegmentet

som benytter «MC_2»-produkter har en lavere kredittrisiko i forhold til de som benytter

«MC_4»-produkter.

SHAP anser «DebtRegisterIELA» som en av de viktigste variablene i mange av periodene.

Variabelen angir lånsøker sin samlede rentebærende gjeld i gjeldsregisteret. Dette er i

likhet med Kvamme mfl. (2018), som fant at nettopp saldo på andre lån ofte benyttes

av kredittbyråer. Videre kan vi se en sammenheng med Dimitras mfl. (2017), Sariannidis

mfl. (2019) og Hamori mfl. (2018), som fant at tilbakebetalingsstatus på kredittkortet

per måned er den viktigste variabelen. Dette sier, i likhet med «DebtRegisterIELA»,

noe om hvor mye penger lånsøker har i usikret gjeld. Videre er sammenhengen mellom

mislighold og «DebtRegisterIELA» som forventet, da SHAP-plottene viser at høye verdier

på variabelen assosieres med større sannsynlighet for mislighold. LASSO anser derimot

ikke denne variabelen som viktig, da den ikke velges i noen av periodene. Likevel betrakter

LASSO «RegisteredDebtByIncome», som også inneholder informasjon om en lånsøker sin

usikrede gjeld, som en viktig variabel.

Flere av våre resultater stemmer godt overens med den tidligere litteraturen innen kreditt-

vurdering. Det er likevel også flere variabler som anses som viktige for kredittvurdering

i litteraturen, men som ikke blir ansett som viktig i vår studie. Lengde på nåværende

arbeidsforhold (Steenackers & Goovaerts, 1989; Hand & Henley, 1997) og total arbeids-

varighet (Akkoç, 2012) blir i litteraturen ansett som viktige variabler for prediksjon av

mislighold av kredittkortgjeld. I vårt datasett har vi ingen variabel for total arbeidsvarig-

het, så det er derfor ikke overraskende at vi ikke har samme funn. Det er likevel rimelig å

anta at alder er korrelert med total arbeidsvarighet, da eldre stort sett har jobbet lengre

enn yngre. Vår studie finner at alder er av betydning for prediksjon av mislighold og

funnet kan dermed sies å samstemme med litteraturen. Lengde på nåværende arbeidsfor-

hold er inkludert i vår data, men anses derimot ikke å ha høy variabelviktighet av verken
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LASSO eller SHAP. Det kan argumenteres for at gjelds- og inntektsdataen inkludert i vår

data gir mer presis og korrekt informasjon, sammenlignet med variabelen for lengde på

nåværende arbeidsforhold. At en person er i jobb trenger ikke nødvendigvis å bety at per-

sonen har mye penger. Det kan dermed tenkes at «Net_Income_AMT», som anses å ha

høy variabelviktighet i våre studier, fanger opp mye av den samme informasjonen. Dette

kan være en mulig årsak til at variabelviktigheten til lengden på nåværende arbeidsforhold

reduseres. Tilsvarende argument kan også gjøres gjeldende for yrke, som av Steenackers

og Goovaerts (1989) og T.-S. Lee mfl. (2006) anses å være av sentral betydning. Avslut-

ningsvis blir også holdning til penger ansett som viktig for prediksjon av mislighold i

litteraturen (Tsai mfl., 2009). Igjen er dette informasjon som ikke er tilgjengelig i vår data

og det er dermed ikke mulig å si noe om variabelviktigheten i vår studie.

To av våre resultater fra LASSO indikerer unike funn, sammenlignet med den tidligere lit-

teraturen innen kredittvurdering. For det første anses «AppliedByGranted» å være viktig,

da den blir valgt av LASSO i samtlige perioder. Variabelen er en beregning av kredittkort-

grensen det er søkt om, delt på innvilget kredittkortgrense. Variabelverdien vil dermed

være større eller lik 1, hvor 1 indikerer at en lånsøker har fått innvilget kredittkortgrensen

det er søkt om. Våre resultater viser en positiv sammenheng, altså at økt variabelver-

di øker sannsynligheten for mislighold. Dette virker fornuftig da personer som søker om

høyere kredittkortgrense enn det de får innvilget, ønsker tilgang på mer penger enn hva

deres betalingsevne tilsier at de kan betjene. I den tidligere litteraturen er kredittgrense

(T.-S. Lee mfl., 2006) og innvilget kredittgrense (Sariannidis mfl., 2019) inkludert, men

ikke en tilsvarende variabel som «AppliedByGranted». Resultatene fra LASSO indikerer

dermed at en slik variabel med fordel kan inkluderes i modeller for kredittvurdering. Vi-

dere blir også variabelen «App_Night» valgt ut i samtlige perioder av LASSO, i tillegg til

å være signifikant i 8 av disse. De estimerte koeffisientverdiene indikerer høyere sannsyn-

lighet for mislighold dersom en person søker kredittkort om natten, fremfor om dagen. Vi

har ikke sett at søknadstidspunkt har vært inkludert i annen tidligere litteratur innenfor

kredittvurdering, og funnet kan derfor sies å være unikt. Det er likevel viktig å påpeke at

resultatene fra SHAP indikerer lavere variabelviktighet for både «AppliedByGranted» og

«App_Night». De standardiserte SHAP-verdiene for «AppliedByGranted» kan sies å være

44



middels til lave, mens verdiene for «App_Night» er lave med flere verdier lik 0. Resul-

tatene fra SHAP svekker dermed funnene gjort med LASSO. De motstridene resultatene

indikerer likevel at begge variablene kan være sentrale i modeller for kredittvurdering og

at det bør undersøkes nærmere hvorvidt variablene faktisk er av signifikant betydning for

prediksjon av mislighold av kredittkortgjeld.

Datasettet inneholder flere variabler med informasjon fra gjeldsregisteret. Vår dataleve-

randør var interessert i å se hvilken effekt disse variablene har for prediksjon av mislighold,

da gjeldsregisteret ble innført for å redusere misligholdsandelen i Norge. SHAP og LAS-

SO anser «RegisteredDebtByIncome» og «DebtRegisterIELA» å være av betydning for

prediksjon av mislighold. En mulig årsak for at ikke flere variabler blir ansett som viktige

er at datasettet vårt kun inneholder innvilgede søknader. Søknader hvor informasjon fra

gjeldsregisteret er avgjørende ved vurderingen, vil ofte ekskluderes allerede før innvilgelse

av kredittkort. Likevel indikerer våre resultater at gjeldsregisteret har en betydning for

prediksjon av mislighold av kredittkortgjeld.

6.2 Modellprediksjon

Våre resultater støtter bransjestandarden om bruk av LR-modeller for kredittvurdering

(Dong mfl., 2010). Prediksjonsevnen til LR-modellene er stort sett noe bedre enn for

XGBoost-modellene. AUC-verdiene for periodene 4, 7 og 10, samt Brier Scoren for peri-

ode 1, indikerer derimot at XGBoost-modellene presterer best i disse periodene. Våre

resultater impliserer likevel at LR-modellene gir tilsvarende gode eller bedre prediksjons-

resultater på testsettet enn XGBoost-modellene. I tillegg gir LR-modellene mer tolkbare

resultater, noe som også er sentralt ved kredittvurdering (Kvamme mfl., 2018).

En mulig årsak til at LR-modellene overordnet oppnår noe bedre prediksjonevne på test-

settet, kan skyldes at LASSO velger ut de viktigste variablene før LR-modellene estimeres.

LR-modellene blir dermed estimert med kun de forklaringsvariablene LASSO anser å være

viktigst, i motsetning til XGBoost-modellene som estimeres med alle forklaringsvariable-

ne i det endelige datasettet. At irrelevante variabler ekskluderes før modellestimering kan

dermed være av sentral betydning, slik det også fremgår i litteraturen (Paraschiv mfl.,

2021; Tripathi mfl., 2020).
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Optimaliseringen av hyperparameterne i XGBoost-modellene, kan være en annen mulig

årsak til at LR-modellene generelt presterer noe bedre. Algoritmen til XGBoost krever

optimalisering av flere hyperparametere, i motsetning til LR som i vårt tilfelle kun kre-

ver optimalisering av λ-verdien som benyttes i LASSO. XGBoost-modellene er dermed i

større grad påvirket av våre valg av hyperparametere, sammenlignet med LR-modellene.

Optimaliseringen vil i stor grad påvirke resultatene, noe studien til Xia mfl. (2017) tydelig

viser.

6.3 Tolkning av svarte bokser

Som resultatene viser, kan tilsvarende plott som figur 4 og figur 5 med fordel benyttes til

å gjøre svarte bokser tolkbare for begrunnelse for kredittvurderinger. For det første kan

plottene gis til en lånsøker som forklaring på hvorfor kredittkortsøknaden ble innvilget

eller avslått. Lånsøker får da innsikt i hvilke variabler som påvirker avgjørelsen mest, samt

i hvilken retning de ulike variablene bidrar. Slike plott øker dermed gjennomsiktigheten i

beslutningene som tas. Videre vil kredittinstitusjoner som benytter slike plott for begrun-

nelse, oppfylle personopplysningslovens krav om en lånsøkers rett på innsyn. I tillegg vil

det være enklere for kredittinstitusjoner å etterse de automatiserte beslutningene.

Fremstillingen av den lokale variabelviktigheten i figur 4 og figur 5 er kun én mulig løsning

på hvordan prediksjoner gjort av svarte bokser kan gjøres mer tolkbare. Vi har kun inklu-

dert de 10 forklaringsvariablene som har størst bidrag på prediksjonen, men antallet kan

videre utvides for mer innsikt. Det er likevel ikke en selvfølge at slike plott gjør tolkningen

av en gitt prediksjon enkel. Figur 4 gir ikke like klare indikasjoner på at det predikerte

utfallet er mislighold, slik som figur 5 gir indikasjoner på at det ikke er misligholdt. For

låntaker A er det dermed ikke umiddelbart logisk hva prediksjonsutfallet er. Dette er pro-

blematisk da det med stor sannsynlighet er nettopp kundene som får avslag på en søknad

som eventuelt vil kreve en begrunnelse. At begrunnelsen i enkelte tilfeller er noe tvetydig,

svekker plottets funksjon.
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7 Konklusjon

Denne masteroppgaven har undersøkt hvorvidt enkelte variabler ved lånsøkere er sentrale

å hensynta i vurderingsprosessen før innvilgelse av kredittkortgjeld. Videre har vi også

forsøkt å besvare hvilken av estimeringsteknikkene LR og XGBoost som gir best pre-

diksjonsevne for kredittvurdering, samt vise hvordan svarte bokser kan gjøres tolkbare

for begrunnelse av kredittvurderinger. Vi vil i dette kapittelet oppsummere våre funn,

samt implikasjonene de kan ha. Videre vil vi presentere svakheter ved vår studie, før vi

avslutningsvis vil komme med forslag til videre forskning.

7.1 Våre funn og implikasjoner

Denne masteroppgaven har forsøkt å besvare problemstillingen presentert innledningsvis:

«Hvilke karakteristikker ved lånsøkere påvirker sannsynligheten for mislighold av kreditt-

kortgjeld?». Vårt hovedfunn viser at en lånsøker sin alder og årlige nettoinntekt er av

sentral betydning ved prediksjon av mislighold av kredittkortgjeld. Dette funnet er i vår

studie gjeldende uavhengig av settet med teknikker som er benyttet, altså uavhengig av

om prediksjonsmodellene er estimert ved bruk av LR og LASSO eller XGBoost og SHAP.

I tillegg til de 2 nevnte forklaringsvariablene, indikerer LR og LASSO videre at 5 andre

karakteristikker ved en lånsøker er av vesentlig betydning for prediksjon av mislighold

av kredittkortgjeld. En lånsøkers studielån, hvor stor andel av inntekten som består av

usikret gjeld registrert i gjeldsregisteret, søkt kredittkortgrense delt på innvilget kreditt-

kortgrense, hvorvidt en lånsøker leier bolig, samt om søknaden ble sendt om natten er også

signifikante variabler for kredittvurdering. I tillegg til hovedfunnet indikerer modellene es-

timert ved bruk at XGBoost og SHAP at en lånsøker sin formue, totalt betalt skattebeløp,

antall transaksjoner og sum av inngående beløp på debetkonto hos dataleverandør de siste

6 månedene påvirker sannsynligheten for mislighold. Videre viser våre resultater at vari-

ablene basert på gjeldsregisteret er av betydning da kundens samlede rentebærende gjeld

i gjeldsregisteret og hvor stor andel av inntekten som består av rentebærende gjeld re-

gistrert i gjeldsregisteret anses som viktig. Vi finner at tre variabler, som tidligere ikke er

nevnt i litteraturen, er avgjørende for prediksjon av mislighold av kredittkortgjeld. Dette
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er variabler som inneholder informasjon om hvorvidt en kredittkortsøknad er sendt inn

på natten, sum av inngående beløp på debetkonto hos dataleverandør de siste 6 månede-

ne, samt forholdet mellom søkt og innvilget kredittkortgrense. Dette er dermed et unikt

bidrag til litteraturen innen kredittvurdering.

Videre har vi forsøkt å besvare våre to forskningsspørsmål: «Hvilken estimeringsteknikk

gir best prediksjonsevne ved utvikling av modeller for kredittvurdering?» og «Hvordan kan

svarte bokser gjøres tolkbare for begrunnelse av kredittvurderinger?». Vår studie viser over-

ordnet at LR gir noe bedre prediksjonsevne for kredittvurdering enn XGBoost, selv om

forskjellen kan sies å være minimal. Vårt resultat støtter dermed opp under bankindu-

striens bruk av LR i kredittvurderingsmodeller. Videre har vi bevist at svarte bokser kan

gjøres tolkbare for begrunnelse av kredittvurderinger ved å benytte plott som viser den

lokale variabelviktigheten for de 10 variablene som har størst bidrag på en gitt prediksjon.

Vår studie gir implikasjoner for bankindustrien om hvilke forklaringsvariabler som bør

inngå i kredittvurderingsmodeller for best mulig prediksjonsevne. I tillegg impliserer stu-

dien hvilke forklaringsvariabler som med fordel kan utelates fra kredittvurderingsmodeller,

da våre to benyttede sett med teknikker konkluderer med at enkelte variabler ikke har

noen betydning på prediksjonen av mislighold av kredittkortgjeld. Vår studie bidrar der-

med med innsikt som videre kan benyttes av banker og andre finansinstitusjoner til å

forbedre eksisterende kredittvurderingsmodeller. Det er rimelig å anta at en forbedring av

eksisterende kredittvurderingsmodeller kan bidra til mer treffsikre og rettferdige kreditt-

vurderinger. Dette vil videre kunne føre til en mer nøyaktig utskillelse av kunder som

ikke bør få innvilget kredittkort, og dermed være med å redusere gjeldsproblematikken

i Norge. I tillegg viser vår studie hvordan plott kan benyttes for å gjøre svarte bokser

tolkbare, og dermed oppfylle kravet om en lånsøkers rett på innsikt.

7.2 Svakheter

Det er viktig å påpeke at vår studie har benyttet data basert på innvilgede kredittkortsøk-

nader, noe som har ført til en bias i våre modeller. Dette skyldes at mange av kredittkort-

søknadene som ikke anses tilfredsstillende, allerede er ekskludert fra vurderingsprosessen

og dermed ikke inngår i vår data. Dette kan bety at våre modeller i praksis ville ha inn-
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vilget mange av kredittkortsøknadene som i dag blir avslått av dagens vurderingssystem

hos dataleverandør.

En annen svakhet ved vår studie er at utfallsperioden for mislighold er relativt kort, da

våre modeller predikerer hvorvidt en lånsøker vil misligholde innen ett år. Dersom vi

hadde benyttet en lengre utfallsperiode, kan det tenkes at andelen misligholdt hadde vært

større.

Da vi benyttet k-NN til å håndtere manglende verdier, er det rimelig å anta at enkelte ver-

dier ikke nødvendigvis var representable og dermed feilaktig kan ha påvirket resultatene.

I tillegg er resultatene avhengig av variablene vi valgte å benytte som sammenlignings-

grunnlag i k-NN. Videre har vi ikke vurdert kostnadene ved å innføre, samt opprettholde,

en kredittvurderingsmodell i praksis.

7.3 Forslag til videre forskning

Da vår studie er gjennomført med et unikt datasett, hadde det vært interessant å gjen-

nomføre tilsvarende analyser med andre datasett. Dette kunne i større grad vært med på å

generalisere resultatene for det norske markedet. I tillegg vil det være aktuelt å se mer på

denne studiens nyvinninger, altså betydningen av hvorvidt en søknad er sendt inn på nat-

ten, sum av inngående beløp på debetkonto hos dataleverandør de siste 6 månedene samt

forholdet mellom søkt og innvilget kredittkortgrense. Videre ville det også vært interessant

å kjøre analysene på nytt med akkurat samme variabelsett i LR- og XGBoost-modellene,

da LR-modellene i vår studie er estimert med færre variabler ettersom det først ble gjen-

nomført en variabelseleksjon. Da den korte utfallsperioden for mislighold kan anses som

en svakhet ved vår studie, hadde det også vært aktuelt å estimere modeller med lengre

utfallsperiode for deretter å sammenligne resultatene. Avslutningsvis hadde det vært in-

teressant å estimere kredittvurderingsmodeller ved bruk av andre estimeringsteknikker på

tilsvarende datasett som benyttet i denne studien.
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A Appendiks

A.1 Variabler i endelig datasett

Tabell 3: Beskrivelse av variabler

Variabelnavn Beskrivelse

Age_log Kontinuerlig; logartimen av lånsøker sin alder

App_Night Dummy; 1 dersom søknad mottatt mellom kl. 22.00 og 07.00

App_Weekend Dummy; 1 dersom søknad mottatt lørdag eller søndag

AppliedByGranted Kontinuerlig; søkt kredittkortgrense/innvilget kredittkortgrense

Channel_OnlineBank Dummy; 1 dersom lånsøker har søkt via nettbank

Channel_Operator Dummy; 1 dersom lånsøker har søkt via rådgiver i bank

Channel_PhoneBank Dummy; 1 dersom lånsøker har søkt via mobilbank

Channel_ResponsePage Dummy; 1 dersom lånsøker har søkt via en kampanje

Channel_Web Dummy; 1 dersom lånsøker har søkt via en annen digital løsning

Debit_Card_IND Dummy; 1 dersom lånsøker har et aktivt debetkort hos dataleverandør

Debt_Ratio_AMT Kontinuerlig; gjeldsgrad

DebtRegisterCreditFacilityNum Kontinuerlig; antall kredittkort i gjeldsregisteret

DebtRegisterCreditLimit Kontinuerlig: sum av beløp på åpne rammer i gjeldsregisteret

DebtRegisterIELA Kontinuerlig; sum av rentebærende beløp for alle innslag i gjeldsegisteret

DebtRegisterNonIELA Kontinuerlig; sum av ikke-rentebærende beløp for alle innslag i gjeldsregisteret

DebtRegisterNum Kontinuerlig: antall innslag i gjeldsregisteret

DebtRegisterRepaymentLoanBalance Kontinuerlig; sum av balanse på nedbetalingslån

DebtRegisterRepaymentLoanNum Kontinuerlig; antall nedbetalingslån i gjeldsregisteret

Diff_Hour Kontinuerlig; antall timer fra søknad ble mottatt til innvilget

Distributor_1 Dummy; 1 dersom lånsøker har søkt via distribrutør 1

Distributor_3 Dummy; 1 dersom lånsøker har søkt via distribrutør 3

Distributor_4A Dummy; 1 dersom lånsøker har søkt via distribrutør 4A

Distributor_4B Dummy; 1 dersom lånsøker har søkt via distribrutør 4B

Distributor_4C Dummy; 1 dersom lånsøker har søkt via distribrutør 4C

Distributor_4D Dummy; 1 dersom lånsøker har søkt via distribrutør 4D

Distributor_4E Dummy; 1 dersom lånsøker har søkt via distribrutør 4E

Distributor_4F Dummy; 1 dersom lånsøker har søkt via distribrutør 4F

Distributor_4G Dummy; 1 dersom lånsøker har søkt via distribrutør 4G

Distributor_4H Dummy; 1 dersom lånsøker har søkt via distribrutør 4H

Distributor_4I Dummy; 1 dersom lånsøker har søkt via distribrutør 4I

Distributor_4J Dummy; 1 dersom lånsøker har søkt via distribrutør 4J

Distributor_4K Dummy; 1 dersom lånsøker har søkt via distribrutør 4K

Distributor_4L Dummy; 1 dersom lånsøker har søkt via distribrutør 4L

Distributor_4M Dummy; 1 dersom lånsøker har søkt via distribrutør 4M
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Tabell 3: Beskrivelse av variabler

Variabelnavn Beskrivelse

Distributor_4N Dummy; 1 dersom lånsøker har søkt via distribrutør 4N

Distributor_4O Dummy; 1 dersom lånsøker har søkt via distribrutør 4O

Employment_Duration_1To3 Dummy; 1 dersom lånsøker sin lengde på nåværende arbeidsforhold er mellom 1 til 3 år

Employment_Duration_Less1 Dummy; 1 dersom lånsøker sin lengde på nåværende arbeidsforhold er mindre enn 1 år

Employment_Duration_More3 Dummy; 1 dersom lånsøker sin lengde på nåværende arbeidsforhold er mer enn 3 år

Employment_Duration_NoJoB Dummy; 1 dersom lånsøker ikke har jobb

Employment_DisabilityPensioner Dummy; 1 dersom lånsøker er uførepensjonist

Employment_Employee Dummy; 1 dersom lånsøker er heltidsansatt

Employment_Home Dummy; 1 dersom lånsøker er hjemmeværende

Employment_Other Dummy; 1 dersom lånsøker har valgt annet som ansettelsestype

Employment_Retiree Dummy; 1 dersom lånsøker er pensjonist

Employment_SelfEmployed Dummy; 1 dersom lånsøker er selvstendig næringsdrivende

Employment_SocialSecurity Dummy; 1 dersom lånsøker mottar trygd

Employment_Student Dummy; 1 dersom lånsøker er student

Employment_TempEmployee Dummy; 1 dersom lånsøker er deltidsansatt

Employment_Unemployed Dummy; 1 dersom lånsøker er arbeidsledig

FLI_AMT Kontinuerlig; forenklet likviditetsindikator

Habitation_Apartment Dummy; 1 dersom lånsøker bor i egen leilighet

Habitation_Homeowner Dummy; 1 dersom lånsøker bor i eget hus

Habitation_Other Dummy; 1 dersom lånsøker har valgt annet som bosituasjon

Habitation_Parents Dummy; 1 dersom lånsøker bor hos foreldrene

Habitation_Renter Dummy; 1 dersom lånsøker leier

Homeowner_HouseAndCoop
Dummy; 1 dersom lånsøker eier bolig og er boligeier i borettslag, med boliglån

hos dataleverandør

Homeowner_HouseOrCoop
Dummy; 1 dersom lånsøker eier hus eller er boligeier i borettslag, med boliglån

hos dataleverandør

Homeowner_NoHouseOrCoop Dummy; 1 dersom lånsøker ikke eier hus eller er boligeier i borettslag

HourCompleted Kontinuerlig; tidspunkt for når søknad ble signert

ID_Bank Dummy; 1 dersom lånsøker har identifisert seg via bankID

ID_Physical Dummy; 1 dersom lånsøker har identifisert seg fysisk i banken

ID_Pum Dummy; 1 dersom lånsøker har identifisert seg via PUM

Logins_Num Kontinuerlig; antall innlogginger i nettbank siste avsluttede måned

Manual_Handling_IND Dummy; 1 dersom søknad er manuelt behandlet

MC_1 Dummy; 1 dersom lånsøker har søkt om kredittkorttype 1

MC_2 Dummy; 1 dersom lånsøker har søkt om kredittkorttype 2

MC_2_Young Dummy; 1 dersom lånsøker har søkt om kredittkorttype 2 Ung

MC_3 Dummy; 1 dersom lånsøker har søkt om kredittkorttype 3

MC_3_Extra Dummy; 1 dersom lånsøker har søkt om kredittkorttype 3 Ekstra
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Tabell 3: Beskrivelse av variabler

Variabelnavn Beskrivelse

MC_3_Plus Dummy; 1 dersom lånsøker har søkt om kredittkorttype 3 Pluss

MC_3_Young Dummy; 1 dersom lånsøker har søkt om kredittkorttype 3 Ung

MC_4 Dummy; 1 dersom lånsøker har søkt om kredittkorttype 4

MC_4_Extra Dummy; 1 dersom lånsøker har søkt om kredittkorttype 4 Ekstra

MC_4_Unique Dummy; 1 dersom lånsøker har søkt om kredittkorttype 4 Unik

MC_4_Young Dummy; 1 dersom lånsøker har søkt om kredittkorttype 4 Ung

Method_Mortgage Dummy; 1 dersom lånsøker er vurdert i segmentet «boliglån»

Method_Ordinary Dummy; 1 dersom lånsøker er vurdert i segmentet «ordinær behandling»

Method_Predefined Dummy; 1 dersom lånsøker vurdert i segmentet «forhåndsvurdert»

Method_Unique Dummy; 1 dersom lånsøker er vurdert i segmentet «unik»

Method_Young Dummy; 1 dersom lånsøker er vurdert i segmentet «ung»

Mortgage_IND Dummy; 1 dersom lånsøker har boliglån hos dataleverandør

Mortgages_AMT Kontinuerlig; beløp på boliglån

Net_Income_AMT Kontinuerlig; årlig nettoinntekt

Net_Monthly_Income_AMT Kontinuerlig; månedlig nettoinntekt

NoOfAdressChanges_CNT Kontinuerlig; antall adresseendringer

NoOfChildren Kontinuerlig; antall barn

RegisteredDebtByIncome Kontinuerlig; DebtRegisterIELA/Net_Income_AMT

SFLI_AMT Kontinuerlig; FLI dersom boliglånsrenten øker med 5%

Status_Cohabiting Dummy; 1 dersom lånsøker sin sivilstatus er samboer

Status_Divorced Dummy; 1 dersom lånsøker sin sivilstatus er skilt

Status_Married Dummy; 1 dersom lånsøker sin sivilstatus er gift

Status_Single Dummy; 1 dersom lånsøker sin sivilstatus er singel

Status_Widowed Dummy; 1 dersom lånsøker sin sivilstatus er enke/enkemann

Student_Loan_AMT Kontinuerlig; beløp på studielån

SumAvailable Kontinuerlig; beløp lånsøker har igjen på slutten av måneden etter at utgifter er betalt

Total_Incoming_AMT Kontinuerlig; sum av innkommende beløp på konto de siste 6 månedene

Total_Tax_AMT Kontinuerlig; totalt betalt i skatt

Transactions_Num Kontinuerlig; antall transaksjoner siste avsluttede måned

Vehicle_Loan_AMT Kontinuerlig; beløp på billån

Wealth_AMT Kontinuerlig; formue

Year_Completed Kontinuerlig; året da søknaden ble signert

Year_Customer
Kontinuerlig; differansen mellom søknadstidspunkt og første kundeforhold, oppgitt

i antall år

Van
Dummy; 1 dersom lånsøker har, eller har hatt, en eller flere varebiler registrert i

bilregisteret

Car
Dummy; 1 dersom lånsøker har, eller har hatt, en eller flere biler registrert i

bilregisteret

MC
Dummy; 1 dersom lånsøker har, eller har hatt, en eller flere motorsykler registrert i

bilregisteret
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A.3 AUC og LASSO

Figur 7: AUC-plott og LASSO-stiplott for periode 1

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 8: AUC-plott og LASSO-stiplott for periode 2

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 9: AUC-plott og LASSO-stiplott for periode 3

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 10: AUC-plott og LASSO-stiplott for periode 4

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 11: AUC-plott og LASSO-stiplott for periode 5

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 12: AUC-plott og LASSO-stiplott for periode 6

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 13: AUC-plott og LASSO-stiplott for periode 7

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 14: AUC-plott og LASSO-stiplott for periode 8

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 15: AUC-plott og LASSO-stiplott for periode 9

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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Figur 16: AUC-plott og LASSO-stiplott for periode 10

Det øverste plottet viser AUC mot log(λ), gitt ved kryssvalidering. De stiplede linjene representerer de 3 ulike λ-verdiene

som ble vurdert. Linjen til høyre representerer λ-verdien som ble brukt til modellestimering, altså den største verdien av λ

hvor den gjennomsnittlige AUC-verdien er innenfor 1,5 standardfeil fra AUC-verdien til linjen lengst til venstre i plottet.

Nederst er LASSO-stiplottet, lagd ved bruk av den gitte λ-verdien. For å gjøre plottet lesbart velger vi kun å inkludere

forklaringsvariablene som ikke blir satt til 0 av LASSO for den gitte λ-verdien.
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A.4 Logistisk regresjon

Tabell 4: Estimerte LR-koeffisienter for variabler valgt av LASSO

Panel A-1: For månedene mars-juli

Mars April Mai Juni Juli

Net_Income_AMT -5.83e−7(−1.32) -1.10−6(−2.43) -1.28e−6(−2.85) -1.20e−6(−2.69) -1.91e−6(−4.255)

Student_Loan_AMT -4.71e−6(−5.31) -5.40e−6(−5.95) -5.61e−6(−6.02) -3.98e−6(−4.65) -5.64e*-6(-5.84)

AppliedByGranted 0.287(3.59) 0.25(3.12) 0.32(4.07) 0.27(3.27) 0.26(3.24)

RegisteredDebtByIncome 5.92(13.06) 5.23(11.71) 5.47(12.74) 5.46(12.73) 4.41(9.81)

App_Night 0.62(3.51) 0.52(2.96) 0.58(3.29) 0.43(2.26) 0.49(2.68)

Age_log -0.70(-3.26) -0.34(-1.57) -0.62(-3.00) -0.47(-2.23) -0.51(-2.39)

Habitation_Renter 0.51(3.43) 0.57(3.83) 0.66(4.51) 0.46(2.98) 0.87(5.43)

Channel_Operator -0.56(-3.13) -0.60(-3.61) -0.66(-3.99) -0.60(-3.62)

Homeowner_NoHouseOrCoop 0.21(0.90) 0.28(1.20) 0.49(2.11) 0.20(0.89)

MC_2 -0.49(-2.92) -0.59(-3.45)

Habitation_Homeowner -0.32(-1.42) -0.29(-1.21) -0.23(-0.94) -0.01(-0.05) 0.31(1.22)

Wealth_AMT

Debt_Ratio_AMT -0.06(-0.96) -0.11(-1.69) -0.10(-1.58)

Status_Married

Status_Single 0.39(2.79)

Employment_Duration_1To3 0.34(2.67)

Transactions_Num 0.003(2.37)

Year_Customer -0.02(-3.67) -0.02(-3.13) -0.02(-2.84)

Method_Ordinary

Status_Widowed

NoOfAdressChanges_CNT

DebtRegisterRepaymentLoanNum

SFLI_AMT

MC_2_Young

MC_4

Channel_Web

Employment_SocialSecurity 1.95(1.28) 0.14(0.04) 13.80(0.04)

Distributor_4J

Total_Incoming_AMT

DebtRegisterCreditFacilityNum

Logins_Num 0.01(2.40) 0.01(2.37)

Car

Channel_PhoneBank 0.19(1.49) 0.10(0.76)

Employment_DisabilityPensioner

Employment_Retiree

Employment_Unemployed

Habitation_Other

Distributor_4A

Distributor_4D

Distributor_4G

Distributor_4L
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Tabell 4: Estimerte LR-koeffisienter for variabler valgt av LASSO

Panel A-2: For månedene mars-juli

Mars April Mai Juni Juli

DebtRegisterRepaymentLoanBalance

DebtRegisterNonIELA

App_Weekend

MC_1

MC_3_Young

Method_Predefined -0.50(-2.62)

Employment_Duration_NoJoB

Employment_Home

Employment_Student

Habitation_Apartment

Distributor_4E

Distributor_4I

Distributor_4O

Homeowner_HouseOrCoop -0.30(-1.35)

Intercept -1.77(-2.50) -2.68(-3.44) -2.00(-2.71) -2.22(-2.98) -2.48(-3.05)

Panel A-1 og A-2 viser estimerte regresjonskoeffisienter for variabler valgt av LASSO i månedene mars-

juli og tilhørende z-verdier i parentes. Dette tilsvarer periode 1-5 i figur 6.
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Tabell 4: Estimerte LR-koeffisienter for variabler valgt av LASSO

Panel B-1: For månedene august-desember

August September Oktober November Desember

Net_Income_AMT -1.65e−06(−3.70) -1.67e−06(−3.81) -1.65e−06(−3.91) -5.77e−07(−1.36) -1.18e−06(−2.94)

Student_Loan_AMT -5.49e−06(−5.85) -5.82e−06(−6.43) -5.60e−06(−6.97) -4.68e−06(−6.10) -5.24e−06(−6.64)

AppliedByGranted 0.25(3.03) 0.19(2.41) 0.21(2.653) 0.16(2.07) 0.13(1.59)

RegisteredDebtByIncome 3.70(8.09) 3.31(7.08) 3.03(4.41) 4.50(5.77) 3.28(4.43)

App_Night 0.29(1.56) 0.20(1.09) 0.30(1.72) 0.39(2.30) 0.32(1.81)

Age_log -0.53(-2.26) -0.81(-3.47) -0.61(-2.57) -0.80(-3.04) -0.95(-4.29)

Habitation_Renter 0.60(4.10) 0.61(4.05) 0.77(5.28) 0.64(4.37) 0.71(5.35)

Channel_Operator -0.14(-0.87) -0.21(-1.37) -0.22(-1.50) -0.38(-2.52) -0.34(-2.45)

Homeowner_NoHouseOrCoop 0.01(0.05) -0.01(-0.05) -0.24(-1.33) -0.12(-0.58) 0.06(0.35)

MC_2 -0.67(-3.61) -0.62(-2.83) -0.91(-4.69) -0.75(-3.23) -0.35(-1.67)

Habitation_Homeowner 0.28(1.17)

Wealth_AMT -2.00e−06(−3.79) -3.21e−06(−4.67) -1.33e−06(−3.79) -1.22e−06(−3.64) -1.48e−06(−4.17)

Debt_Ratio_AMT -0.13(-2.07) -0.13(-2.10)

Status_Married -0.49(-2.50) -0.60(-3.05) -0.58(-3.27) -0.67(-3.69) -0.66(-3.88)

Status_Single 0.39(2.73) 0.33(2.28) 0.22(1.64) 0.15(1.14)

Employment_Duration_1To3 0.37(2.92) 0.40(3.25) 0.10(0.79) 0.04(0.28)

Transactions_Num 2.00e−3(2.37) 3.00e−3(2.32) 3.00e−3(2.16)

Year_Customer -0.006(-0.980)

Method_Ordinary 0.69(4.65) 0.61(3.60) 0.58(3.96) 0.33(1.74)

Status_Widowed 0.98(3.32) 1.04(3.49) 0.95(3.25) 0.85(3.14)

NoOfAdressChanges_CNT 0.17(2.02) 0.11(1.29) 0.07(0.86)

DebtRegisterRepaymentLoanNum 0.16(0.75) 0.89(3.70) 0.51(2.37)

SFLI_AMT 0.35(3.17) 0.40(3.65) 0.44(4.26)

MC_2_Young -0.90(-2.78) -0.59(-2.31) -0.57(-2.38)

MC_4 0.13(0.76) 0.15(0.89) 0.42(3.04)

Channel_Web 0.39(2.28) 0.57(2.85) 0.47(2.74)

Employment_SocialSecurity

Distributor_4J -0.33(-2.05) -0.39(-2.17) -0.51(-3.05)

Total_Incoming_AMT -9.75e−07(−3.66) -9.66e−07(−3.52)

DebtRegisterCreditFacilityNum -0.06(-0.96) -0.12(-1.93)

Logins_Num

Car 0.64(2.01) 0.84(2.43)

Channel_PhoneBank

Employment_DisabilityPensioner 0.38(1.65) 0.59(2.66)

Employment_Retiree -1.95(-2.61) -1.82(-2.44)

Employment_Unemployed 1.38(1.76) 1.64(2.05)

Habitation_Other 0.27(1.06) 0.17(0.66)

Distributor_4A 0.27(1.06) 0.57(2.61)

Distributor_4D -1.85(-1.83) -0.45(-0.85)

Distributor_4G 0.20(1.38) 0.28(1.70)

Distributor_4L -13.52(-0.05) -13.50(-0.05)
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Tabell 4: Estimerte LR-koeffisienter for variabler valgt av LASSO

Panel B-2: For månedene august-desember

August September Oktober November Desember

DebtRegisterRepaymentLoanBalance -2.05e-05(-3.53)

DebtRegisterNonIELA -2.93e-05(-1.59)

App_Weekend -0.43(-2.46)

MC_1 0.90(2.45)

MC_3_Young -0.55(-1.63)

Method_Predefined

Employment_Duration_NoJoB -0.19(-1.19)

Employment_Home 1.38(1.25)

Employment_Student -0.17(-0.89)

Habitation_Apartment -0.58(-1.74)

Distributor_4E -13.50(-0.04)

Distributor_4I -0.83(-1.57)

Distributor_4O 0.18 (1.15)

Homeowner_HouseOrCoop

Intercept -2.14(-2.51) -1.14(-1.37) -2.49(-2.80) -2.09(-2.19) -0.83(-1.13)

Panel B-1 og B-2 viser estimerte regresjonskoeffisienter for variabler valgt av LASSO i månedene august-

desember og tilhørende z-verdier i parentes. Dette tilsvarer periode 6-10 i figur 6.
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A.5 Optimalisering av hyperparametere i XGBoost

Tabell 5: Optimaliserte hyperparametere i XGBoost

Eta Gamma max_depth min_child_weight subsample nfold

Periode 1 0,388 5,830 3,000 23,637 0,611 0,611

Periode 2 0,388 5,830 3,000 23,637 0,611 0,611

Periode 3 0,388 5,830 3,000 23,637 0,611 0,611

Periode 4 0,388 5,830 3,000 23,637 0,611 0,611

Periode 5 0,474 0,000 3,000 19,749 1,000 1,000

Periode 6 0,333 0,000 3,000 25,000 1,000 1,000

Periode 7 0,388 5,830 3,000 23,637 0,611 0,611

Periode 8 0,388 5,830 3,000 23,637 0,611 0,611

Periode 9 0,388 5,830 3,000 23,637 0,611 0,611

Periode 10 0,388 5,830 3,000 23,637 0,611 0,611
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A.6 SHAP

Figur 17: SHAP-plott for periode 1

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 18: SHAP-plott for periode 2

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.

82



Figur 19: SHAP-plott for periode 3

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 20: SHAP-plott for periode 4

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.

84



Figur 21: SHAP-plott for periode 5

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.

85



Figur 22: SHAP-plott for periode 6

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 23: SHAP-plott for periode 7

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 24: SHAP-plott for periode 8

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 25: SHAP-plott for periode 9

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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Figur 26: SHAP-plott for periode 10

SHAP-plottet viser den globale variabelviktighet til de 40 viktigste variablene for den gitte perioden. Variabelen med høyest

variabelviktighet er øverst, deretter følger de resterende variablene i synkende rekkefølge basert på viktigheten. Variablenes

SHAP-verdi er gitt langs y-aksen. Videre representerer hver prikk én observasjon fra datasettet. Fargene i plottet angir

observasjonenes opprinnelige verdi for den enkelte variabelen, mens x-aksen viser observasjonenes SHAP-verdier.
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A.7 Beskrivende statistikk

Tabell 6: Beskrivende statistikk for variabler i endelig datasett

Variabel Gj.snitt Std Min 1. kvartil Median 3. kvartil Maks

Age_log 3,60 0,41 2,89 3,26 3,58 3,93 4,56

App_Night 0,05 0,22 0,00 0,00 0,00 0,00 1,00

App_weekend 0,11 0,31 0,00 0,00 0,00 0,00 1,00

AppliedByGranted 1,32 0,60 1,00 1,00 1,00 1,32 3,00

Channel_OnlineBank 0,24 0,43 0,00 0,00 0,00 0,00 1,00

Channel_Operator 0,41 0,49 0,00 0,00 0,00 1,00 1,00

Channel_PhoneBank 0,25 0,43 0,00 0,00 0,00 0,00 1,00

Channel_ResponsePage 0,00 0,00 0,00 0,00 0,00 0,00 1,00

Channel_Web 0,10 0,30 0,00 0,00 0,00 0,00 1,00

Debit_Card_IND 0,77 0,42 0,00 1,00 1,00 1,00 1,00

Debt_Ratio_AMT 1,81 1,73 0,00 0,07 1,43 3,25 5,13

DebtRegisterCreditFacilityNum 1,21 1,26 0,00 0,00 1,00 2,00 4,00

DebtRegisterCreditLimit 33 615,00 44 245,00 0,00 0,00 15 000,00 50 000,00 151 000,00

DebtRegisterIELA 8 349,00 22 315,00 0,00 0,00 0,00 2,00 89 223,00

DebtRegisterNonIELA 1 811,00 4 080,00 0,00 0,00 0,00 679,00 15 197,00

DebtRegisterNum 1,38 1,44 0,00 0,00 1,00 2,00 5,00

DebtRegisterRepaymentLoanBalance 3 952,00 14 110,00 0,00 0,00 0,00 0,00 59 715,00

DebtRegisterRepaymentLoanNum 0,09 0,29 0,00 0,00 0,00 0,00 1,00

Diff_hour 24,64 45,57 0,03 0,09 1,15 24,45 166,58

Distributor_1 0,03 0,17 0,00 0,00 0,00 0,00 1,00

Distributor_3 0,13 0,34 0,00 0,00 0,00 0,00 1,00

Distributor_4A 0,04 0,20 0,00 0,00 0,00 0,00 1,00

Distributor_4B 0,01 0,10 0,00 0,00 0,00 0,00 1,00

Distributor_4C 0,01 0,11 0,00 0,00 0,00 0,00 1,00

Distributor_4D 0,01 0,10 0,00 0,00 0,00 0,00 1,00

Distributor_4E 0,01 0,09 0,00 0,00 0,00 0,00 1,00

Distributor_4F 0,01 0,09 0,00 0,00 0,00 0,00 1,00

Distributor_4G 0,13 0,34 0,00 0,00 0,00 0,00 1,00

Distributor_4H 0,02 0,14 0,00 0,00 0,00 0,00 1,00

Distributor_4I 0,02 0,14 0,00 0,00 0,00 0,00 1,00

Distributor_4J 0,17 0,38 0,00 0,00 0,00 0,00 1,00

Distributor_4K 0,13 0,33 0,00 0,00 0,00 0,00 1,00

Distributor_4L 0,02 0,12 0,00 0,00 0,00 0,00 1,00

Distributor_4M 0,03 0,17 0,00 0,00 0,00 0,00 1,00

Distributor_4N 0,03 0,17 0,00 0,00 0,00 0,00 1,00

Distributor_4O 0,20 0,40 0,00 0,00 0,00 0,00 1,00

Employment_Duration_1To3 0,20 0,40 0,00 0,00 0,00 0,00 1,00

Employment_Duration_Less1 0,12 0,33 0,00 0,00 0,00 0,00 1,00

Employment_Duration_More3 0,43 0,50 0,00 0,00 0,00 1,00 1,00

Employment_Duration_NoJoB 0,25 0,43 0,00 0,00 0,00 0,00 1,00
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Tabell 6: Beskrivende statistikk for variabler i endelig datasett

Variabel Gj.snitt Std Min 1. kvartil Median 3. kvartil Maks

Employment_DisabilityPensioner 0,05 0,21 0,00 0,00 0,00 0,00 1,00

Employment_Employee 0,69 0,46 0,00 0,00 1,00 1,00 1,00

Employment_Home 0,00 0,03 0,00 0,00 0,00 0,00 1,00

Employment_Other 0,01 0,10 0,00 0,00 0,00 0,00 1,00

Employment_Retiree 0,09 0,28 0,00 0,00 0,00 0,00 1,00

Employment_SelfEmployed 0,02 0,15 0,00 0,00 0,00 0,00 1,00

Employment_SocialSecurity 0,00 0,01 0,00 0,00 0,00 0,00 1,00

Employment_Student 0,10 0,30 0,00 0,00 0,00 0,00 1,00

Employment_TempEmployee 0,05 0,21 0,00 0,00 0,00 0,00 1,00

Employment_Unemployed 0,00 0,04 0,00 0,00 0,00 0,00 1,00

FLI_AMT 1,47 0,59 0,49 1,19 1,47 1,86 2,87

Habitation_Apartment 0,07 0,26 0,00 0,00 0,00 0,00 1,00

Habitation_Homeowner 0,57 0,50 0,00 0,00 1,00 1,00 1,00

Habitation_Other 0,04 0,19 0,00 0,00 0,00 0,00 1,00

Habitation_Parents 0,10 0,30 0,00 0,00 0,00 0,00 1,00

Habitation_Renter 0,22 0,41 0,00 0,00 0,00 0,00 1,00

Homeowner_HouseAndCoop 0,01 0,12 0,00 0,00 0,00 0,00 1,00

Homeowner_HouseOrCoop 0,55 0,50 0,00 0,00 1,00 1,00 1,00

Homeowner_NoHouseOrCoop 0,44 0,50 0,00 0,00 0,00 1,00 1,00

HourCompleted 13,97 4,58 0,00 11,00 14,00 17,00 23,00

ID_Bank 0,92 0,27 0,00 1,00 1,00 1,00 1,00

ID_Physical 0,08 0,27 0,00 0,00 0,00 0,00 1,00

ID_Pum 0,00 0,03 0,00 0,00 0,00 0,00 1,00

Logins_Num 22,37 23,23 0,00 4,00 15,00 22,37 83,00

Manual_Handling_IND 0,27 0,44 0,00 0,00 0,00 1,00 1,00

MC_1 0,03 0,17 0,00 0,00 0,00 0,00 1,00

MC_2 0,22 0,41 0,00 0,00 0,00 0,00 1,00

MC_2_Young 0,03 0,18 0,00 0,00 0,00 0,00 1,00

MC_3 0,08 0,28 0,00 0,00 0,00 0,00 1,00

MC_3_Extra 0,12 0,13 0,00 0,00 0,00 0,00 1,00

MC_3_Plus 0,00 0,06 0,00 0,00 0,00 0,00 1,00

MC_3_Young 0,03 0,16 0,00 0,00 0,00 0,00 1,00

MC_4 0,35 0,48 0,00 0,00 0,00 1,00 1,00

MC_4_Extra 0,03 0,18 0,00 0,00 0,00 0,00 1,00

MC_4_Unique 0,01 0,12 0,00 0,00 0,00 0,00 1,00

MC_4_Young 0,19 0,40 0,00 0,00 0,00 0,00 1,00

Method_Mortgage 0,14 0,35 0,00 0,00 0,00 0,00 1,00

Method_Ordinary 0,46 0,50 0,00 0,00 0,00 1,00 1,00

Method_Predefined 0,13 0,33 0,00 0,00 0,00 0,00 1,00

Method_Unique 0,02 0,13 0,00 0,00 0,00 0,00 1,00

Method_Young 0,25 0,44 0,00 0,00 0,00 1,00 1,00

Mortgage_IND 0,32 0,44 0,00 0,00 0,00 1,00 1,00

Mortgages_AMT 876 144,00 979 359,50 0,00 0,00 540 000,00 1 600 000,00 3 000 000,00
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Tabell 6: Beskrivende statistikk for variabler i endelig datasett

Variabel Gj.snitt Std Min 1. kvartil Median 3. kvartil Maks

Net_Income_AMT 303 275,00 209 539,00 8 746,00 128 533,00 288 564,00 428 256,00 773 624,00

Net_Monthly_Income_AMT 27 585,00 10 737,00 8 000,00 20 000,00 27 000 ,00 34 000,00 50 000,00

NoOfAdressChanges_CNT 1,55 0,61 1,00 1,00 1,40 2,00 3,00

NoOfChildren 0,92 1,10 0,00 0,00 0,00 2,00 3,00

RegisteredDebtByIncome 0,03 0,08 0,00 0,00 0,00 0,00 0,34

SFLI_AMT 1,43 0,56 0,49 1,08 1,43 1,72 2,73

Status_Cohabiting 0,24 0,43 0,00 0,00 0,00 0,00 1,00

Status_Divorced 0,04 0,20 0,00 0,00 0,00 0,00 1,00

Status_Married 0,32 0,47 0,00 0,00 0,00 1,00 1,00

Status_Single 0,37 0,48 0,00 0,00 0,00 1,00 1,00

Status_Widowed 0,03 0,16 0,00 0,00 0,00 0,00 1,00

Student_Loan_AMT 48 145,00 95 868,03 0,00 0,00 0,00 30 000,00 320 000,00

SumAvailable 9 809,00 9 403,72 -6 400,00 3 935,00 8 996,00 14757,00 31 530,00

Total_Incoming_AMT 323 172,00 372 119,20 0,00 49 825,00 219 101,00 413 731,00 1 462127,00

Total_Tax_AMT 100 456,00 80 490,58 0,00 31 701,00 91 944,00 143 000,00 293 317,00

Transactions_Num 63,32 56,94 0,00 7,00 54,40 101,00 188,00

Vehicle_Loan_AMT 24 352,00 60 351,07 0,00 0,00 0,00 0,00 220 000,00

Wealth_AMT 223 602,00 459 385,10 0,00 0,00 0,00 163 338,00 1 722 820,00

Year_Completed 19,86 0,34 19,00 20,00 20,00 20,00 20,00

Year_Customer 14,65 11,09 0,10 4,40 13,95 22,43 36,68

Van 0,05 0,23 0,00 0,00 0,00 0,00 1,00

Car 0,95 0,23 0,00 1,00 1,00 1,00 1,00

MC 0,05 0,22 0,00 0,00 0,00 0,00 1,00

93



A.8 Utelatte variabler

Tabell 7: Beskrivelse av utelatte variabler

Variabelnavn Beskrivelse

BK_Account_ID Kontinuerlig; unik ID for konto

BK_Application_ID Kontinuerlig; unik ID for søknad

PeriodId
Kontinuerlig; dato for når søknaden ble opprettet, på

format: YYYYMMDD

Created_DT
Kontinuerlig; tidspunkt for når søknaden ble opprettet,

på format: YYYY-MM-DD HH:MM:SS.S

Completed_DT
Kontinuerlig; tidspunkt for når den godkjente søknaden ble

signert, på format: YYYY-MM-DD HH:MM:SS.S

HourCompleted Kontinuerlig; timen på døgnet, hentet ut fra Completed_DT

BirthYear Kontinuerlig; fødselsår, på format: YY

Homeowner_IND Dummy; 1 om personen eier hus, med boliglån hos dataleverandør

Housing_Cooperative_IND
Dummy; 1 om personen er eier i borettslag, med boliglån hos

dataleverandør

NoOfCars Kontinuerlig; antall biler

Debt_Ratio_AMT Kontinuerlig; gjeldsgrad

NoOfCampers Kontinuerlig; antall campingvogner

NoOfMC Kontinuerlig: antall motorsykler

NoOfVan Kontinuerlig; antall varebiler

NoOfOtherVehicle Kontinuerlig; antall andre kjøretøy

TX_Gross_Income_AMT Kontinuerlig: årlig bruttoinntekt, beregnet basert på skattedata

Total_Debt_AMT Kontinuerlig; total gjeld i banken (dataleverandør)

Rental_Expenses_AMT Kontinuerlig; beløp på husleieutgifter

Monthly_Rental_Income_AMT Kontinuerlig; beløp på inntekter fra utleie

Sum_Pledge_Remarks_AMT Kontinuerlig; sum på heftelser

Consent_IND
Dummy; 1 dersom lånsøker har gitt samtykke til å hente ut data fra

dataleverandør

Customer_From_DT
Kontinuerlig; tidspunkt for det eldste registrerte kundeforhold hos

dataleverandør, på format: YYYY-MM-DD HH:MM:SS.S

LmtByIncome Kontinuerlig; Applied_Credit_Limit_AMT/Net_Income_AMT

RatioFLI Kontinuerlig; SFLI_AMT/FLI_AMT

DebtByIncome Kontinuerlig; Total_Debt_AMT/Net_Income_AMT

ChangeInIncomeABS
Kontinuerlig; absoluttverdien av %-vis endring i inntekt de to siste skatteårene

(basert på de to siste årene sin Net_Income_AMT)

ChangeInIncome
Kontinuerlig; %-vis endring i inntekt de to siste

skatteårene (basert på de to siste årene sin NET_INCOME_AMT)

TransactionsByIncome Kontinuerlig; Total_Incoming_AMT/Net_Income_AMT
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